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Mapeamento pedológico digital por Mineração de Dados: bases de treinamento para o 

nível de reconhecimento 

 

 

RESUMO 

 

O mapeamento pedológico digital (MPD) é uma alternativa capaz de acelerar a geração de 

informações sobre a distribuição de solos, auxiliando programas de mapeamento pedológico. 

A falta de padronização dos métodos em MPD não impossibilita sua aplicação, embora seja 

necessária a avaliação da confiabilidade dos modelos preditivos e dos mapas pedológicos 

digitais gerados. Não existe ainda uma forma adequada de avaliação da compatibilidade dos 

MPD com os níveis de levantamento adotados para os mapas pedológicos convencionais, nem 

tem sido utilizado o MPD como suporte a programas de mapeamento pedológico sistemático, 

sendo necessária a avaliação de protocolos e bases de dados para estes fins. Neste estudo, 

objetivou-se produzir mapas pedológicos digitais com legenda e confiabilidade compatíveis 

aos de levantamento em nível de reconhecimento de alta intensidade. Optou-se por 

desenvolver e aplicar métodos para MPD em folhas articuladas no Sistema Cartográfico 

Nacional. A área de referência foi formada pelas folhas 1:50.000 Dois Córregos (Brotas 

1:100.000), São Pedro e Laras (Piracicaba 1:100.000). As áreas a mapear corresponderam às 

folhas na escala 1:50.000 Barra Bonita, Santa Maria da Serra e Anhembi (Botucatu 

1:100.000). A folha Itirapina (São Carlos 1:100.000) foi escolhida como área de validação dos 

mapas digitais gerados, pois possui similaridades com a área a mapear, informações de pontos 

de amostragem em campo e mapa convencional publicado. A partir de unidades de 

mapeamento pedológico de mapas convencionais e de observações de campo associadas a 

variáveis ambientais preditivas foram feitas predições da ocorrência de classes de solos em 

áreas sem mapas pedológicos. A predição foi feita utilizando aprendizado de máquina 

associado a procedimentos de geoprocessamento. As informações sobre classes de solo e das 

variáveis ambientais preditivas para formação das bases de dados foram obtidas do 

Mapeamento Pedológico Semidetalhado do Estado de São Paulo (1:100.000), do mapeamento 

topográfico (hipsométrico e hidrográfico) do Instituto Brasileiro de Geografia e Estatística 

(IBGE) (1:50.000) e do Mapa Geológico do estado de São Paulo (Serviço Geológico do 

Brasil - CPRM) (1:750.000). Foram testados procedimentos de pré-processamento dos dados, 

algoritmos de classificação supervisionada, níveis de detalhamento das legendas de classes de 

treinamento e bases de dados de classes de solo extraídas de unidades de mapeamento 

convencional e de pontos de amostragem em campo. Os procedimentos de pré-processamento 

foram de grande importância na melhora do desempenho dos classificadores. Aplicando o 

algoritmo Random Forest foi obtido valor de acurácia superior a 78% e índice Kappa de 0,67, 

indicando concordância muito boa do modelo gerado. Os modelos para as bases de dados 

extraídas de unidades de mapeamento convencional tiveram desempenho muito superior aos 

de pontos de amostragem em campo. A validação dos mapas pedológicos digitais na folha 

Itirapina mostrou que é possível a obtenção de resultados de exatidão global em torno de 

80%, com legenda no 4º nível categórico do Sistema Brasileiro de Classificação de Solos, 

acrescida de tipo de Horizonte A e grupamento textural, características compatíveis com 

levantamentos pedológicos em nível de reconhecimento de alta intensidade. 

Palavras-chave: aprendizado de máquina, classificação supervisionada, mapeamento digital 

de solos, mapeamento pedológico sistemático. 
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Pedological digital mapping by Data Mining: training databases for the reconnaissance 

level 

 

 

ABSTRACT  

 

Digital pedological mapping (DPM) is an alternative capable of accelerating the generation of 

knowledge on soil distribution, giving support for pedological mapping programs. Lack of 

standardization of DPM methods does not preclude its application, although it is necessary to 

evaluate reliability of predictive models and generated maps. So far, there is no standard 

means for assessing compatibility of DPM to the survey levels adopted on conventional 

pedological mapping, nor has DPM been used as support for systematic soil survey mapping 

programs, protocols and databases The objective of this study was to produce digital 

pedological maps with legend and reliability compatible to high intensity reconnaissance 

surveys. DPM methods were developed and applied to contiguous charts of the Brazilian 

National Cartographic System. The reference area was formed by Dois Córregos (Brotas 

1:100,000-scale), São Pedro e Laras (Piracicaba 1:100,000-scale) 1:50,000-scale sheets. 

Mapping areas consisted on Barra Bonita, Santa Maria da Serra and Anhembi (Botucatu 

1:100,000-scale) 1:50,000-scale sheets. Itirapina (São Carlos 1:100,000) 1:50,000-scale sheet 

was chosen as the validation area  for the generated digital maps for having in situ soil 

observation and lab analysis used for confection of soil survey map.. Prediction of soil classes 

on non-mapped areas were carried out using conventional mapping units and soil field 

observations from preexisting soil surveys. Soil classes prediction were made by machine 

learning associated to geoprocessing tools. Information on soil classes and predictive 

environmental variables was obtained from the Semi-detailed Soil Survey Mapping of the 

State of São Paulo (1:100,000-scale), from topographic mapping (hypsometric and 

hydrographic) of the Brazilian Institute of Geography and Statistics (IBGE) (1:50,000-scale) 

and from the Geological Map of the State of São Paulo (Geological Survey of Brazil - CPRM) 

(1:750,000-scale). Data preprocessing procedures, supervised classification algorithms, and 

hierarchical levels of Brazilian soil taxonomy were tested. Preprocessing procedures 

improved greatly classifiers performance. Models generated by Random Forest algorithm 

showed more than 78% accuracy and Kappa index of 0.67, indicating very good agreement of 

the generated model. Models generated with  databases extracted from conventional mapping 

units performed much better than those extracted from field sampling points. Validation of 

digital pedological maps generated for the Itirapina sheet showed global accuracy results 

close to 80% in the 4
th
 categorical level of the Brazilian Soil Classification System (subgroup) 

added by soil A Horizon A and textural grouping, consistent to  high intensity reconaissance 

soil surveys. 

 

Keywords: digital soil mapping, machine learning, supervised classification, systematic 

pedological mapping. 
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1. INTRODUÇÃO  

Em mapeamento pedológico, os levantamentos de ñreconhecimento de alta 

intensidadeò tem por finalidade a obten­«o de informa­»es pedológicas de natureza 

qualitativa e semi-quantitativa. Os mapas pedológicos nesse nível de detalhe atendem a 

implantação de projetos de loteamentos rurais, estudos integrados em microbacias e 

planejamento de uso e conservação do solo. Constitui um produto de importância direta no 

planejamento municipal e regional, que considere as potencialidades e limitações do solo para 

o aproveitamento do território, com zoneamento e direcionamento para detalhamento futuro. 

Além disso, são considerados capazes de substituir levantamentos semidetalhados em áreas 

que necessitam de estudos preliminares para planejamento de uso e conservação dos solos 

(IBGE, 2015). 

No estado de São Paulo, o programa de mapeamento pedológico sistemático encontra-

se incompleto em nível semidetalhado. Atualmente o estado possui 14 quadrículas na escala 

1:100.000 já publicadas, o que faz de São Paulo o estado brasileiro com o maior percentual do 

território coberto por mapeamento pedológico semidetalhado, apresentando cerca de 15% de 

área mapeada (SILVA, 2012). Este fato mostra a deficiência de levantamentos pedológicos 

semidetalhados, ou mesmo de reconhecimento de alta intensidade, em todo o Brasil, o que 

dificulta a tomada de decisões, o zoneamento do território e a conservação dos solos em nosso 

país. 

O Sistema Cartográfico Nacional estabelece um padrão para divisão das regiões 

brasileiras em quadrículas articuladas conforme a escala. Os mapeamentos pedológicos 

semidetalhados do estado de São Paulo (1:100.000) e os levantamentos topográficos 

sistemáticos do Instituto Brasileiro de Geografia e Estatística (IBGE) (1:50.000) seguem o 

padrão estabelecido pelo Sistema Cartográfico Nacional. Podem, portanto, servir como bases 

para geração sistemática de modelos computacionais para ñáreas de referênciaò, podendo ser 

aplicados na predição de classes de solo para novas quadrículas, carentes de mapas 

pedológicos, dando suporte ao mapeamento pedológico sistemático. 

Em mapeamento pedológico digital, o desafio tem sido reproduzir, por meio de 

modelos computacionais, as relações solo-paisagem necessárias aos delineamentos nos mapas 

convencionais (HUDSON, 1992). O conhecimento dos padrões regionais de solos permite 

predizer a ocorrência de solos em áreas não mapeadas, a partir de informações geradas 



 
 

2 
 

previamente em áreas de referência (LAGACHERIE e VOLTZ, 2000) para o mapeamento 

digital de áreas similares, carentes de mapas pedológicos (GRINAND et al., 2008). 

Entretanto, os métodos adotados ainda não tendem à aplicação de modo sistemático ou à 

padronização por níveis de detalhamento e estruturação da legenda dos mapas pedológicos 

digitais. 

A falta de padronização específica não é um obstáculo para o avanço do MPD, já que 

o resultado pode ser mensurado, permitindo que os protocolos sejam comparados de acordo 

com sua acurácia e operacionalidade (SARMENTO, 2010). Apesar disso, não existe ainda a 

relação entre as metodologias adotadas em MPD e os níveis de detalhe dos levantamentos 

convencionais, em especial os semidetalhados e os de reconhecimento de alta intensidade. 

As bases de dados extraídas de levantamentos convencionais pré-existentes têm 

importância fundamental. As informações sobre classes de solos e agrupamentos de classes de 

solo, acrescidas ou não de informações sobre atributos, podem ser extraídas de informações 

pontuais de amostragem em campo ou de unidades de mapeamento de mapas convencionais.  

Bases de dados extraídas de mapas convencionais geram uma enorme quantidade de 

informações, por outro lado, a quantidade de informações levantadas a campo, coletadas, 

analisadas e registradas para elaboração desses mapas convencionais pode ser relativamente 

pequena para formar uma base de dados com a quantidade adequada de informações para a 

predição de classes de solo de forma coerente, havendo necessidade de ter sua aplicabilidade 

devidamente testada. Quanto às variáveis preditivas (explicativas), as que apresentam melhor 

poder preditivo têm sido principalmente aquelas que caracterizam o relevo e o material 

parental (geologia), entre os fatores de formação dos solos (McBRATNEY et al., 2003). 

Apesar de aplicados para mapeamento pedológico digital (CRIVELENTI et al., 2009; 

SILVA et al., 2013; DIAS et al., 2016), os procedimentos de pré-processamento dos dados e a 

classificação supervisionada ainda não foram empregados como suporte a programas de 

mapeamento pedológico sistemático de forma compatível à levantamentos de reconhecimento 

de alta intensidade, no que se refere ao nível taxonômico das legendas e à acurácia. 

Neste trabalho, espera-se que, com a utilização de bases de dados confiáveis de 

variáveis preditivas e por meio de processos eficazes na geração de informação, possamos 

definir uma metodologia que dê suporte aos mapeamentos pedológicos sistemáticos, 

conforme proposto neste trabalho. Há a possibilidade de aplicação a novas áreas, vizinhas a 
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quadrículas com mapas pedológicos convencionais já publicados, que também possam ser 

utilizadas como áreas de referência. 

Hipóteses: 

 Modelos para MPD treinados nas unidades de mapeamento convencional (legendas 

dos mapas pedológicos) apresentam melhor desempenho se comparados àqueles treinados nos 

pontos de amostragem em campo, coletados e analisados nos respectivos levantamentos 

convencionais semidetalhados (1:100.000). 

Mapas pedológicos digitais, gerados por bases de dados de variáveis preditivas e 

pedológicas extraídas de mapeamento topográfico sistemático (1:50.000 - Instituto Brasileiro 

de Geografia e Estatística/IBGE), mapa geológico (São Paulo, 1:750.000 - Serviço Geológico 

do Brasil/CPRM) e mapas pedológicos convencionais semidetalhados (na escala 1:100.000), 

apresentam concordância em torno de 80%, compatível com o nível de levantamento 

pedológico de reconhecimento de alta intensidade. 

Objetivo: Desenvolver e aplicar metodologias para o MPD de folhas na escala 1:50.000 do 

Sistema Cartográfico Nacional. 

Objetivos específicos: 

V Desenvolver modelos para MPD por mineração de dados em área de referência, 

utilizando unidades de mapeamento pedológico convencional semidetalhado (escala 

1:100.000) e pontos de amostragem do solo em campo; 

V Avaliar procedimentos de pré-processamento e algoritmos de classificação 

supervisionada com diferentes abordagens; 

V Avaliar modelos para MPD com legendas em Unidades de Solo e nos níveis categóricos 

taxonômicos do Sistema Brasileiro de Classificação de Solos (SiBCS); 

V Validar mapas pedológicos digitais comparando com informações de observações de solo 

em campo, em região fora da área de referência; 

V Aplicar a metodologia desenvolvida para o MPD das folhas Barra Bonita (SF.22-Z-B-VI-

1), Santa Maria da Serra (SF.22-Z-B-VI-2) e Anhembi (SF.22-Z-B-VI-4), que fazem 

parte da quadrícula Botucatu (SF.22-Z-B-VI) do Sistema Cartográfico Nacional.  
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2. REVISÃO DE LITERATURA  

A unidade básica de referência taxonômica na classificação de solos é o ñPedonò, 

definido como um corpo natural, tridimensional, com limites e dimensões arbitrárias, em que 

a área superficial é determinada pela variabilidade lateral das características (morfológicas, 

físicas, químicas e mineralógicas) utilizadas na classificação taxonômica de solos (IBGE, 

2015). O indivíduo solo na pedologia é, portanto, uma concepção teórica fundamentada em 

limites arbitrários que dificilmente correspondem aos naturais, já que na natureza ele se 

encontra de forma contínua na paisagem. Seus limites ocorrem muitas vezes de maneira 

difusa, em zonas de transição (SCHELLING, 1970). 

As classes de solo são agrupamentos de Pedons semelhantes (Polipedons) ou às vezes 

o próprio Pedon, tendo seus limites laterais estabelecidos por critérios de classificação 

taxonômica (IBGE, 2015). Coincidem com as unidades geográficas básicas de solos em 

levantamentos para fins de identificação e delineamento das classes de solo no campo, 

representando o elemento de ligação entre a taxonomia dos solos e a posição na paisagem 

(IBGE, 2015). As unidades taxonômicas (Classes, Pedons e Polipedons) são definidas pelas 

características morfológicas, físicas, químicas e mineralógicas, com base em um sistema 

taxonômico hierárquico, constituindo a unidade fundamental na composição de unidades de 

mapeamento, bem como no estabelecimento das relações solo-paisagem (IBGE, 2015). 

O tipo de levantamento, bem como o nível de detalhe das unidades taxonômicas nas 

legendas de mapeamentos, depende do nível de informação pedológica que se deseja obter, ou 

seja, do tipo de demanda por informações pedológicas em seus atributos morfológicos, 

físicos, químicos e mineralógicos (IBGE, 2015). Cada nível de detalhe é capaz de atender a 

uma gama de atividades, dando subsídio ao planejamento em diferentes níveis de demanda e 

tomada de decisões (IBGE, 2015). O nível de detalhamento de um mapa pedológico está 

relacionado ao nível categórico das classes de solo mapeadas, entre outros fatores. Portanto, 

para que a informação contida na classificação da unidade de mapeamento seja verdadeira, 

deve existir homogeneidade (pouca variabilidade) equivalente na distribuição dos solos em 

cada unidade de mapeamento (IBGE, 2015).  

O n²vel de mapeamento pedol·gico ñsemidetalhadoò tem por finalidade a obten­«o de 

informações básicas para implantação de projetos de colonização (povoamento), loteamentos 

rurais, estudos integrados de microbacias, planejamento local de uso e conservação de solos 
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em áreas agrícolas, pastoris e florestais, além de projetos e estudos prévios para engenharia 

civil (IBGE, 2015). Constitui, portanto, uma ferramenta de importância direta como subsídio 

ao planejamento municipal e regional que possa considerar as potencialidades e limitações 

para o aproveitamento do território, com o adequado uso e preservação do recurso solo, tão 

lentamente renovável (TEN CATEN et al., 2011). 

O mapeamento pedológico semidetalhado por quadrículas no estado de São Paulo teve 

início em 1975, com trabalhos que foram realizados pela seção de ñPedologiaò, antiga 

ñAgrogeologiaò do Instituto Agronômico ï IAC (SILVA, 2012), com a publicação da 

quadrícula de Campinas 1:100.000 (OLIVEIRA et al., 1977). A partir daí foram elaborados 

mapeamentos semidetalhados de quadrículas até o ano 2000, com a publicação da quadrícula 

de Marília (BERTOLANI et al., 2000) como ilustra a Figura 1. Desde então, o mapeamento 

pedológico sistemático do estado de São Paulo encontra-se interrompido. 

 
Figura 1 ï Quadrículas na escala 1:100.000 publicadas no mapeamento pedológico 

semidetalhado do estado de São Paulo. 

Os métodos convencionais de mapeamento pedológico são baseados na relação solo-

paisagem (HUDSON, 1992; IBGE, 2015). A conceituação mecanicista de Jenny (1941), 
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baseada na escola russa e nos conceitos de Dokuchaev, considera o solo como função de seus 

fatores de formação (clima, organismos, relevo, material parental e tempo), conhecido como 

modelo clorpt. Essa abordagem é a base para o estabelecimento da relação solo-paisagem 

necessária aos delineamentos (COELHO et al. 2015), com aplicação do conhecimento tácito 

do pedólogo no mapeamento convencional. Desta forma, as observações feitas em campo, 

sejam por meio de sondagens por perfuração com trado ou em trincheiras, pontos aleatórios, 

transectos ou em topossequências, são as informações básicas para a interpretação sobre a 

distribuição dos solos na paisagem. Trata-se de um modelo empírico, baseado na análise das 

observações, não dos processos, utilizado em vários levantamentos com o intuito de entender 

a gênese do solo e não necessariamente predizer a ocorrência de solos a partir de outros 

fatores (McBRATNEY et al. 2003). 

Os métodos de referência para mapeamentos pedológicos convencionais demandam 

mão-de-obra, tempo e custos elevados na execução de levantamentos em campo, análises 

laboratoriais e apoio logístico (McBRATNEY et al., 2003). Os métodos convencionais 

apresentam elevado esforço amostral, que aumenta na medida em que se eleva o nível de 

detalhamento, com a abertura de mais trincheiras e perfis representativos. O desenvolvimento 

de métodos que tornem os levantamentos de solos mais ágeis e menos onerosos é bastante 

desejável (ZINCK, 1990). 

Os meios para conhecer a distribuição dos solos nos mapeamentos convencionais e 

digitais são distintos (BUI, 2007). Nos mapeamentos digitais pouco se conhece sobre os 

níveis de confiabilidade da informação gerada ou a equivalência da classificação com os 

níveis de detalhe nos levantamentos de solo (nível categórico taxonômico e nível de detalhe 

do mapa) (TEN CATEN et al., 2012). 

Entretanto, o mapeamento digital de solos (MDS) tem sido abordado em pesquisas por 

diversos autores na ciência do solo devido, principalmente, às vantagens operacionais e 

preditivas apresentadas pelos mapeamentos digitais em relação aos mapeamentos 

convencionais de solos (McBRATNEY et al., 2003). O MDS deve ser entendido como uma 

metodologia complementar aos levantamentos convencionais (TEN CATEN et al., 2012), que 

busca aumentar o poder preditivo dos mapeamentos quantitativos e categóricos (CHAGAS, 

2006), apresentando aplicabilidade para novas áreas (HÖFIG et al., 2014) com custo 

relativamente baixo, comparado à metodologia convencional (McBRATNEY et al., 2003). 
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O MDS busca criar e difundir sistemas de informações sobre a distribuição de solos na 

paisagem, que possam auxiliar na tomada de decisões sobre o território considerando 

problemas agrícolas e agroambientais (LAGACHERIE & McBRATNEY, 2007). Consistem 

na operacionalização computacional de ideias para predição da distribuição dos solos na 

paisagem, que podem ser chamados de modelos preditivos ou quantitativos, representando 

uma mudança no paradigma solo-paisagem (HUDSON, 1992) que anuncia uma nova 

abordagem (BUI, 2007). 

A abordagem do MDS é diferente dos métodos convencionais. O modelo ñscorpanò 

introduz as variáveis solo (s) e posição espacial (n) em uma função preditiva da variável solo 

(McBRATNEY et al., 2003), equação (1): 

Sc = f (s,c,o,r,p,a,n)  (1) 

Onde: Sc = Classe de solo, s = observação de solo, c = clima, o = organismos, r = relevo, p = 

geologia, a = tempo, n = posição espacial. 

Segundo Lagacherie (2008), o MDS é a criação de sistemas espaciais utilizando 

modelos numéricos para a inferência das variações espaciais dos tipos de solos, a partir do 

conhecimento do próprio solo e de variáveis ambientais correlacionadas. 

 Para Giasson et al. (2013), o MDS baseia-se na geração de sistemas de informações 

que permitem o estabelecimento de relações matemáticas entre atributos ambientais e solos, 

de forma a predizer a distribuição espacial de classes ou propriedades de solos. 

O mapeamento pedológico digital (MPD) ou mapeamento digital de classes de solo, 

dentro do mapeamento digital de solos (MDS), é uma alternativa capaz de retormar os 

programas de mapeamento pedológico sistemático (McBRATNEY et al., 2003). Todavia, as 

metodologias carecem de padronização e de maior conhecimento de suas potencialidades, 

limitações e níveis de acurácia que podem ser alcançados (SILVA et al., 2013). 

O MPD permite integrar o conhecimento tácito dos pedólogos à automatização de 

processos, aprendizado de máquina e geração de conhecimento a partir de bases de dados. É 

uma abordagem mecanicista, que trata de forma analítica a interação entre os processos nos 

quais estão envolvidas as variáveis preditivas (McBRATNEY et al., 2003). A função solo 

passa então a assumir conotação espacial e estocástica da própria variável solo, que ocorre em 
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posições na vizinhança com características preditivas semelhantes (HEUVELINK e 

WEBSTER, 2001). 

As legendas de unidades de mapeamento e a classificação do solo em pontos de 

amostragem em campo devem ter tratamento diferenciado para uso na modelagem para 

mapeamento pedológico (DIAS et al., 2016). Especialmente na modelagem para a predição de 

classes de solo (MPD), bases de dados extraídas de mapas convencionais geram uma enorme 

quantidade de informações. Por outro lado, a quantidade de informações levantadas a campo, 

coletadas e analisadas para elaboração desses mapas convencionais pode ser relativamente 

pequena para formar uma base de dados com a quantidade adequada de informações para a 

criação de modelos para MPD por mineração de dados. 

Enquanto os mapas pedológicos convencionais produzem informações para toda a 

extensão da área de estudo, observações em campo são informações pontuais, apresentando 

menor número de casos para treinamento, podendo apresentar menor representatividade 

quanto às variáveis preditivas. Por outro lado, as informações de pontos de amostragem em 

campo são mais exatas do que as de unidades de mapeamento, estas últimas incluem 

conceitualmente certa heterogeneidade. 

Quanto às variáveis preditivas, têm sido empregadas na modelagem para mapeamento 

pedológico a temperatura, precipitação, evapotranspiração, balanço hídrico e classificações 

climáticas para a caracterização do fator de formação ñclimaò; para o fator ñbiológicoò 

(organismos) consideram-se atributos da vegetação, uso e ocupação do solo e estimativas de 

biomassa, entre outros (McBRATNEY et al., 2003). Contudo, as variáveis que têm 

apresentado maior poder preditivo são as de relevo e material parental (geologia) (SILVA et 

al., 2013). A variabilidade climática e do efeito dos organismos pode ser irrelevante em 

determinadas escalas e regiões específicas. Desta forma, podem ser gerados modelos 

pedológicos nos quais as variáveis preditivas são basicamente de relevo e geologia 

(McBRATNEY et al., 2003). 

O relevo é reconhecido como fator pedogenético dominante em nível local, 

influenciando as propriedades dos solos. Está relacionado à distribuição e acumulação de água 

e energia gravitacional na paisagem, tendo relação direta com a textura, drenagem e o 

desenvolvimento do perfil de solo (MacMILLAN et al., 2000). 
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O efeito do material parental na pedogênese é notável quando analisados os atributos 

mineralógicos, físicos e químicos dos solos. Isto reflete na importância preditiva dos atributos 

geológicos (cronológicos e litoestratigráficos) na modelagem para mapeamento pedológico. 

A variável tempo (age no modelo scorpan) refere-se ao período no qual ocorreu o 

desenvolvimento do solo e reflete o estágio pedogenético atual. Está intimamente associada 

ao momento inicial de exposição do material parental às intempéries, em muitos casos, 

relacionada ao próprio período de formação litológica (McBRATNEY et al., 2003). 

Além dos fatores solo, clima, organismos, relevo, material parental e tempo, o modelo 

ñscorpanò introduz a conota­«o espacial discriminada pela vari§vel ñnò. Consiste basicamente 

na ideia pura de espacialização dos dados através de um sistema de coordenadas que permite 

inferir sobre a dependência espacial da variabilidade dos atributos ou das classes de solo. 

Portanto, são utilizadas as próprias coordenadas, transformações lineares e não lineares dessas 

coordenadas, ou ainda sistemas arbitrários de coordenadas como distancia até a rede de 

drenagem, entre outros (BUI e MORAN, 2000). 

O sensoriamento remoto permite produzir inúmeras informações pedológicas 

(HARMSWORTH, 1995). Têm sido largamente utilizados sensores hiperespectrais e de radar, 

condutividade elétrica e espectrometria de raios gamma, dos quais indiretamente podem ser 

extraídos atributos do solo (McBRATNEY et al., 2003). As ferramentas de Sistemas de 

Informação Geográfica (SIG) possibilitam a obtenção de uma malha de pixels com 

determinada resolução espacial, contendo valores de seus respectivos atributos do solo 

associados (arquivos Raster). 

Os modelos digitais de elevação (MDE) são a base para o cálculo dos atributos 

geomorfométricos, ou de relevo (HARMSWORTH, 1995). Os MDE correspondem a 

representações gráficas de modelos numéricos matriciais, onde o atributo associado às 

posições espaciais é a elevação, ou cota altimétrica. Felgueiras (1998), citado por Correa 

(2003), define um modelo numérico de terreno (MNT) como uma representação matemática 

computacional da distribuição de um fenômeno espacial que ocorre dentro de uma região da 

superfície terrestre. Assim, podemos destacar o MDE como um MNT especial, em que a 

informação, ou valor associado a cada pixel, representa a cota altimétrica associada ao 

polígono representado pela área de cada pixel, esta área corresponde à resolução espacial do 

MDE. Dele são derivados MNTs com os atributos geomorfométricos primários como 
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declividade, curvaturas em perfil e em plano, área de contribuição e direção do fluxo, entre 

outros. Os atributos geomorfométricos secundários são aqueles calculados a partir dos 

primários (WILSON e GALLANT, 2000), tem-se utilizado radiação solar, índice de umidade 

topográfica (TWI) (BEVEN e KIRKBY , 1979) e índices de erosão. Em estudos com 

classificação quantitativa (geomorfométrica) das pedoformas foram utilizadas lógica Fuzzy e 

Fuzzy k-means nos trabalhos de MacMillan et al. (2000), Burrough et al. (2000) e Ventura e 

Irvin (2000), para definição de intervalos quantitativos de interesse, considerando a 

variabilidade dos atributos. 

MacMillan (2008) detalhou os procedimentos do MDS em seis etapas: 

1º - Definição do objetivo do mapeamento (predizer classes de solos ou atributos); 

2º - Definir e obter os dados de entrada ou variáveis preditivas (relevo, sensor remoto, 

geologia, mapas existentes, entre outros) a serem utilizados, além de informação de 

referência sobre as classes de solo e suas propriedades; 

3º - Desenvolver equações ou regras de classificação para predizer as classes ou 

propriedades do solo; 

4º - Aplicar essas equações ou regras; 

5º - Avaliar a acurácia da predição comparando com dados de referência;  

6º - Geração dos mapas finais. 

Para a elaboração de modelos para predição de atributos do solo as ferramentas de 

análises geoestatísticas têm sido amplamente utilizadas (CHAGAS, 2006). Os processos de 

krigagem e co-krigagem permitem a interpolação de informações de atributos dos solos para 

áreas não amostradas, baseada em princípios de mínima variância e da dependência espacial, 

por meio da análise de semivariogramas e superfícies de tendência. É preciso entender as 

relações quantitativas entre as pedoformas e os atributos do solo, utilizando métodos de 

recuperação de dados, análise e classificação, que são capazes de lidar melhor com a 

complexidade do solo, comparados aos métodos qualitativos convencionais (CHAGAS, 

2006). 

Modelos para a predição de classes taxonômicas de solos consideram uma gama de 

atributos influenciando a variável estimada, além de intervalos específicos de valores em cada 

atributo, sendo difícil de ser predita através de métodos geoestatísticos de análise da 

variabilidade espacial, mesmo pela co-krigagem. Os modelos que apresentaram melhores 
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resultados para MPD são os que consideram técnicas de aprendizado de máquina como a 

classifica­«o do tipo §rvore de decis«o, redes neurais artificiais e sistemas ñFuzzyò, entre 

outros (McBRATNEY et al., 2003). 

A modelagem para mapeamento pedológico utilizando aprendizado de máquina 

(Machine Learning) tem sido amplamente empregada na predição de classes ou atributos do 

solo, apresentando métodos bastante distintos. No geral, consistem em uma série de operações 

computacionais pela aplicação de algoritmos seguida de validações do modelo e do mapa 

pedológico. A predição da distribuição espacial de classes de solos pode ser feita utilizando a 

descoberta de conhecimento em bases de dados (Knowledge Discovery in Database - KDD), 

por meio do aprendizado de máquina (WITTEN et al., 2016) em variáveis ambientais 

preditivas (Figura 2). 

 

Figura 2 ï Atividades que compõe o processo de KDD (adaptado de FAYYAD et al., 1996). 

A mineração de dados (Data Mining) compreende técnicas e ferramentas do processo 

de KDD, incluindo aprendizado de máquina, por meio de operações computacionais 

(algoritmos) de associação e classificação (WITTEN et al., 2016) que são utilizados em MPD. 

As vari§veis ambientais denominadas ñpreditivasò e as informa­»es de solo s«o combinadas 

para prever a distribuição de classes de solos em novas áreas por meio da modelagem 

computacional. O conhecimento, codificado nos mapas pedológicos, sobre as variações 

recorrentes dos solos ao longo da paisagem (unidades de mapeamento convencional) e as 

informações pontuais (pontos de amostragem em campo) de descrições e análises 

morfológicas, físicas, químicas e mineralógicas, georreferenciadas, podem ser usadas para 

modelagem (treinamento e teste de modelos) e para validação de mapas pedológicos digitais. 
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Fayyad et al. (1996) definem a mineração de dados (Data Mining) como a descoberta 

de padrões não triviais, implícitos e desconhecidos em grandes bases de dados. A mineração 

de dados lança mão de técnicas em aprendizado de máquina de forma prática, não no senso 

teórico do aprendizado em si, mas com o objetivo de encontrar e descrever padrões em bases 

de dados, permitindo que se façam predições a partir deles (WITTEN et al., 2016). É um 

processo de descoberta de conhecimento em bases de dados (KDD) que compreende tarefas 

de classificação supervisionada e não supervisionada, associação, predição e agrupamento, 

entre outras, com diversas opções de algoritmos e que têm sido recentemente utilizados na 

modelagem para mapeamento pedológico (HAN et al., 2011). 

 A modelagem computacional com diferentes algoritmos de classificação produz 

diferentes resultados de desempenho. A mineração de dados possibilita a avaliação de 

diversas abordagens na modelagem para mapeamento pedológico como a de árvores de 

decisão, Redes Neurais Artificiais (RNA), comitês de classificadores (Ensemble Methods), 

classificadores bayesianos, máquinas de vetor suporte (Support Vector Machine - SVM), 

classifica­«o ñFuzzyò (McBRATNEY et al., 2003) e classifica­«o ñLazyò, entre outros. O 

desempenho dos classificadores em cada classe de predição permite ainda a compreensão 

mais detalhada da qualidade da predição alcançada. 

Acerca dos algoritmos de classificação vale a pena destacar os do tipo árvore de 

decisão e as Redes Neurais Artificiais (RNA), que têm sido amplamente utilizados na 

elaboração de modelos para mapeamento pedológico (BEHRENS et al., 2005). Estratégias 

para redução dos erros de classificação têm sido abordadas em estudos buscando métodos 

para o refinamento desses modelos (McBRATNEY et al., 2003). Recentemente, têm sido 

desenvolvidas novas abordagens para algoritmos de classificação, incluindo a integração de 

diferentes abordagens na construção de novos classificadores. Redes Neurais Bayesianas, a 

abordagem de máquinas de vetor suporte (Support Vector Machine - SVM) e métodos de 

comitês de classificadores (Ensemble Methods for prediction) que são capazes de produzir 

modelos altamente robustos (HASTIE et al., 2009). 

As árvores de decisão são utilizadas na modelagem preditiva de classes apresentando 

as regras de decisão tomadas a cada nó, representadas pelo caminho percorrido do nó-raiz até 

cada nó-folha. Os algoritmos do tipo árvore de decisão utilizam o procedimento ñDivide-And-

Conquerò, que consiste na escolha de determinado valor de um atributo da base de dados para 

assumir a posi­«o de ñraizò da §rvore. Dessa forma, o conjunto de dados fica dividido em 
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subconjuntos, um para cada situação que o atributo em questão possa assumir, definindo 

assim o primeiro ñn·ò. De cada subconjunto ® derivado um ñramoò na §rvore de decis«o em 

crescimento, onde o procedimento Divide-And-Conquer ocorre sucessivamente até que, em 

determinado momento, todas as observações em um nó apresentem a mesma classificação, 

definindo as folhas na árvore de decisão (WITTEN et al., 2016). 

O critério de alocação dos atributos utiliza o conceito de informação. A informação 

tem a finalidade de medir a pureza em um conjunto de dados, representando a quantidade 

esperada de informação (exemplos) que seria necessária para especificar se uma nova 

observação deve ser classificada em uma ou nas demais classes. Sua unidade de medida é 

denominada bit.  É um conceito análogo ao da ñEntropiaò, que pode ser calculado conforme a 

equação (2) (WITTEN et al., 2016): 

Entropia (p1, p2 , . . . , pn ) = - p1 log2 p1 - p2 log2 p2 . . . - pn log pn  (2) 

onde p1, ..., pn representam a probabilidade de ocorr°ncia de cada uma das ñnò classes 

apresentadas no conjunto de dados em determinado ramo. Quando o número de observações 

em alguma das classes no ramo é nulo o valor da informação é zero. Quando o número de 

observações no ramo é o mesmo para todas as classes o valor da informação é igual a 1 

(WITTEN et al., 2016). 

A informação média em um nó, por sua vez, é calculada pela soma dos produtos entre 

o valor da informação em cada ramo e a probabilidade de uma observação do nó pertencer ao 

respectivo ramo (P = número de observações no ramo/número de observações no nó) 

(WITTEN et al., 2016), equação (3): 

Informação média = Pa Entropia (pa1,..., pan) x ..... x Pn Entropia (pn1,..., pnn) (3) 

Então, o ganho de informação é calculado pela diferença entre os valores da 

informação antes e depois do nó. Os atributos que apresentarem maior ganho de informação 

assumirão as posições dos nós sucessivamente ao longo da árvore, até que uma folha seja 

encontrada (WITTEN et al., 2016). 

As Redes Neurais Artificiais (RNA) podem ser entendidas como a simulação de redes 

neurais biológicas. Sua função é determinada pelo modelo do neurônio, pela estrutura da rede 

e pelo algoritmo de aprendizado. Os sinais de entrada são multiplicados pelos pesos 

correspondentes às conexões e então, agregados e comparados ao viés ou tendência do 
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neurônio. Quando o sinal é maior que o viés do neurônio, este é ativado e o sinal de saída é 

gerado por uma função de ativação (função de transferência) (ZHOU, 2012). 

Classificadores Bayesianos baseiam-se na formulação de um modelo preditivo 

probabilístico onde há a maximização da estimativa de probabilidade. A função de 

probabilidade pelo teorema de Bayes é descrita na equação (4): 

ὖώȿὼ ὖὼȿώὖώ Ⱦὖὼ   (4) 

onde P(y) é a proporção da classe y no conjunto de treinamento e P(x) pode ser ignorado 

quando estamos comparando diferentes classes para o mesmo ñxò. Quando temos uma boa 

estimativa de P(x|y) pela base de treinamento fornecida, a predição é feita teoricamente pelo 

melhor classificador, baseada na menor taxa de erro Bayesiano, que é estimada para cada 

possibilidade x|y (ZHOU, 2012). 

Classificadores que utilizam a abordagem ñLazyò como o k-vizinhos mais próximos 

(K-Nearest Neighbor - KNN) baseiam-se no princípio da similaridade entre as observações. 

Não existe um processo explícito de treinamento, a cada instância teste são identificados k 

instâncias mais similares, então, a classificação definida para a instância teste pode ser a 

classe majoritária entre os k vizinhos avaliados, por exemplo (ZHOU, 2012). É uma 

abordagem capaz de lidar bem com a classificação em bases de dados desbalanceadas, 

embora implique em longo tempo de processamento, principalmente quando se trabalha com 

uma extensa base de treinamento. 

Máquinas de vetor suporte baseiam-se na margem máxima que se pode obter entre 

diferentes classes em um hiperplano. As margens são definidas como a menor distância entre 

instâncias (observações) de diferentes classes em um hiperplano de classificação, que pode ser 

obtida por um classificador linear que calcule a distância euclidiana, por exemplo. No caso de 

os dados serem intrinsecamente não lineares, um classificador linear não é capaz de separar 

bem diferentes classes, então, a abordagem consiste em mapear os dados em hiperplanos de 

dimensões progressivamente maiores, onde os dados, que não podiam ser separados por um 

classificador linear no hiperplano de origem, podem ser linearmente discriminados em um 

hiperplano superior (de maior dimensão). São utilizadas funções de núcleo (Kernels), entre 

elas a linear, a polinomial e a gaussiana, que auxiliam no mapeamento entre os espaços 

originais de características, em hiperplanos de baixa dimensão, e sua extrapolação para 

hiperplanos superiores (ZHOU, 2012). 
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Classificadores com a abordagem de comitê (Ensemble Methods) utilizam as 

estrat®gias ñBoostingò ou ñBaggingò (Bootstrap Aggregating) e baseiam-se na ideia de 

transformar um mal classificador em um classificador de alto desempenho. Para isso, um 

mesmo classificador é forçado a elaborar diferentes modelos preditivos, então, um novo 

classificador é criando utilizando os resultados de cada modelo na escolha do seu próprio 

resultado. Assim, a predição pode ser feita por votação (avaliando o resultado parcial de cada 

modelo) que pode considerar o voto majoritário, a eleição de classes por unanimidade, ou 

ainda a média entre os resultados dos diferentes modelos, entre outros métodos de 

combinação de resultados (ZHOU, 2012). O algoritmo Random Forest (BREIMAN, 2001) é 

um tipo especial de comitê (Bagging) que utiliza como classificador base o algoritmo J.48 

(C4.5) (QUINLAN, 1992), criando uma floresta ñaleatóriaò de classificadores do tipo árvore 

de decisão. 

Ten Caten et al. (2012) encontraram 48% como valor médio do índice Kappa (relação 

da concordância esperada pela concordância observada) para estudos em mapeamentos 

digitais de solo realizados no Brasil. Bagatini et al. (2016), utilizando como variáveis 

preditivas altitude, declividade, fluxo acumulado, comprimento do fluxo, curvaturas e índice 

de umidade topográfica (TWI) alcançaram exatidão global de 68% para mapas digitais, com 

algoritmo ñSimple Cartò. GIASSON et al. (2006) utilizaram altitude, declividade, curvaturas, 

direção de fluxo, fluxo acumulado, comprimento do fluxo, Stream Power Index (SPI) e índice 

de umidade topográfica (TWI) como variáveis preditivas obtendo exatidão global de 48% e 

índice Kappa de 36% em mapas digitais, com regressão logística. 

GIASSON et al. (2011), avaliando o desempenho de árvores de decisão, encontraram 

73,6% de exatidão global, correspondendo a um índice Kappa de 58,30% pelo algoritmo J.48, 

utilizando as mesmas variáveis preditivas que GIASSON et al. (2006). CHAGAS et al. (2010) 

encontraram exatidão global de até 73,81% empregando redes neurais artificiais e as variáveis 

preditivas altitude, declividade, aspecto, curvatura em plano, índice topográfico combinado 

(CTI), índices de minerais de argila (CMI), óxido de ferro (IOI) e vegetação por diferença 

normalizada (NDVI). HÖFIG et al., (2014) encontraram valores para a exatidão global de 

mapas pedológicos digitais superiores a 75%, utilizando variáveis preditivas que 

caracterizaram relevo e geologia, pelo algoritmo Simple Cart.  

Crivelenti et al. (2009) encontraram 60,75% de acurácia utilizando base de dados de 

relevo e geologia associada a unidades de mapeamento convencional da folha Dois Córregos 
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(Brotas 1:100.000) (ALMEIDA et al., 1981). Silva et al. (2013) obtiveram exatidão global de 

52% e índice Kappa de 41% em mapa pedológico digital que teve como área de referência 

(treinamento) unidades de mapeamento das folhas 1:50.000 Dois Córregos e São Pedro 

(Piracicaba 1:100.000) (OLIVEIRA e PRADO, 1989). Dias et al. (2016) encontraram 

exatidão global de 58% e índice Kappa de 50% em base de dados de pontos de amostragem 

do solo em campo, pelo algoritmo Random Forest. Estes três trabalhos avaliaram o 

balanceamento de classes em seus procedimentos de pré-prcessamento, encontrando 

resultados diferentes. 

 No presente estudo foi avaliada a aplicabilidade de informações de unidades de 

mapeamento convencional e de pontos de amostragem do solo em campo, provenientes do 

mapeamento pedológico semidetalhado do estado de São Paulo. Espera-se produzir MPD 

compatível, quanto ao nível categórico da legenda dos mapas digitais e à confiabilidade 

(exatidão), aos levantamentos de reconhecimento de alta Intensidade. As quadrículas Brotas e 

Piracicaba (1:100.000), onde se inserem a área de referência, e a quadrícula São Carlos 

(1:100.000), utilizada como área de validação, possuem mapas pedológicos convencionais 

publicados e são vizinhas respectivamente a Norte, Leste e Nordeste da quadrícula Botucatu 

(1:100.000) que não possui mapa pedológico. 
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3. MATERIAL E MÉTODOS  

3.1 Caracterização da área de estudo 

3.1.1 Localização 

 A área de estudo compreende a área de referência, composta pelas folhas na escala 

1:50.000 Dois Córregos (SF.22-Z-B-III -3) (Brotas, 1:100.000) (ALMEIDA et al., 1981), São 

Pedro (SF.23-Y-A-IV-1) e Laras (SF.23-Y-A-IV-3) (Piracicaba, 1:100.000) (OLIVEIRA e 

PRADO, 1989), a área de validação dos mapas pedológicos digitais, composta pela folha na 

escala 1:50.000 Itirapina (SF.23-Y-A-I-3) (São Carlos, 1:100.000) (PRADO et al., 1981) e a 

área a mapear, composta pelas folhas na escala 1:50.000 Barra Bonita (SF.22-Z-B-VI-1), 

Santa Maria da Serra (SF.22-Z-B-VI-2) e Anhembi (SF.22-Z-B-VI-4) da quadrícula Botucatu 

(escala 1:100.000), que não possui mapa pedológico publicado (Figura 3). 

 

Figura 3 ï Localização da área de estudo e articulação das folhas 1:50.000 utilizadas, no 

Sistema Cartográfico Nacional. 

3.1.2 Geomorfologia 

 A área de estudo abrange parte das províncias geomorfológicas do Planalto Ocidental, 

das Cuestas arenítico-basálticas e da Depressão Periférica. Predominam relevos de 

degradação em planaltos dissecados, composto por colinas amplas e médias, morrotes 

alongados e espigões. Apresenta ainda relevo de transição caracterizado pela forma de 

escarpas festonadas na linha da Cuesta (CARNEIRO et al., 1981). 
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 Situa-se na zona do Médio Tietê, dentro da Depressão Periférica, incluindo sua 

transição com as Cuestas. A Depressão Periférica apresenta-se em colinas e morrotes com 

interflúvios de topo plano e que se prolongam numa superfície contínua e de inclinação suave 

desde a escarpa da Cuesta até o vale do Piracicaba, que funciona como nível de base regional. 

Morros testemunhos de efusivas básicas recobrem arenitos da formação Botucatu nas áreas 

mais próximas da linha de Cuestas e salientam-se na topografia correspondendo ao tipo Mesas 

Basálticas. A feição comum é a presença de patamares, que se desenvolvem devido à 

alternância de arenitos silicificados e basaltos. A drenagem proveniente da escarpa da Cuesta 

® densa e bem desenvolvida. Os cursos dô§gua principais e os trechos m®dio e inferior dos 

cursos secundários têm escoamento perene. A drenagem intermitente ocorre com maior 

frequência nas cabeceiras dos cursos secundários, especialmente quando passa por materiais 

arenosos (PONÇANO et al., 1981). 

 As Cuestas caracterizam-se morfologicamente por apresentar relevo escarpado com a 

presença das Escarpas Festonadas nos limites com a Depressão Periférica, seguido de uma 

sucessão de grandes plataformas estruturais de relevo suavizado de colinas amplas, inclinadas 

para o interior em direção à calha do rio Paraná. Estas duas feições principais constituem, 

respectivamente, a escarpa e o reverso das Cuestas (PONÇANO et al., 1981). 

3.1.3 Geologia 

 A geologia da área de estudo compreende a formação Itaqueri, a formação Serra Geral 

e a formação Botucatu na escarpa e no reverso das Cuestas. Na região correspondente à 

Depressão Periférica predomina a formação Pirambóia, ocorrendo também as formações 

Teresina, Corumbataí, Tatuí, Irati, Itararé, Serra Alta, Depósitos Colúvio-Eluvionares e 

Depósitos Aluvionares (Figura 4). 

Nas folhas Iti rapina, Barra Bonita, Santa Maria da Serra e Anhembi, correspondentes à 

área de validação e à área a mapear, ocorrem Depósitos Aluvionares, Depósitos Colúvio-

Eluvionares e as formações Itaqueri, Serra Geral, Botucatu, Corumbataí, Pirambóia e Teresina 

(Figura 4). 
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Figura 4 ï Unidades litoestratigráficas nas folhas 1:50.000 da área de estudo (adaptado de 

PERROTA et al., 2006). 

Os Depósitos Aluvionares (Q2a) (Figura 4) são a unidade litoestratigráfica mais 

recente na área de estudo, pertencendo ao Holoceno da Era Cenozóica. São compostos de 

sedimentos aluvionares inconsolidados constituídos por seixos, areias finas a grossas, com 

níveis de cascalhos, lentes de material silto-argiloso e restos de matéria orgânica, relacionados 

a planícies de inundação, barras de canal e canais fluviais atuais, podendo conter matacões 

localmente. São resultantes dos processos de erosão, transporte e deposição a partir de áreas-

fonte diversas, desenvolvendo-se sobre a Província Paraná e estendendo-se para as províncias 

limítrofes (PERROTA et al., 2006). Na área de estudo ocorre manchas desta unidade 

litoestratigráfica nas folhas São Pedro, Laras, Anhembi e Itirapina. 

 Datando do Pleistoceno, os Depósitos Colúvio-Eluvionares (Q1c) (Figura 4) são 

constituídos por sedimentos arenosos, areno-argilosos e conglomeráticos, grossos, mal 

selecionados, contendo também seixos, matacões e blocos de rochas. Compreendem 

coberturas extensas e delgadas, com ocorrência no compartimento da Depressão Periférica na 

folha São Pedro. Trata-se de coberturas areno-argilosas com no máximo 10 metros de 

espessura, desenvolvidas sobre substrato predominantemente arenoso (unidades Itararé - 

Q2a 
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C2P1i, Aquidauana - C2P1a, Pirambóia - P3T1p e Botucatu - J3K1bt), sem estruturas 

sedimentares presentes, embora contenha um nível basal de acumulação de clastos de quartzo. 

Apresentam fragmentos de carvão vegetal, nos quais foram obtidas idades holocênicas. A 

ocorrência destes depósitos tanto em topos quanto em encostas sugere que resultem da 

combinação de processos autóctones e alóctones (PERROTA et al., 2006). Na área de estudo 

ocorre nas folhas São Pedro, Laras, Itirapina e Brotas. 

 Dando continuidade à sequência cronológica inversa temos a formação Itaqueri 

(K2Eit) (Figura 4), última pertencente à era Cenozóica, constituída pela intercalação de 

arenitos com cimento argiloso, folhelhos e conglomerados. Os arenitos têm granulometria 

variável, de muito fina e siltítica até grossa, são eventualmente silicificados, podendo ser 

arcoseanos, com grande variedade mineralógica. A matriz é argilosa e em pequena 

quantidade, o cimento é a calcedônia, incluindo ainda óxido de ferro. Os conglomerados, com 

espessuras de até 5 metros, compõem-se de clastos bem classificados, com até 30 centímetros 

de diâmetro; compostos principalmente por basalto, tendo ainda quartzo, calcedônia, granito, 

quartzito, argilito, filito, pegmatito, sílex e folhelhos. As estruturas sedimentares, 

eventualmente caracterizadas, são a estratificação plano-paralela ou cruzada nos arenitos, 

disposição caótica dos clastos nos conglomerados e estratificação de corrente nos mais finos. 

O ambiente é fluvial, com deposição realizada em meio de alta energia, sujeita a bruscas 

mudanças de velocidade de transporte, sugestivo de fanglomerados. Sem registro fóssil, os 

elementos cronológicos seguros para a seu posicionamento estratigráfico são a escavação da 

Depressão Periférica e eventos sincrônicos como a escavação do Vale do Rio Grande sendo o 

limite superior, e as rochas basálticas como limite inferior, situando a formação Itaqueri entre 

o Cretáceo e o Paleógeno (PERROTA et al., 2006). Apresenta-se no reverso das Cuestas, em 

regiões das folhas Dois Córregos, Brotas, Santa Maria da Serra, São Pedro e Itirapina. 

A Formação Serra Geral (K1(ɓ)sg) (Figura 4), do grupo São Bento, constitui em 

conjunto com a formação Botucatu, a denominada Bacia Serra Geral, correspondendo à 

Supersequência Gondwana III. Ocorre por todo o bordo das Cuestas e em áreas mais amplas 

no reverso. A formação Serra Geral é resultado de intenso magmatismo fissural, representado 

na forma de uma espessa cobertura de lavas, com cerca de 1.500 metros de espessura junto ao 

depocentro da bacia. Os derrames assentam-se sobre os arenitos eólicos da formação 

Botucatu, com inclinações sub-horizontais de até 5° em direção ao centro da bacia. São 

constituídos principalmente por basaltos toleiíticos e andesi-basaltos toleiíticos, com augita e 
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pigeonita, perfazendo aproximadamente 90% do volume total das rochas extrusivas. As 

rochas basálticas são compostas por fenocristais de augita, plagioclásio, pigeonita, alguma 

titanomagnetita e rara olivina, em matriz composta por estes mesmos minerais. As rochas 

intermediárias contem fenocristais de augita, plagioclásio, pigeonita e titanomagnetita em 

matriz de plagioclásio, augita, pigeonita, titanomagnetita, ilmenita e quartzo. As rochas ácidas 

apresentam fenocristais de plagioclásio, que podem perfazer até 30% do volume da rocha, 

além de outros de augita, pigeonita e titanomagnetita em matriz de quartzo, feldspato alcalino, 

plagioclásio, piroxênios, titanomagnetita e ilmenita. Dados geoquímicos indicam a 

proveniência de magma de dois tipos de reservatórios distintos, um de alto e outro de baixo 

teor de TiO2. Resultados geocronológicos obtidos em associação com dados paleomagnéticos 

indicam que a atividade magmática extrusiva ocorreu em cerca de três milhões de anos, 

concentrada por volta de 133 e 132 Ma (PERROTA et al., 2006). Na área de estudo ocorre 

nas folhas Dois Córregos, Brotas, Itirapina, São Pedro, Santa Maria da Serra e Barra Bonita. 

A formação Botucatu (J3K1bt) (Figura 4), do grupo São Bento, encontra-se ao longo 

da escarpa das Cuestas e em área mais ampla na folha Barra Bonita, entre as formações 

Pirambóia e Serra Geral. É composta essencialmente por arenitos finos a grossos, de 

coloração avermelhada, foscos, bem arredondados e com alta esfericidade, dispostos em sets 

e/ou closets de estratificações cruzadas, planar ou acanaladas, de médio a grande porte. 

Apresentam alternância de lâminas de arenitos finos e médios, resultando numa bimodalidade 

textural característica. Têm sido interpretados como depósitos residuais de dunas eólicas 

crescentes e lineares acumuladas em extenso mar de areia (sand sea). A ausência de depósitos 

de interdunas úmidos permite interpretar a formação Botucatu como um sistema eólico seco. 

Os arenitos da formação Botucatu constituem-se em excelentes aquíferos, fazendo parte do 

Aquífero Guarani (PERROTA et al., 2006). 

A formação Corumbataí (P3T1c) (Figura 4), grupo Passa Dois, é composta na sua 

seção inferior de um pacote de argilitos, folhelhos e siltitos cinza-escuros e pretos, com 

fraturas conchoidais e concreções calcíferas, e ainda um conjunto de argilitos e folhelhos 

cinza-escuros, de aspecto rítmico, com ocasionais leitos de calcário silicificados, oolíticos em 

parte, além de níveis coquinóides. Na seção superior, ocorre uma sequência de argilitos e 

arenitos finos, argilosos, regular a bem classificados, esverdeados, arroxeados e avermelhados 

(PERROTA et al., 2006). Ocorre nas regiões central e leste da folha São Pedro e em algumas 

áreas da folha Itirapina. 
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A Formação Pirambóia (P3T1p) (Figura 4) é predominante na área a mapear, 

encontrando-se amplamente distribuída pela Depressão Periférica. É constituída por arenitos 

médios e finos com cores esbranquiçadas, avermelhadas e alaranjadas, com geometria 

lenticular bem desenvolvida. Estratificações cruzadas acanaladas de porte grande a muito 

grande, e laminações cruzadas transladantes subcríticas são as estruturas primárias mais 

frequentes. A unidade corresponde à evolução de um extenso campo de dunas eólicas. Sua 

idade é bastante discutida, sendo usualmente considerada Neotriássica, suas camadas de 

arenitos são parte constituinte do Aquífero Guarani (PERROTA et al., 2006). 

A formação Teresina (P3t) (Figura 4), grupo Passa Dois, ocorre em manchas na folha 

Anhembi e em grande extensão na folha Laras. Foram atribuídas idades Kazaniana, encontra-

se na fase regressiva da Supersequência Gondwana I. É constituída por argilitos, siltitos e 

arenitos muito finos e finos, cinza escuros a esverdeados, com geometria tabular ou lenticular 

muito estendida (PERROTA et al., 2006).  

3.1.4 Clima 

 Segundo a classificação de Köppen observamos a predominância da classe Aw 

(tropical com estação seca de inverno, precipitação média anual entre 1.000 e 1.500 mm) 

seguida da classe Cwa (tropical de altitude, inverno seco e verão quente, precipitação média 

anual em torno de 1.300 mm). A temperatura média anual é de 20°C com temperaturas 

médias dos meses mais quentes de 22°C e dos meses mais frios de 18°C (CEPAGRI, 2017). 

 Silva et al. (2013) citam a ocorrência de variações microclimáticas, principalmente 

relacionada à diferença de altitude entre o reverso das Cuestas e as terras baixas na Depressão 

Periférica, porém, não representando diferença significativa em termos pedogenéticos. 

Observando o balanço hídrico nas folhas da área de estudo o clima atmosférico foi 

considerado homogêneo para fins pedogenéticos, pois não há grandes variações de 

temperatura e precipitação entre os locais. 

3.1.5 Vegetação original e uso da terra 

 Na região predomina a Floresta Estacional Semidecidual, com a presença de espécies 

subcaducifólias, e fragmentos de Cerradão e Cerrado, denotando a presença de uma estação 

climática seca (SILVA, 2012).  
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 A maior parte da vegetação nativa foi removida devido à intensa atividade de culturas 

como a cana-de-açúcar, pastagens e eucalipto (SILVA, 2012). A cobertura encontra-se sob 

forte influência antrópica, sendo observadas poucas manchas de áreas com vegetação nativa 

concentradas na escarpa das Cuestas ou em áreas isoladas e fragmentadas (SIFESP, 2017). 

3.1.6 Solos 

 As folhas Dois Córregos (ALMEIDA et al., 1981), São Pedro, Laras (OLIVEIRA e 

PRADO, 1989) e Itirapina (PRADO et al., 1981) possuem mapa pedológico convencional 

publicados, além dos dados de pontos de amostragem em campo realizados nestes 

levantamentos. 

 Nas folhas Dois Córregos (ALMEIDA et al., 1981), São Pedro e Laras (OLIVEIRA e 

PRADO, 1989), correspondentes à área de referência, foram observados LATOSSOLOS 

(Latossolo Vermelho, Latossolo Amarelo e Latossolo Vermelho-Amarelo), NEOSSOLOS 

(Neossolo Quartzarênico, Neossolo Flúvico, Neossolo Litólico e Neossolo Regolítico), 

ARGISSOLOS (Argissolo Vermelho, Argissolo Amarelo e Argissolo Vermelho-Amarelo), 

NITOSSOLOS (Nitossolo Vermelho e Nitossolo Háplico), GLEISSOLOS (Gleissolo Háplico 

e Gleissolo Melânico), CAMBISSOLOS (Cambissolo Háplico e Cambissolo Flúvico), 

PLANOSSOLOS (Planossolo Háplico), ESPODOSSOLOS (Espodossolo Ferrihumilúvico) e 

CHERNOSSOLOS (Chernossolo Argilúvico). 

3.2 Extração e classificação de variáveis preditivas 

3.2.1 Relevo 

A base de dados topográficos se constituiu nos levantamentos planialtimétricos na 

escala 1:50.000 disponibilizados pelo Instituto Brasileiro de Geografia e Estatística (IBGE) 

em arquivos vetoriais de curvas de nível, pontos cotados e da rede de drenagem (hidrografia). 

As informações destes levantamentos já ultrapassaram a etapa de verificação e são mais 

confiáveis. Estas curvas de nível foram originalmente produzidas por restituição de pares 

estereoscópicos, os documentos foram digitalizados em ambiente de desenho auxiliado por 

computador (Computer Aided Design ï CAD) e os arquivos digitais encontram-se com a 

extensão ñ.DGNò. Foi necessária a conversão das camadas (layers) de interesse dos arquivos 

vetoriais (.DGN) para o formato ñshapefileò de extens«o ñ.shpò (Feature Class quando se 

trabalha em Geodatabase), em ambiente de Sistemas de Informação Geográfica (SIG) 

utilizando o software ArcGIS 10.1 (ESRI, 2012). O Datum horizontal original dos arquivos 
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vetoriais foi o Córrego Alegre, no sistema de projeção Universal Transversa de Mercator 

(UTM), zonas 22 e 23 Sul, meridiano central -51°, com unidades expressas em quilômetros. 

Então, foi necessária a projeção para o Datum horizontal padrão ñSIRGAS 2000ò, projeção 

UTM, zonas 22 e 23 Sul, com unidades expressas em metros. 

 Com as feições topográficas devidamente projetadas foi necessário ainda realizar a 

unificação das curvas de nível, antes subdivididas em multipartes, em seguida relacionar a 

cada curva de nível e ponto cotado os valores de elevação encontrados na camada 

ñAnnotationò dos arquivos vetoriais (.DGN). 

 Sobre as feições da rede de drenagem foi necessário realizar a individualização dos 

segmentos de curso dô§gua (transformação em multipartes) e orientação no sentido de fluxo 

da drenagem (nascentes para a foz), permitindo uma interpolação consistente com o 

posicionamento e o sentido da rede de drenagem na paisagem. 

 O modelo digital de elevação hidrograficamente condicionado (MDEHC) foi criado a 

partir dos arquivos vetoriais projetados e editados das curvas de nível (Contour), pontos 

cotados (Point Elevation), rede de drenagem (Stream), corpos dô§gua (Lake) e dos limites das 

folhas da área de estudo (Boundary) por meio da ferramenta de interpola­«o ñTopo to Rasterò 

no software ArcGIS 10.1 (ESRI, 2012), assumindo resolução espacial de 30 metros (900 m
2
). 

As variáveis geomorfométricas primárias (McBRATNEY et al., 2003) calculadas 

foram a altitude (elevação - MDEHC); a declividade, calculada pela ferramenta ñSlopeò; 

curvatura em perfil (vertical) e curvatura em plano (horizontal), calculadas pela ferramenta 

ñCurvatureò e a direção do fluxo, calculada pela ferramenta ñFlow Directionò; extraídas a 

partir do MDEHC em ambiente de SIG no software ArcGIS 10.1 (ESRI, 2012). 

As variáveis geomorfométricas secundárias (McBRATNEY et al., 2003) foram a área 

de contribuição (fluxo acumulado), calculada pela ferramenta ñFlow Accumulationò; 

distância até a rede de drenagem, calculada pela ferramenta ñPath Distanceò e o índice de 

umidade topográfica (Topographic Wetness Index - TWI), definido pelo logaritmo natural da 

razão entre a área de contribuição específica e a tangente da declividade (BEVEN e KIRKBY, 

1979), calculado pela ferramenta ñRaster Calculatorò em ambiente de SIG, no software 

ArcGIS 10.1 (ESRI, 2012), conforme as equações (5), (6) e (7): 

ὃ  
В

 (5) 
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onde As é a área de contribuição específica, ai é a área (m
2
) da i-ésima célula do grid, bj é a 

largura em metros da j-ésima célula do grid e Cj representa todas as células que estão 

hidraulicamente conectadas à célula j (fluxo acumulado ou área de contribuição). A conexão 

hidráulica é baseada nas direções de fluxo (Flow Direction). A área de contribuição específica 

é calculada, portanto, a partir do fluxo acumulado multiplicado pela área da célula do grid em 

m
2
, dividido pela largura da célula do grid (grid regular). 

ὝὡὍ ÌÎ  

Onde TWI é o índice de umidade topográfica, As é a área de contribuição específica e ɓ é a 

declividade da célula em graus ou radianos, dependendo da forma utilizada para o cálculo da 

tangente (BEVEN e KIRKBY, 1979). 

No software ArcGIS 10.1 (ESRI, 2012), o TWI foi obtido pela ferramenta ñRaster 

Calculatorò utilizando a equação (7), onde foram utilizados os arquivos ñRasterò do fluxo 

acumulado (área de contribuição), da declividade em graus e das constantes 30 (m
2
/m) e 

ˊ/180 para a adequada transformação em radianos. 

Ln(("fluxoacumulado" * "trinta") / Tan("decliv_graus" * "pi_180"))  (7) 

 As variáveis altitude, distância até a rede de drenagem e índice de umidade topográfica 

foram mantidas numéricas com valores contínuos para os testes de discretização. As demais 

variáveis geomorfométricas foram discretizadas de acordo com as convenções mais utilizadas, 

por meio da ferramenta ñReclassifyò, no software ArcGIS 10.1 (ESRI, 2012), conforme 

valores de intervalos entre classes apresentados na Tabela 1. 

Tabela 1 ï Critérios adotados para a discretização das variáveis declividade, curvatura em 

perfil e curvatura em plano. 

Declividade (Tipo de Relevo) Curvatura em perfil  Curvatura em plano 

0% até 4% (Plano) - 1,0 até - 0,02 

(Convexo) 

-5,0 até - 0,05 

(Divergente) 4% até 8% (Suave Ondulado) 

8% até 20% (Ondulado) - 0,02 até 0,02 

(Retilíneo) 

-0,05 até 0,05 

(Retilínea) 20% até 45% Fortemente Ondulado 

45% até 75% (Montanhoso) 0,02 até 1,0 

(Côncavo) 

0,05 até 5,0 

(Convergente) > 75% (Escarpado) 

(6) 
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 Como exceção, a variável declividade foi utilizada nas formas discreta (tipo de relevo) 

e contínua (declividade) para composição das matrizes de dados. 

3.2.2 Geologia 

A variável preditiva geologia foi extraída das informações vetoriais disponibilizadas 

pelo Serviço Geológico do Brasil (CPRM) no portal GEOBANK, das unidades 

litoestratigráficas do Mapa Geológico do estado de São Paulo, em escala 1:750.000 

(PERROTA et al., 2006). 

3.3 Obtenção e padronização de classes de solo 

Foram utilizados os dados vetoriais em ambiente de SIG das cartas pedológicas 

referentes às quadrículas Brotas (ALMEIDA et al., 1981) e Piracicaba (OLIVEIRA e 

PRADO, 1989) na escala 1:100.000, desenvolvidos por Crivelenti et al. (2009) e Silva et al. 

(2013), respectivamente. Os dados vetoriais referentes à quadrícula São Carlos (PRADO et 

al., 1981) foram cedidos, em ambiente de SIG, pelo Laboratório de Geoprocessamento do 

Instituto Agronômico, Campinas (IAC). 

Para avaliar o desempenho dos classificadores em diferentes níveis de classificação foi 

necessário realizar a correspondência das Unidades de Solo (legendas das unidades de 

mapeamento) dos mapas convencionais com os níveis categóricos do Sistema Brasileiro de 

Classificação de Solos (SiBCS) (EMBRAPA, 2013). É importante que as informações 

estejam no mesmo padrão de terminologia e nível categórico na modelagem para mapeamento 

pedológico. Cada nível de classificação atende a diferentes tipos de levantamento (níveis de 

detalhe) no mapeamento pedológico. 

Os conceitos de cada Unidade de Solo foram encontrados nos respectivos Boletins 

Técnico-Científicos de Piracicaba (OLIVEIRA, 1999) e São Carlos (OLIVEIRA e PRADO, 

1984). A quadrícula Brotas (1:100.000) possui apenas o mapa publicado, mas os dados 

descritivos e analíticos do levantamento foram consultados nos arquivos da antiga Seção de 

Pedologia do Instituto Agronômico, Campinas (IAC), quando necessário.  

3.4 Matrizes de dados de treinamento para o nível de reconhecimento 

O nível de agrupamento das informações pedológicas influencia a quantidade de 

classes de treinamento e a acurácia dos modelos gerados. Assim, foram avaliadas legendas 
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para treinamento de modelos no 2º (Subordem), 3º (Grande Grupo) e 4º (Subgrupo) níveis do 

Sistema Brasileiro de Classificação de Solos (SiBCS), além da legenda original em Unidades 

de Solo, utilizada nos mapeamentos convencionais. 

Com base nas variáveis preditivas e na padronização das informações de classes de 

treinamento temos ao todo oito tipos de matrizes de dados, uma em cada nível de 

detalhamento taxonômico e tipo (origem) de informações (unidades de mapeamento 

convencional e pontos de amostragem em campo), conforme a Tabela 2. 

Tabela 2 ï Rótulos para os tipos de matrizes de dados quanto ao tipo de classificação 

avaliada e à origem das informações das classes de treinamento (classes de solo). 

Origem das classes de 

treinamento 

Unidade 

de Solo 

Sub-Ordem 

(2º nível) 

Grande Grupo 

(3º nível) 

Subgrupo 

(4º nível) 

Unidades de mapeamento A C E G 

Pontos amostrados em campo B D F H 

As matrizes de dados ficaram compostas por nove colunas de variáveis (oito preditivas 

e uma variável meta), onde as linhas representam instâncias (observações ou pixels) dos 

arquivos ñRasterò (resolução de 900 m
2
). A Tabela 3 apresenta um exemplo de matriz de 

dados (matriz A ou B) onde as variáveis X1 a X9 são, respectivamente, altitude, tipo de relevo, 

curvatura em perfil, curvatura em plano, distância até a rede de drenagem, índice de umidade 

topográfica, declividade, geologia e Unidade de Solo (classe de treinamento). 

 As Unidades de Solo correspondentes à GLEISSOLOS, ESPODOSSOLOS, 

NEOSSOLOS LITÓLICOS, NEOSSOLOS QUARTZARÊNICOS e PLANOSSOLOS foram 

agrupadas em uma única Unidade de Solo para cada uma destas classes de solo, incluindo 

todas as possíveis variações taxonômicas em nível inferior. Com este procedimento buscou-se 

obter maior representatividade destas classes de solo na mineração de dados, devido à baixa 

ocorrência de Unidades de Solo destas classes na área de referência. Desta forma, espera-se 

que o aprendizado nessas classes minoritárias seja um pouco favorecido com o aumento da 

representatividade das classes com menor ocorrência. 
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Tabela 3 ï Exemplo de parte de uma matriz de dados. X1 = altitude, X2 = tipo de relevo, X3 = 

curvatura em perfil, X4 = curvatura em plano, X5 = distância até a drenagem, X6 = TWI, X7 = 

declividade, X8 = geologia, X9 = Classe de treinamento (Unidade de Solo nas matrizes A e B). 

X1 X2 X3 X4 X5 X6 X7 X8 X9 

577,75 Plano côncavo Convergente 1214,76 7,83 6,12 Botucatu Alva 

526,38 Plano convexo Convergente 604,23 5,98 3,30 Piramboia Serrinha 

559,65 ondulado convexo Convergente 656,46 5,49 12,39 Corumbatai Serrinha 

523,72 Plano convexo Retilínea 302,29 ? 0,17 Piramboia Li tólico 

587.34 ondulado Retilíneo Retilínea 242.54 6.40 9.92 Piramboia Serrinha 

494.91 Ondulado Retilíneo Retilínea 272.45 7.68 7.03 Corumbatai Serrinha 

506,59 Ondulado côncavo Convergente 295,35 6,24 8,37 Corumbatai ? 

517.10 Ondulado convexo Retilínea 103.03 7.74 10.47 Corumbatai ? 

... ... ... ... ... ... ... ... ... 

ñ?ò nas colunas de X1 a X8 (atributos preditivos) = dados perdidos; ñ?ò na coluna X9 (classe 

de treinamento) = observações (instâncias) da área a mapear. 

3.5 Mineração de Dados 

3.5.1 Pré-processamento 

A estratificação (Tabela 4) é realizada quando há necessidade de sub-amostragem da 

base de dados, importante quando a matriz de dados é muito extensa ou quando se deseja 

separar uma parte da base de dados para utilização no teste dos modelos pelo procedimento 

ñHold-Outò (KOHAVI, 1995). Como as matrizes de dados geradas pelas unidades de 

mapeamento apresentaram grande número de observações (mais de dois milhões), foi 

realizada a sub-amostragem estratificada das matrizes de dados A, C, E e G, sendo 2/3 

aplicados ao treinamento e 1/3 para o teste de modelos. Desta forma, fica garantido que as 

observações utilizadas para teste não estarão presentes na base de dados de treinamento. Para 

este procedimento foi utilizado o filtro de estratifica­«o supervisionada ñStratified Remove 

Foldsò no software Weka 3.8.0 (HALL et al., 2009). 

Foi avaliada a eficácia dos procedimentos de seleção de dados, discretização de 

variáveis, sub-amostragem (under-sampling), sobre-amostragem (over-sampling), 

balanceamento de classes e seleção de variáveis (WITTEN et al., 2016) utilizando o software 

Weka 3.8.0 (HALL et al., 2009) (Tabela 4). 
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Tabela 4 ï Procedimentos utilizados no pré-processamento dos dados. 

Procedimento Importância/aplicação 

Estratificação 
Sub-amostragem auto exclusiva dos dados, utilizada para separação 

entre as bases de dados de treinamento e teste na área de referência. 

Seleção de Dados 

Identificação de informações inconsistentes e exclusão das 

informações em geologias da área de referência que não ocorrem nas 

áreas de validação e a mapear. 

Discretização Transformação de variáveis quantitativas contínuas em categóricas. 

Sub-amostragem 

(under-sampling) 

Reamostragem por eliminação gradativa de informações de classes 

majoritárias no treinamento em classes desbalanceadas. 

Sobre-amostragem 

(over-sampling) 

Reamostragem por replicação de classes minoritárias no treinamento 

em classes desbalanceadas. 

Balanceamento de 

Classes 

Reamostragem com uniformização da distribuição (frequência) entre 

as classes de predição. 

Seleção de Variáveis 
Avaliação da importância preditiva de cada variável explicativa e 

eliminação de variáveis prejudiciais ao aprendizado de máquina. 

A seleção de dados é necessária para avaliação da existência de informações 

prejudiciais ao aprendizado de máquina e que são passíveis de identificação prévia. Unidades 

de mapeamento pedológico contêm impurezas de outras classes de solo que podem chegar a 

30% da área, dependendo do nível de detalhe do mapeamento (IBGE, 2015), além de 

impurezas em relação às variáveis preditivas associadas a essas classes de solo pelos 

delineamentos. Portanto, foi verificada a contribuição de unidades de mapeamento simples, 

unidades de mapeamento compostas (associação de solos e complexos) e de pontos 

correspondentes a inclusões em unidades de mapeamento na geração de modelos. Além disso, 

as informações da base de treinamento devem ser igualmente ou mais diversas que as de áreas 

a mapear, garantindo assim, que todas as características das variáveis (atributos) preditivas na 

área a mapear estejam contempladas na base de dados de treinamento. A avaliação da seleção 

de dados foi realizada pelo m®todo ñHold-Outò (KOHAVI, 1995) (Supplied Test Set ï 2/3 

para treino, 1/3 para teste) para as bases de dados de unidades de mapeamento convencional 

(matrizes A, C, E e G) e validação cruzada (Cross-Validation, 10 Folds) (WITTEN et al., 

2016) para as bases de dados de pontos de amostragem do solo em campo (matrizes B, D, F e 

H). 
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A discretização das variáveis preditivas contínuas foi realizada em classes de interesse 

para a declividade (adaptado de SANTOS et al., 2005), curvatura em perfil e curvatura em 

plano. Foram testadas a discretização com intervalos de amplitudes iguais e por frequências 

iguais para o índice de umidade topográfica e para a distância até a rede de drenagem. Os 

procedimentos foram adotados para alteração da matriz de dados de treinamento quando 

apresentaram melhora no desempenho do classificador, avaliados conforme descrito para a 

seleção de dados. As vari§veis ñtipo de relevoò e ñdeclividadeò foram utilizadas 

simultaneamente nas formas contínua e discreta nas matrizes de dados. 

Os procedimentos de reamostragem (WITTEN et al., 2016) foram avaliados na 

tentativa de melhorar o poder preditivo dos modelos nas classes de solo com menor 

representatividade na área de referência. Os procedimentos de subamostragem, 

sobreamostragem e o balanceamento de classes alteram as bases de dados de treinamento, 

sendo necessário manter parte dos dados com a distribuição original para o teste dos modelos. 

As reamostragens foram aplicadas à 2/3 da base de dados de unidades de mapeamento 

convencional, enquanto na base de dados de pontos de amostragem em campo 

corresponderam a 9/10 das instâncias. As reamostragens foram aplicadas em tr°s n²veis: ñ0ò 

representa a distribui­«o original dos dados, ñ1ò a distribui­«o balanceada das classes de solo 

e ñ0,5ò a distribui­«o com sub-amostragem de classes majoritárias e sobre-amostragem de 

classes minoritárias em nível intermediário. Este procedimento foi realizado utilizando o filtro 

de reamostragem supervisionada ñResampleò no software Weka 3.8.0 (HALL et al., 2009). As 

bases de dados de teste para estes procedimentos foram 1/3 das instâncias nas bases de dados 

de unidades de mapeamento convencional (A, C, E e G) e 1/10 nas bases de dados de pontos 

de amostragem em campo (B, D, F e H), utilizando o m®todo ñHold-Outò (Supplied Test Set) 

(KOHAVI, 1995). 

O ranqueamento das variáveis preditivas foi realizado por dois avaliadores de 

atributos, utilizando o qui-quadrado (X
2
) e o ganho de informação. A seleção de atributos foi 

feita a partir da eliminação gradativa daqueles com menor importância preditiva, testando 

assim, se há melhora no desempenho dos classificadores com a eliminação de variáveis 

preditivas. Os testes de modelos para a seleção de variáveis foram realizados conforme 

descrito para os procedimentos de discretização e seleção de dados. 
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3.5.2 Classificação Supervisionada 

 Os procedimentos de pré-processamento foram avaliados perante algoritmos de 

diferentes abordagens na classificação supervisionada. Os algoritmos de classificação 

utilizados nas matrizes de dados de unidades de mapeamento convencional (matrizes A, C, E 

e G) foram o ñJ.48ò (C4.5) (QUINLAN, 1992) do tipo §rvore de decis«o, o ñRandom Forestò 

(BREIMAN, 2001) com a abordagem do tipo comitê (Ensemble Methods for Prediction), o 

ñMulti-Layer Perceptronò (MLP) de Redes Neurais Artificiais (RNA) (SI et al., 2003) e dois 

algoritmos bayesianos (Naive Bayes e Bayes Net) (HALL et al., 2009). Nas matrizes de dados 

de pontos de amostragem em campo (matrizes B, D, F e H) incluem-se aos anteriormente 

citados os algoritmos ñLibSVMò (CHANG e LIN, 2011) com abordagem de máquinas de 

vetor suporte (Support Vector Machine ï SVM) e o ñFURIAò (Fuzzy Unordered Rule 

Induction Algorithm) que utiliza abordagem ñFuzzyò (H¦HN e H¦LLERMEIER, 2009). 

Devido à extensão das bases de dados de unidades de mapeamento convencional, abordagens 

que demandariam altíssimo tempo ou capacidade de processamento computacional não foram 

consideradas, sendo utilizados os apresentados na Tabela 5. 

Tabela 5 ï Algoritmos utilizados na classificação supervisionada. 

Algoritmo (classificador) Tipo de abordagem Matrizes aplicadas 

J.48 (C4.5) Árvore de decisão Todas 

Random Forest Comitê (Ensemble) Todas 

Multi -Layer Perceptron Redes Neurais Artificiais Todas 

Naive Bayes e Bayes Net Classificador bayesiano Todas 

LibSVM Máquinas de vetor suporte B, D, F e H 

FURIA Classificador Fuzzy B, D, F e H 

K-Star e IBK Aprendizado por instância (Lazy) B, D, F e H 

Para tentar evitar problemas com classificação em classes desbalanceadas, além dos 

algoritmos mencionados anteriormente, nas matrizes de dados de pontos de observação em 

campo foram utilizados os algoritmos ñK-Starò e ñIBKò (KNN ï K Nearest Neighbors) que 

utilizam a abordagem ñLazyò (CLEARY e TRIGG, 1995). 

Os parâmetros de avaliação dos modelos foram extraídos das matrizes de erro geradas 

nos testes de modelos. Os possíveis resultados em um problema de duas classes estão 

representados na Tabela 6 (MONARD e BARANAUSKAS, 2003). 
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Tabela 6 ï Exemplo de matriz de confusão para a classificação binária (duas classes). 

          Predito 
Total  

  + - 

 Real 
+ VP FN    P  

- FP VN    N  

 Total Pô Nô P + N  

VP = verdadeiros positivos; VN = verdadeiros negativos; FP = falsos positivos; FN = 

falsos negativos; P = positivos reais; Pô = positivos preditos; N = negativos reais; Nô 

negativos preditos; P + N = total de instâncias. 

O método para cálculo das medidas de erro, acurácia, precisão, taxa de verdadeiros 

positivos (sensitividade), taxa de falsos positivos (1 ï especificidade) e índice Kappa estão 

apresentados nas equações da Tabela 7 (MONARD e BARANAUSKAS, 2003; WEISS e 

ZHANG, 2003).  

Tabela 7 ï Métricas utilizadas na avaliação do desempenho dos modelos. 

Métric a Equação 

Erro 
Ὂὖ Ὂὔ

ὖ ὔ
 

Acurácia 
ὠὖ ὠὔ

ὖ ὔ
ρ Ὁὶὶέ 

Precisão 
ὠὖ

ὠὖ Ὂὖ

ὠὖ

ὖᴂ
 

Taxa de Verdadeiros Positivos 

(TPR - Sensitividade) 

ὠὖ

ὠὖ Ὂὔ

ὠὖ

ὖ
 

Taxa de Falsos Positivos 

(FPR) 

Ὂὔ

Ὂὔ ὠὔ

ὠὔ

ὔᴂ
ρ ὉίὴὩὧὭὪὭὧὭὨὥὨὩ 

Especificidade 
ὠὔ

ὠὔ Ὂὔ

ὠὖ

ὔᴂ
 

Pe 

ὖὖ ὔὔ

ὖ ὔ
 

Kappa 
ὃὧόὶÜὧὭὥ ὖ

ρ  ὖ
 

VP = verdadeiros positivos; VN = verdadeiros negativos; FP = falsos positivos; FN = falsos 

negativos; P = positivos reais; Pô = positivos preditos; N = negativos reais; Nô negativos 

preditos; P + N = total de instâncias; Pe = probabilidade esperada considerando eventos 

independentes. 
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O desempenho dos classificadores em cada classe de predição foi avaliado pela 

precisão, pelas taxas de verdadeiros e falsos positivos (TPR e FPR), além do valor da área 

abaixo da curva COR (Característica de Operação do Receptor) ou ROC - Receiver Operating 

Characteristic (BRADLEY, 1997) obtidas em cada classe, por diferentes classificadores. 

Para avaliar o desempenho global dos classificadores foi utilizada a exatidão global 

(acurácia global) (WEISS e ZHANG, 2003), a precisão média ponderada, as médias 

ponderadas das taxas de verdadeiros positivos (sensitividade média ponderada) e falsos 

positivos (1 ï especificidade média ponderada) e o índice Kappa (COHEN, 1960). Os 

intervalos de avaliação do índice Kappa foram divididos conforme Landis e Koch (1977), 

com rótulos adaptados (Tabela 8). 

Tabela 8 ï Concordância atribuída aos intervalos de valores de Kappa. 

Kappa Concordância 

0,00 ï 0,20 Ruim 

0,21 ï 0,40 Razoável 

0,41 ï 0,60 Boa 

0,61 ï 0,80 Muito boa 

0,81 ï 1,00 Excelente 

3.5.3 Geração dos mapas pedológicos digitais 

 As tabelas de dados classificados pelo modelo de maior acurácia foram geradas no 

software Weka 3.8.0 (HALL et al., 2009) através do comando (filtro)  ñAdd Classificationò, 

que acrescenta às matrizes de dados uma nova coluna que apresenta as classes preditas por um 

algoritmo de classificação escolhido previamente. 

 Estas tabelas foram exportadas em arquivos de texto (.txt), sendo executadas no 

software Microsoft Excel e convertidas em pastas de trabalho do Excel (.xls). As tabelas 

foram carregadas em ambiente de SIG no software ArcGIS 10.1 (ESRI, 2012), possibilitando 

a criação dos mapas pedológicos digitais com resolução espacial de 30 metros, através da 

ferramenta ñFeature to rasterò. 

 Os delineamentos das unidades de mapeamento nos mapas digitais foram criados com 

auxilio das ferramentas ñMajority Filterò (8 vizinhos) e ñBoundary Cleanò (aplicada tr°s 

vezes) em ambiente de SIG no software ArcGIS 10.1 (ESRI, 2012). As unidades de 

mapeamento simples foram representadas por polígonos de área maior que 40ha, com 

predomínio de uma única classe de predição em pelo menos 80% da área da unidade de 
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mapeamento. As unidades de mapeamento que não atenderam ao critério para unidades de 

mapeamento simples foram representadas por unidades de mapeamento compostas por até 

três componentes, seguindo os critérios adotados pelo Manual Técnico de Pedologia (IBGE, 

2015). As informações preditas a cada pixel foram mantidas nos arquivos Raster, responsável 

pela simbologia de cores dos mapas, conforme foram preditas pelo modelo de melhor 

desempenho, conservando a precisão das predições e evitando possível viés a partir dos 

delineamentos criados. 

3.6 Validação dos mapas pedológicos digitais 

 A validação dos mapas pedológicos digitais foi realizada por matrizes de erro (matriz 

de confusão), comparando os mapas digitais com a verdade de campo (pontos amostrais). A 

área de validação dos mapas digitais corresponde à folha Itirapina 1:50.000 (São Carlos 

1:100.000) e os pontos de validação foram os mesmos utilizados na elaboração do mapa 

pedológico convencional da quadrícula São Carlos (OLIVEIRA e PRADO, 1984). A acurácia 

foi avaliada por meio da exatidão global (proporção de observações corretamente 

classificadas em relação ao número total de observações), exatidão do produtor (proporção da 

classificação correta na predição de uma classe, que se obtém dividindo o número de registros 

classificados corretamente de uma determinada classe pelo número total de registro desta 

classe nos dados do mapa pedológico digital), exatidão do usuário (probabilidade de um ponto 

no mapa representar a verdade de campo, obtida dividindo-se o número de registros 

classificados corretamente de uma determinada classe pelo número total de registro desta 

classe nos dados de validação) e índice Kappa (proporção da concordância observada que se 

aproxima da concordância perfeita, retirando-se os efeitos casuais) (COHEN, 1960). 

 A escolha da folha Itirapina como área de validação foi uma alternativa para a 

avaliação de mapas pedológicos digitais obtidos pelos modelos empregados, sem que 

houvesse a necessidade de novos levantamentos de informações em campo. Assim, a 

qualidade prática dos modelos aplicados ao mapeamento de novas áreas pôde ser avaliada 

sem adição de custo, trazendo informação sobre a confiabilidade que pode ser alcançada no 

MPD pelos procedimentos adotados como um todo. 
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4. RESULTADOS E DISCUSSÃO 

4.1 Variáveis preditivas 

4.1.1 Altitude 

 A variável altitude apresentou variação entre 437 e 1.069 metros, sendo que os 

menores valores estão associados ao domínio geomorfológico da Depressão Periférica, 

enquanto as maiores cotas altimétricas são encontradas no reverso da Cuesta, próximos à 

borda da escarpa. Os valores médios para cada folha 1:50.000 ficaram entre 497 e 780 metros 

de altitude. A Tabela 9 apresenta os valores máximos, mínimos e médios da altitude nas 

folhas 1:50.000 da área de estudo. 

Os dados da variável altitude, bem como a maioria das variáveis numéricas, não 

apresentam distribuição normal na área de estudo, o que dificulta a avaliação da similaridade 

entre as áreas de referência, de validação e área a mapear por meio da estatística paramétrica. 

A distribuição da altitude está intimamente relacionada às unidades geomorfológicas 

presentes nas áreas, veja a Figura 5.  

 

Figura 5 ï Distribuição espacial da altitude (elevação) na área de estudo. 
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Tabela 9 ï Medidas de tendência central e de dispersão da altitude nas folhas 1:50.000 da 

área de estudo. 

 
Folha 

Máximo Mínimo Média 

 ______________(m)______________ 

Área de referência 

Dois Córregos 827 453 671 

São Pedro 962 453 530 

Laras 779 453 510 

Área a mapear 

Barra Bonita 649 453 497 

Santa Maria da Serra 930 453 530 

Anhembi 648 453 514 

Área de validação Itirapina 1069 495 780 

4.1.2 Declividade/ tipo de relevo 

 A variável declividade apresentou valores entre 0% e 92,90%. Os valores médios se 

mantiveram entre 5,14% e 9,36%. Houve predomínio de relevo plano a ondulado em toda a 

área de estudo, como mostrado na Figura 6. 

As classes de relevo fortemente ondulado, montanhoso e escarpado são menos 

representativas, estando restritas à região das Cuestas. Nas demais províncias 

geomorfológicas o relevo é tipicamente plano a ondulado, com valores de declividade entre 

0% e 20%, aproximadamente 11° de declividade máxima como ilustra a Figura 6. A Tabela 

10 apresenta as medidas de dispersão e tendência central da declividade nas folhas 1:50.000 

da área de estudo. 

Tabela 10 ï Medidas de tendência central e dispersão da declividade nas folhas 1:50.000 da 

área de estudo. 

 
Folha 

Máximo Mínimo Média 

 ________________(%)_______________ 

Área de referência 

Dois Córregos 75,88 0,00 8,58 

São Pedro 92,90 0,00 9,36 

Laras 69,56 0,00 7,65 

Área a mapear 

Barra Bonita 59,79 0,00 5,14 

Santa Maria da Serra 88,53 0,00 8,23 

Anhembi 45,30 0,00 8,60 

Área de validação Itirapina 92,90 0,00 8,40 
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Figura 6 ï Distribuição espacial do tipo de relevo (declividade) na área de estudo. 

4.1.3 Curvatura em perfil (vertical) 

 A variável curvatura em perfil foi discretizada em três classes de interesse, de forma a 

transmitir informações mais relevantes sobre o comportamento hidrodinâmico da vertente. 

Desta forma, a curvatura em perfil convexo representa as vertentes que aceleram o 

escoamento superficial da água a jusante, enquanto a curvatura em perfil côncavo representa 

vertentes que desaceleram o fluxo do escoamento superficial de água a jusante, mostrado na 

Figura 7. Vertentes com curvatura em perfil retilíneo não alteram a velocidade do escoamento 

superficial de água ao longo da vertente. A Tabela 11 apresenta a distribuição percentual das 

classes de curvatura em perfil nas folhas 1:50.000 da área de estudo. 
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Tabela 11 ï Distribuição das classes de curvatura em perfil por percentual da área de 

ocorrência nas folhas 1:50.000 da área de estudo. 

 

Figura 7 ï Distribuição espacial da curvatura em perfil nas folhas área de estudo. 

4.1.4 Curvatura em plano (horizontal) 

 A variável curvatura em plano foi discretizada em três classes de interesse, de forma a 

transmitir informações mais relevantes sobre o comportamento hidrodinâmico da vertente. 

Assim, a curvatura em plano divergente representa as vertentes que distribuem o escoamento 

superficial da água a jusante, enquanto a curvatura em plano convergente representa vertentes 

 
Folha 

Convexo Retilíneo Côncavo 

 _________________(%)________________ 

Área de referência 

Dois Córregos 33,07 41,40 25,53 

São Pedro 36,15 29,90 33,95 

Laras 32,75 34,26 32,98 

Área a mapear 

Barra Bonita 21,55 59,80 18,65 

Santa Maria da Serra 27,59 48,08 24,33 

Anhembi 37,30 32,48 30,22 

Área de validação Itirapina 36,87 28,70 34,43 
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que concentram o fluxo do escoamento superficial de água a jusante. Vertentes com curvatura 

em plano retilínea não alteram a distribuição/concentração do escoamento superficial de água 

ao longo da vertente, ilustrado pela Figura 8. A Tabela 12 apresenta a distribuição percentual 

das classes de curvatura em plano nas folhas 1:50.000 da área de estudo. 

Figura 8 ï Distribuição espacial da curvatura em plano na área de estudo. 

Tabela 12 ï Distribuição das classes de curvatura em plano por percentual de ocorrência nas 

folhas 1:50.000 da área de estudo. 

 
Folha 

Divergente Retilínea Convergente 

 ________________(%)_________________ 

Área de referência 

Dois Córregos 10,95 74,25 14,80 

São Pedro 15,57 63,81 20,62 

Laras 12,84 70,55 16,61 

Área a mapear 

Barra Bonita 5,96 86,19 7,85 

Santa Maria da Serra 9,90 76,68 13,42 

Anhembi 15,39 64,26 20,35 

Área de validação Itirapina 17,87 59,78 22,35 
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4.1.5 Distância até a rede de drenagem 

 A variável distância até a rede de drenagem refere-se à posição espacial de cada pixel. 

Pode ser entendida como um sistema de coordenadas na qual a origem encontra-se ao longo 

do curso hídrico, sendo a coordenada expressa como unidade de distância (metros). A 

proximidade com as áreas de drenagem influencia a distribuição dos solos na paisagem e pode 

ser um bom indicativo de solos hidromórficos e aluviais, entre outros. 

A Tabela 13 apresenta os valores máximos, mínimos e médios da distância até a rede 

de drenagem nas folhas 1:50.000 da área de estudo. A Figura 9 apresenta a distribuição 

espacial da variável distância até a rede de drenagem na área de estudo. 

 

Figura 9 ï Distribuição espacial da distância até a rede de drenagem na área de estudo. 
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Tabela 13 ï Medidas de tendência central e dispersão da distância até a rede de drenagem nas 

folhas 1:50.000 da área de estudo. 

 
Folha 

Máximo Mínimo Média 

 _________________(m)______________ 

Área de referência 

Dois Córregos 1.688 0 254 

São Pedro 1.520 0 339 

Laras 1.857 0 320 

Área a mapear 

Barra Bonita 2.175 0 425 

Santa Maria da Serra 1.863 0 330 

Anhembi 1.395 0 296 

Área de validação Itirapina 2.941 0 461 

4.1.6 Índice de umidade topográfica (TWI) 

 O índice umidade topográfica estabelece uma relação entre a área de contribuição e a 

declividade. A função TWI é diretamente proporcional à área de contribuição e inversamente 

proporcional à declividade. Além disso, a função TWI não está definida para valores nulos de 

declividade. Em todos os casos, no domínio da função TWI, os valores de área de 

contribuição foram maiores que os da tangente da declividade, portanto, os valores para o 

TWI foram sempre positivos e maiores que um, veja a Figura 10. A Tabela 14 apresenta os 

valores máximos, mínimos e médios do TWI nas folhas 1:50.000 da área de estudo. 

Tabela 14 ï Medidas de dispersão e tendência central do índice de umidade topográfica 

(TWI) nas folhas 1:50.000 da área de estudo. (*) = adimensional. 

 
Folha 

Máximo Mínimo Média 

 _________________(*)________________ 

Área de referência 

Dois Córregos 25,26 3,77 8,06 

São Pedro 32,61 3,58 7,85 

Laras 31,23 3,76 8,01 

Área a mapear 

Barra Bonita 28,90 3,96 8,39 

Santa Maria da Serra 32,70 3,54 7,99 

Anhembi 31,58 4,25 7,78 

Área de validação Itirapina 30,49 3,49 7,75 
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Figura 10 ï Distribuição espacial do índice de umidade topográfica (TWI) na área de estudo. 

4.1.7 Geologia 

 A variável geologia foi extraída de Perrota et al. (2006), como ilustra a Figura 11. Este 

levantamento contém informações sobre a distribuição espacial das unidades 

litoestratigráficas no estado de São Paulo (mapa na escala 1:750.000). 

 Buscou-se garantir a ocorrência de todas as unidades litoestratigráficas que ocorreram 

nas áreas a mapear e de validação, nos dados da área de referência, sendo excluídas das bases 

de dados de treinamento informações que ocorreram sobre Coberturas Detríticas 

Indiferenciadas, Irati, Itararé, Serra Alta e Tatuí. A Tabela 15 apresenta a distribuição 

percentual das unidades litoestrátigráficas nas folhas 1:50.000 da área de estudo. 
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Figura 11 ï Distribuição espacial das unidades litoestratigráficas nas folhas 1:50.000 da área 

de estudo (adaptado PERROTA et al, 2006). 

Tabela 15 ï Distribuição das unidades litoestratigráficas em percentual de ocorrência nas 

folhas 1:50.000 da área de estudo. 

Unidade 

litoestratigráfica 

Dois 

Córregos 

São 

Pedro 
Laras Itirapina  

Barra 

Bonita 

Santa Maria 

da Serra 
Anhembi 

 _____________________________(%)___________________________ 

Botucatu 6,09 1,51 1,29 18,89 29,89 3,76 - 

Coberturas 

Detríticas 

Indiferenciadas 

- 1,62 - - - - - 

Corumbataí - 13,50 2,20 0,22 - - - 

Depósitos 

Aluvionares 
- 4,72 4,35 1,32 - - 0,88 

Depósitos 

Colúvio-

Eluvionares 

- 11,14 1,94 9,30 - - - 

Irati  - - 4,85 - - - - 

Itaqueri  49,76 2,88 - 25,57 - 3,87 - 

Itararé  - - 1,27  - - - 

Pirambóia 13,24 63,19 49,69 32,86 62,42 88,06 87,88 

Serra Alta - - 3,51 - - - - 

Serra Geral 30,91 1,43 5,02 11,84 7,69 4,13 - 

Tatuí - - 0,47 - - - - 

Teresina - 0,01 25,41 - - 0,19 11,24 
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4.2 Classes de Solo 

 As informações utilizadas dos mapas convencionais foram suas unidades de 

mapeamento. A classificação original de cada unidade de mapeamento do mapa convencional 

é apresentada em Unidades de Solo, constituídas por agrupamentos de classes de solo. No 

caso de unidades de mapeamento simples temos como componente uma única Unidade de 

Solo, já no caso de unidades de mapeamento compostas ocorrem duas ou mais unidades. 

As informações utilizadas de pontos de amostragem em campo também foram 

descritas como Unidades de Solo. Então, de forma a padronizar a classificação, foi realizada a 

correspondência de cada Unidade de Solo com a classificação atual do Sistema Brasileiro de 

Classificação de Solos (SiBCS) (EMBRAPA, 2013) até o 4° nível categórico, acrescidas do 

tipo de Horizonte A e do grupamento textural. A Tabela 16 apresenta a correspondência entre 

as unidades de solo e a classificação adotada pelo SiBCS. 

 As áreas de referência apresentaram um total de 32 Unidades de Solo somando as 

informações das unidades de mapeamento convencional e as de pontos de amostragem em 

campo. 

Nas Unidades de Solo Podzóis (ESPODOSSOLOS), Hidromórficos (GLEISSOLOS), 

Litólicos (NEOSSOLOS LITÓLICOS) e Areias Quartzosas (NEOSSOLOS 

QUARTZARÊNICOS) estão incluídas todas as variações previstas no Sistema Brasileiro de 

Classificação de Solos (SiBCS) possíveis para estas classes em níveis taxonômicos inferiores. 

A Tabela 17 apresenta a quantidade de observações em cada Unidade de Solo nas 

matrizes de dados pré-processados, utilizados na classificação supervisionada a partir das 

áreas de referência. Há grande diferença na quantidade de informações entre cada Unidade de 

Solo, sendo que as unidades mais expressivas espacialmente são Serrinha, Areias Quartzosas 

e Monte Cristo. As unidades Podzóis, Olaria, Santana, Alva e Campestre não ocorreram na 

base de dados de pontos de amostragem em campo. Já na base de dados de unidades de 

mapeamento dos mapas convencionais não foram observadas as unidades Alto da Serra, São 

Pedro, Itororó, Tietê e Contenda, indicando tratar-se de inclusões ocorrentes na base de dados 

de pontos de amostragem em campo. 
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Tabela 16 ï Correspondência entre as Unidades de Solo e o 4º nível categórico do SiBCS. 

Unidade de Solo Classe 4° nível do SiBCS + Horizonte A + classe textural *  

Taquaraxim CXbd e CXbe típico, A moderado e proeminente, textura média e argilosa 

Sete Lagoas CYbd e CYbe típico, A moderado e proeminente, textura argilosa e média 

Podzóis ESKo típico, textura arenosa/média 

Hidromórficos GXvd GXve GXbd e GXbe típico, A moderado e proeminente, textura argilosa 

São Lucas LAd e LVAd psamítico, A moderado, textura média 

Alto da Serra LAd úmbrico, textura argilosa 

Três Barras LAd úmbrico, textura média 

São Pedro LVAd argissólico, A moderado textura média 

Coqueiro LVAd psamítico e típico, A moderado e fraco, textura média 

Laranja Azeda LVAd típico, A moderado, textura média 

Itororó LVAd úmbrico, textura muito argilosa 

Limeira LVd típico, A moderado, textura argilosa e muito argilosa 

Hortolândia LVd típico, A moderado, textura média 

Barão Geraldo LVdf típico, A moderado, textura argilosa e muito argilosa 

Ribeirão Preto LVef típico, A moderado, textura argilosa e muito argilosa 

Engenho MTf e MTo típico, textura argilosa 

Itaguaçu NVdf latossólico, A moderado, textura argilosa e muito argilosa 

Estruturada NVef e NVdf típico, A moderado, textura argilosa e muito argilosa 

Olaria NXd típico, A moderado, textura argilosa e muito argilosa 

Santana NXe chernossólico, textura média/argilosa 

Tietê PAe planossólico, A moderado, textura média/argilosa 

Alva PVAd e PVAe abrúptico, A moderado, textura arenosa/média 

Santa Cruz 
PVAd e PVAe abrúptico, A moderado, textura média/argilosa media/muito argilosa e 

argilosa/muito argilosa 

Monte Cristo 
PVAd e PVAe abrúptico e arênico abrúptico, A moderado, textura arenosa/média e 

média/argilosa 

Serrinha PVAd PVAe PAd e PAe arênico abrúptico, A moderado e fraco, textura arenosa/média 

Baguari PVAd e PVAe típico e abrúptico, A moderado, textura média e média/argilosa 

Contenda PVAvd e PVAve arênico abrúptico, A moderado e fraco, textura arenosa/média 

Campestre PVe nitossólico e NVe típico, A moderado, textura argilosa/muito argilosa 

Canela PVd e PVAd típico, A moderado, textura média e média/argilosa 

Litólicos RLe e RLm típico, A moderado e chernozêmico, textura média 

Areias Quartzosas RQo típico, A moderado 

Diamante SXe e SXd típico e vertissólico, A moderado, textura média/argilosa 

C = Cambissolo, E = Espodossolo, G = Gleissolo, L = Latossolo, M = Chernossolo, N = Nitossolo, P = 

Argissolo, R = Neossolo, S = Planossolo, X = Háplico, Y = Flúvico, SK = Ferrihumilúvico, A = Amarelo, VA = 

Vermelho Amarelo, V = Vermelho, T = Argilúvico, L = Litólico, Q = Quartzarênico, b = Tb, v = Ta, d = 

distrófico, e = eutrófico, o = órtico, f = férrico, m = chernossólico (EMBRAPA, 2013). 



 
 

46 
 

Tabela 17 ï Quantidade absoluta e relativa de observações de cada Unidade de Solo nas 

bases de dados de referência, após procedimentos de pré-processamento. 

Unidade de Solo 

Pontos de observação em 

campo 

Unidades de mapeamento de 

mapas convencionais 

Número (%) Número (%) 

Alto da Serra 2 1,04 - - 

Alva - - 645 0,06 

Areias Quartzosas 23 11,92 206.163 20,35 

Baguari 10 5,18 32.226 3,18 

Barão Geraldo 9 4,66 7.873 0,78 

Campestre - - 4.571 0,45 

Canela 5 2,59 15.227 1,50 

Contenda 1 0,52 - - 

Coqueiro 6 3,11 2.813 0,28 

Diamante 2 1,04 42 0,00 

Engenho 3 1,55 298 0,03 

Estruturada 5 2,59 3.672 0,36 

Hidromórficos 3 1,55 20.564 2,03 

Hortolândia 6 3,11 8.113 0,80 

Itaguaçu 5 2,59 162 0,02 

Itororó 1 0,52 - - 

Laranja Azeda 4 2,07 5.537 0,55 

Limeira 7 3,63 18.004 1,78 

Litólicos 10 5,18 46.296 4,57 

Monte Cristo 15 7,77 7.354 0,73 

Olaria - - 3.275 0,32 

Podzóis - - 428 0,04 

Ribeirão Preto 6 3,11 721 0,07 

Santa Cruz 7 3,63 83.756 8,27 

Santana - - 164 0,02 

São Lucas 3 1,55 12.546 1,24 

São Pedro 7 3,63 - - 

Serrinha 43 22,28 505.666 49,90 

Sete Lagoas 5 2,59 12.071 1,19 

Taquaraxim 2 1,04 8.414 0,83 

Tietê 2 1,04 - - 

Três Barras 1 0,52 6.728 0,66 

TOTAL  193 100% 1.013.329 100% 

4.3 Classificação Supervisionada 

 Para lidar com a grande quantidade de informações de treinamento extraídas das bases 

de dados de unidades de mapeamento convencional, a abordagem utilizada diferiu do 
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proposto por Silva et al. (2013), que utilizaram subamostragem aleatória de 50% dos dados e 

Hold-Out com 90% para treinamento e 10% para teste de modelos. Utilizando toda a base de 

dados pré-processada (1.013.329 instâncias) e Hold-Out com 2/3 para o treinamento e 1/3 

para teste dos modelos consegue-se ampliar a quantidade de informações para treinamento e 

teste, sem inviabilizar o procedimento de análise devido a limitações computacionais ou por 

tempo gasto na execução de algoritmos. 

4.3.1 Avaliação de procedimentos de pré-processamento 

4.3.1.1 Discretização 

Os melhores desempenhos utilizando as bases de dados sem qualquer tratamento (pré-

processamento) estiveram abaixo de 50% de acurácia. A discretização das curvaturas em 

perfil e em plano favoreceu o desempenho dos modelos gerados em todos os algoritmos 

avaliados. A utilização conjunta da variável preditiva declividade nas formas contínua e 

discreta (tipo de relevo) também favoreceu o desempenho dos classificadores. As variáveis 

ñdist©ncia até a rede de drenagemò e o ñ²ndice de umidade topográficaò (TWI) apresentaram 

melhor desempenho na forma contínua. Acréscimos, mesmo que pequenos, foram 

considerados na escolha (pré-seleção) do tipo de variável preditiva (contínua ou categórica). 

Com os procedimentos de discretização, na base de dados de unidades de mapeamento 

convencional e classificação em Unidades de Solo (matriz A) foram encontrados valores de 

exatidão em torno de 50% e índice Kappa entre 0,36 e 0,45, representando concordância 

razoável e boa dos modelos gerados. Os melhores resultados obtidos para a exatidão na base 

de dados de pontos de amostragem em campo e classificação em Unidades de Solo (matriz B) 

foram em torno de 20% e valores de índice Kappa encontrados abaixo de 0,20 indicam 

concordância ruim dos modelos gerados, conforme apresentado na Tabela 18. 

As médias ponderadas das taxas de verdadeiros positivos (sensitividade média) para os 

melhores modelos gerados, após procedimentos de discretização, pela base de dados de 

unidades de mapeamento convencional e classificação em Unidades de Solo (matriz A) foram 

maiores (entre 42% e 50%) que as encontradas para a base de dados de pontos de amostragem 

em campo classificados em Unidades de Solo (matriz B), com valores entre 14% e 23%, 

apresentados na Tabela 18. 
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A especificidade média das regras geradas pelos modelos após os procedimentos de 

discretização foi alta, indicada pelas baixas médias das taxas de falsos positivos, com valores 

entre 5% e 9%, veja a Tabela 18. 

Tabela 18 ï Melhores desempenhos de algoritmos após procedimentos de discretização. Base 

de dados de unidades de mapeamento convencional (matriz A) e de pontos de amostragem em 

campo (matriz B) classificadas em Unidades de Solo. Exatidão global = acurácia; TPR = 

média ponderada das taxas de verdadeiros positivos; FPR = média ponderada das taxas de 

falsos positivos. 

Unidades de 

mapeamento (A) 

Acurácia Erro  Precisão TPR FPR Kappa 

___________________________(%)_________________________ 

J48 50,19 49,81 48,10 50,20 5,50 44,70 

MLP 47,87 52,13 44,90 47,90 8,80 39,76 

Bayes Net 42,52 57,48 37,30 42,50 6,50 35,78 

Pontos de 

amostragem (B) 
___________________________(%)________________________ 

LibSVM 22,73 77,27 24,40 22,70 8,20 14,67 

Bayes Net 20,28 79,72 15,50 20,30 8,50 11,84 

FURIA 19,23 80,77 11,00 19,20 7,30 12,06 

Random Forest 18,88 81,12 18,10 18,90 6,80 12,19 

IBK 18,53 81,47 19,30 18,50 6,30 12,38 

J48 18,18 81,82 18,60 18,20 5,30 12,74 

MLP 14,34 85,66 14,10 14,30 6,40 8,00 

4.3.1.2 Seleção de Dados 

 A seleção de dados foi fundamental para a melhora dos modelos gerados pelos 

algoritmos avaliados. Na base de dados de unidades de mapeamento convencional e 

classificação em Unidades de Solo (matriz A) os valores de exatidão encontrados estiveram 

entre 66% e 78%, com índice Kappa entre 0,50 e 0,67, indicando concordância boa e muito 

boa dos modelos gerados conforme a Tabela 19. As informações inconsistentes que foram 

excluídas corresponderam às observações em unidades de mapeamento compostas. 

Na base de dados de pontos de amostragem em campo também foram encontradas 

informações inconsistentes correspondentes a inclusões em unidades de mapeamento, 
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observadas no levantamento convencional. Após a exclusão destas informações na base de 

dados de pontos de amostragem em campo classificada em Unidades de Solo (matriz B) 

foram obtidos valores de exatidão entre 25% e 35%. Os valores para o índice Kappa variaram 

entre 0,13 e 0,25, indicando concordância ruim e razoável dos modelos gerados na Tabela 19. 

Tabela 19 ï Melhores desempenhos dos algoritmos após discretização e seleção de dados. 

Base de dados de unidades de mapeamento convencional (matriz A) e de pontos de 

amostragem em campo (matriz B), classificadas em Unidades de Solo. Exatidão global = 

Acurácia; Precisão = precisão média ponderada; TPR = média ponderada das taxas de 

verdadeiros positivos; FPR = média ponderada das taxas de falsos positivos. 

Unidades de 

Mapeamento (A) 

Acurácia Erro  Precisão TPR FPR Kappa 

__________________________(%)______________________ 

Random Forest 78,13 21,87 77,70 78,10 12,80 67,0 

J.48 76,09 23,91 75,30 76,10 13,50 64,0 

MLP 71,64 28,36 71,00 71,60 15,70 57,0 

Bayes Net 65,75 34,25 65,00 65,70 15,30 50,0 

Pontos de 

amostragem (B) 

___________________________(%)______________________ 

FURIA 35,23 64,77 23,50 35,20 10,80 25,00 

LibSVM 32,64 67,36 27,50 32,60 9,70 22,99 

MLP 27,98 72,02 26,60 28,00 6,40 20,64 

K*  26,94 73,06 20,70 26,90 9,20 17,58 

Random Forest 25,91 74,09 22,10 25,90 8,80 17,24 

J.48 25,39 74,61 20,10 25,40 9,40 16,08 

Bayes Net 24,87 75,13 16,80 24,90 11,80 12,97 

As médias ponderadas das taxas de verdadeiros positivos (sensitividade média) para os 

modelos gerados pela base de dados de unidades de mapeamento convencional e classificação 

em Unidades de Solo (matriz A) foram maiores (entre 66% e 78%) que as encontradas para a 

base de dados de pontos de amostragem em campo classificados em Unidades de Solo (matriz 

B), que apresentou valores entre 25% e 35%, conforme a Tabela 19. 

As médias ponderadas das taxas de falsos positivos foram baixas no geral, com valores 

entre 6% e 16%. Os valores obtidos na base de dados de unidades de mapeamento 

convencional (matriz A) foram maiores que os encontrados para a base de dados de pontos de 

amostragem em campo (matriz B), classificadas em Unidades de Solo, veja a Tabela 19. 

Avaliando a seleção de dados, algumas informações mostraram-se inconsistentes para 

o aprendizado de máquina (HAN et al., 2011), pois diminuíram drasticamente o desempenho 

dos modelos avaliados na classificação supervisionada mesmo significando aumento da 
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quantidade de observações para treinamento, sendo portanto excluídas das bases de dados. 

Estas informações corresponderam às unidades de mapeamento compostas nas bases de dados 

provenientes de unidades de mapeamento convencional. São as informações que carregam 

maior impureza nas classes de solo e nos atributos preditivos devido à complexidade de sua 

composição. 

 Nas bases de dados de pontos de amostragem em campo as informações inconsistentes 

foram os pontos correspondentes a inclusões em unidades de mapeamento, além das 

informações de classes que ocorreram em uma única observação nos pontos de campo. As 

informações de inclusões não são utilizadas nos delineamentos dos mapas convencionais e 

não representam as classes predominantemente encontradas nas feições em que ocorrem. Já as 

informações de classes com apenas uma observação na base de dados não são úteis à ciência 

de dados, pois, ou entram nos dados de treinamento ou entram nos dados de teste de modelos, 

tornando a avaliação nesta classe impossível de ser realizada. 

4.3.1.3 Reamostragem (sub-amostragem, sobre-amostragem e balanceamento de classes) 

Os procedimentos de reamostragem não favoreceram o desempenho dos modelos 

gerados nos algoritmos avaliados. Para a base de dados de unidades de mapeamento 

convencional com classificação em Unidades de Solo (matriz A) ocorreu considerável perda 

de exatidão global e diminuição na precisão média e por classes à medida que a distribuição 

das Unidades de Solo se aproximou da distribuição completamente balanceada (1,0) (Tabela 

20). A reamostragem também não foi eficaz na melhora do desempenho dos classificadores 

na base de dados de pontos de amostragem em campo com classificação em Unidades de Solo 

(matriz B). As bases de dados sempre geraram modelos com melhor desempenho quando não 

submetidas a procedimentos de reamostragem.  

Os resultados dos balanceamentos de classe diferiram de Coelho et al. (2015) e Dias 

(2015), mas seguiram o padrão encontrado por Crivelenti et al. (2009) e Silva (2012), com 

queda no desempenho dos classificadores após balanceamento de classes (treinamento em 

classes com frequências iguais). Isso indica que a reamostragem foi prejudicial ao 

aprendizado de máquina e que relações preditivas importantes não foram consideradas pelos 

classificadores com este procedimento. A eventual melhora na predição de classes 

minoritárias após o balanceamento foi acompanhada da redução no desempenho global dos 

modelos (Tabela 20). 
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Tabela 20 ï Melhores desempenhos de algoritmos quanto à precisão por Hold-Out (2/3 treino 

e 1/3 teste) após sub-amostragem e sobre-amostragem (0,5), balanceamento de classes (1,0) e 

com reamostragem mantendo a distribuição original dos dados (0,0). Base de dados de 

unidades de mapeamento convencional e classificação em Unidades de Solo (matriz A). (*) = 

adimensional. 

 
Random Forest J.48 Bayes Net 

(1,0) (0,5) (0,0) (1,0) (0,5) (0,0) (1,0) (0,5) (0,0) 

 ________________ Precisão média ponderada (%) ____________ 

 72,10 75,80 76,50 68,80 71,40 71,70 40,68 61,46 65,00 

Unidade de 

Solo 
_________________ Precisão por Unidade de Solo (* ) ____________ 

Alva 0,131 0,206 0,394 0,098 0,128 0,372 0,041 0,159 0,756 

Areias Quartzosas 0,730 0,803 0,805 0,699 0,758 0,755 0,696 0,738 0,736 

Baguari 0,433 0,701 0,754 0,360 0,564 0,617 0,161 0,347 0,427 

Barão Geraldo 0,563 0,663 0,717 0,517 0,597 0,631 0,155 0,179 0,195 

Campestre 0,282 0,495 0,648 0,211 0,346 0,453 0,068 0,123 0,291 

Canela 0,761 0,803 0,782 0,709 0,740 0,731 0,501 0,558 0,589 

Coqueiro 0,205 0,455 0,746 0,147 0,260 0,378 0,036 0,061 0,077 

Diamante 0,500 0,429 0,000 0,231 0,292 0,000 0,000 0,000 0,000 

Engenho 0,071 0,127 0,231 0,042 0,079 0,072 0,041 0,071 0,067 

Estruturada 0,441 0,565 0,639 0,327 0,434 0,506 0,082 0,111 0,127 

Hidromórficos 0,423 0,587 0,646 0,406 0,523 0,570 0,269 0,330 0,356 

Hortolândia 0,666 0,680 0,699 0,577 0,585 0,584 0,289 0,320 0,380 

Itaguaçu 0,732 0,688 0,700 0,673 0,660 0,560 0,087 0,313 0,167 

Laranja Azeda 0,370 0,584 0,718 0,291 0,457 0,590 0,160 0,326 0,574 

Limeira 0,743 0,773 0,747 0,695 0,728 0,718 0,510 0,573 0,575 

Litólicos 0,371 0,614 0,653 0,300 0,481 0,525 0,187 0,368 0,467 

Monte Cristo 0,720 0,735 0,748 0,632 0,642 0,668 0,238 0,285 0,376 

Olaria 0,350 0,553 0,655 0,259 0,398 0,529 0,098 0,194 0,277 

Podzóis 0,053 0,121 0,250 0,038 0,045 0,083 0,027 0,056 0,000 

Ribeirão Preto 0,371 0,394 0,381 0,241 0,263 0,212 0,096 0,129 0,089 

Santa Cruz 0,461 0,680 0,699 0,420 0,581 0,589 0,321 0,463 0,486 

Santana 0,676 0,800 0,867 0,430 0,630 0,565 0,108 0,350 0,579 

São Lucas 0,144 0,341 0,526 0,113 0,199 0,277 0,049 0,063 0,054 

Serrinha 0,862 0,806 0,792 0,840 0,794 0,780 0,762 0,742 0,744 

Sete Lagoas 0,410 0,463 0,532 0,436 0,493 0,592 0,236 0,323 0,393 

Taquaraxim 0,587 0,666 0,774 0,516 0,585 0,674 0,363 0,418 0,449 

Três Barras 0,902 0,893 0,904 0,868 0,860 0,868 0,698 0,688 0,728 
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4.3.1.4 Seleção de variáveis 

 Os resultados obtidos para a seleção de variáveis mostrou que todas as variáveis 

preditivas foram importantes para os modelos gerados, ocorrendo diminuição no desempenho 

dos classificadores quando retirada qualquer variável preditiva nas bases de dados avaliadas. 

 O ranqueamento de variáveis pelos métodos do qui-quadrado (X
2
) e do ganho de 

informação apresentaram interpretações equivalentes, conforme exposto na Tabela 21. As 

variáveis em ordem decrescente quanto à importância preditiva foram: altitude, geologia, 

distância até a rede de drenagem, declividade, tipo de relevo, índice de umidade topográfica 

(TWI), curvatura em perfil e curvatura em plano. 

Tabela 21 ï Avaliação das variáveis preditivas quanto à importância preditiva, segundo os 

avaliadores baseados no ganho de informação e no qui-quadrado (X
2
). 

Variável preditiva  Ganho de Informação X
2 

Altitude 0,885 2.141.866 

Geologia 0,774 1.258.271 

Distância até a drenagem 0,219 270.550 

Declividade 0,108 168.237 

Tipo de relevo 0,074 74.552 

TWI 0,054 58.413 

Curvatura em perfil 0,049 45.768 

Curvatura em plano 0,028 23.355 

4.3.2 Avaliação de algoritmos 

A avaliação global dos modelos considerou os valores de acurácia (exatidão global), 

erro, precisão, média ponderada das taxas de verdadeiros positivos, média ponderada das 

taxas de falsos positivos e índice Kappa. A tabela 19, na avaliação dos procedimentos de pré-

processamento (seleção de dados), apresentou os melhores resultados da avaliação global dos 

algoritmos com melhor desempenho nas bases de dados extraídas de unidades de mapeamento 

dos mapas convencionais (matriz A) e de pontos de amostragem do solo em campo (matriz B) 

com classificações em Unidades de Solo. 
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 Na base de dados de unidades de mapeamento convencional e classificação em 

Unidades de Solo (matriz A) o algoritmo com melhor desempenho global foi o Random 

Forest, com abordagem de comitê de classificadores (Ensemble Method for Prediction) que 

gerou 20 árvores de decisão para a criação de modelos. O algoritmo J.48 (árvore de decisão) 

apresentou resultados de desempenho bastante próximos ao do Random Forest, porém sempre 

inferiores, enquanto os algoritmos MLP (Redes Neurais Artificiais) e Bayes Net (Redes 

Bayesianas) apresentaram os piores desempenhos, ainda assim, com índices Kappa de 0,57 e 

0,50 respectivamente, como apresentado na Tabela 19. 

Os resultados para os modelos gerados nas bases de dados de pontos de amostragem 

em campo não foram satisfatórios. Os melhores resultados foram obtidos utilizando os 

algoritmos ñFURIAò, de classifica­«o ñFuzzyò e o algoritmo LibSVM, de máquinas de vetor 

suporte, com índices Kappa de 0,25 e 0,23, respectivamente, apresentados na Tabela 19. 

 A abordagem de Comitê (Ensemble Method) na classificação supervisionada 

apresentou os modelos com os melhores desempenhos conforme obtido por Dias et al. (2016), 

mostrando-se bastante relevante na modelagem para mapeamento pedológico, superando os 

resultados obtidos utilizando árvores de decisão com algoritmo J.48 (QUINLAN, 1992). 

Dentro desta abordagem, a utilização do Bootstrap Aggregating (Bagging) com o algoritmo 

Random Forest (BREIMAN, 2001) apresenta vantagens devido à combinação de 

classificadores (ZHOU, 2012). 

 A precisão por classes foi avaliada buscando-se conseguir alguma diferenciação entre 

o desempenho dos modelos para cada classe de treinamento. Porém, os resultados mostram 

que a precisão por classes acompanhou avaliação global dos modelos na base de dados de 

unidades de mapeamento convencional e classificação em Unidades de Solo (matriz A), como 

mostrado na Tabela 22. 

No geral, algoritmos com melhor desempenho global apresentaram também melhor 

desempenho na precisão por classes de treinamento. As exceções ocorreram nas unidades 

Campestre e Baguari, onde a precisão pelo algoritmo MLP foi maior que a obtida pelo J.48. 

Da mesma forma, nas unidades Sete Lagoas, Engenho, Alva e Diamante o modelo gerado 

pelo algoritmo J.48 apresentou melhor desempenho por classes que o modelo gerado pelo 

Random Forest. A precisão nas unidades Itaguaçu, Santana e Alva foi maior no modelo 
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gerado pelo algoritmo Bayes Net do que pelo MLP, no qual obtiveram precisão nula. A 

unidade São Lucas apresentou melhor precisão no modelo gerado pelo MLP (Tabela 22). 

Tabela 22 ï Melhores desempenhos quanto à precisão dos algoritmos avaliados por Hold-Out 

em cada Unidade de Solo para a base de dados de unidades de mapeamento convencional com 

classificação em Unidade de Solo (matriz A). 

Unidade de Solo 
Random 

Forest 
J48 MLP  Bayes Net 

Alva 0,411 0,550 0,000 0,806 

Areias quartzosas 0,826 0,809 0,760 0,736 

Baguari 0,778 0,708 0,709 0,441 

Barão Geraldo 0,726 0,670 0,510 0,205 

Campestre 0,678 0,552 0,644 0,276 

Canela 0,800 0,749 0,624 0,591 

Coqueiro 0,744 0,612 0,000 0,000 

Diamante 0,333 0,600 0,000 0,000 

Engenho 0,000 0,083 0,000 0,000 

Estruturada 0,687 0,586 0,487 0,120 

Hidromórficos 0,656 0,625 0,419 0,356 

Hortolândia 0,727 0,645 0,582 0,376 

Itaguaçu 0,721 0,596 0,000 0,154 

Laranja Azeda 0,728 0,640 0,689 0,578 

Limeira 0,758 0,751 0,587 0,586 

Litólicos 0,700 0,640 0,559 0,477 

Monte Cristo 0,783 0,694 0,621 0,375 

Olaria 0,693 0,585 0,425 0,322 

Podzóis 0,667 0,200 0,000 0,000 

Ribeirão Preto 0,494 0,338 0,000 0,075 

Santa Cruz 0,718 0,695 0,643 0,489 

Santana 0,947 0,735 0,000 0,481 

São Lucas 0,574 0,409 0,804 0,067 

Serrinha 0,792 0,781 0,753 0,742 

Sete Lagoas 0,566 0,635 0,624 0,412 

Taquaraxim 0,790 0,714 0,602 0,453 

Três Barras 0,911 0,889 0,781 0,733 

Algumas classes com menor ocorrência nas bases de dados de treinamento foram mais 

bem preditas por modelos de menor desempenho global, entretanto, o ganho de desempenho 

nessas classes individuais não foi significativamente grande para melhora do desempenho 

global dos modelos gerados pelos diferentes algoritmos. Este fato pode ser devido ao 

predomínio de algumas classes de treinamento na área de referência, conferindo grande peso a 
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pequenas quedas de desempenho nessas classes majoritárias. A elevada precisão na maioria 

das classes preditas nas bases de dados de unidades de mapeamento convencional indica alto 

poder preditivo dos modelos testados na área de referência. 

 O detalhamento do desempenho por classes para a base de dados de pontos de 

amostragem em campo (matriz B) revelou que quase a totalidade das classes preditas obteve 

valores nulos nos parâmetros avaliados, não gerando modelos consistentes nas abordagens 

testadas. 

Ao contrário do esperado por Silva et al. (2013), o treinamento utilizando observações 

pontuais de solo em campo não representou aumento na exatidão dos modelos para 

mapeamento pedológico digital. Mesmo após os procedimentos de pré-processamento 

avaliados, as bases de dados de pontos de amostragem em campo não geraram modelos 

aceitáveis. Excluídas as informações inconsistentes identificadas conforme Coelho et al. 

(2015) (inclusões em unidades de mapeamento), nas três folhas 1:50.000 utilizadas como área 

de referência, o total de 193 pontos de amostragem em campo não foram eficazes na geração 

de modelos para mapeamento pedológico digital. 

A mineração de dados parte do princípio que existe uma quantidade razoável de 

observações de treinamento para que regras de classificação possam ser inferidas com 

coerência (WITTEN et al., 2016), então, a quantidade de pontos de amostragem em campo, 

coletados e analisados na elaboração dos mapas pedológicos convencionais semidetalhados da 

área de referência escolhida, não foi suficiente para a geração de modelos para mapeamento 

pedológico digital por mineração de dados. 

Além disso, a estratégia de expansão da base de dados de observações em campo, 

empregada por Dias et al. (2016) (resolução espacial de 8.100m
2
), não foi adequada ao 

presente estudo. Utilizando resolução espacial de 900 m², a ampliação das observações 

pontuais para 8.100 m² (pixel central mais oito pixels adjacentes) acarretou a incorporação de 

instâncias idênticas (quanto à classe de treinamento e aos atributos preditivos) nas bases de 

dados. Estas observações idênticas são utilizadas no treinamento e no teste dos modelos, 

apresentando acurácia extremamente elevada (acima de 95%) revelando tendenciosidade e 

sobre-ajuste (overfitting) dos modelos, sendo então considerada uma avaliação inconsistente. 

 O fato de as bases de dados de pontos de amostragem em campo, coletados e 

analisados na elaboração dos levantamentos convencionais para a área de referência, não 
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terem sido eficazes para gerar modelos confiáveis por classificação supervisionada indica que 

o número de observações não foi suficiente, e ainda que, não foi possível a transferência do 

conhecimento sobre a distribuição dos solos para os modelos. As relações solo-paisagem 

(HUDSON, 1992), citadas por Coelho et al. (2015) como necessárias aos delineamentos no 

mapeamento convencional, são importantes na modelagem pedológica por mineração de 

dados sendo parcialmente transferidas para os modelos gerados pelos algoritmos nas bases de 

dados de unidades de mapeamento convencional. As relações solo-paisagem são parcialmente 

representadas pelas regras de classificação utilizadas pelos modelos. 

4.3.3 Avaliação nos níveis categóricos do SiBCS 

 Quanto aos níveis categóricos do SiBCS (Subordem, Grande Grupo e Subgrupo), 

houve pouquíssima diferença entre valores de exatidão ou índice Kappa encontrados para as 

bases de dados de unidades de mapeamento convencional (C, E e G). A pequena diminuição 

no desempenho seguiu o aumento de detalhe do nível categórico, com exceção ao algoritmo 

MLP (Redes Neurais Artificiais) que apresentou melhor desempenho com a classificação no 

3° nível categórico do SiBCS (Grande Grupo), como observado na Tabela 23. 

Tabela 23 ï Melhores desempenhos dos algoritmos avaliados por Hold-Out (2/3 treino e 1/3 

teste) nas bases de dados de unidades de mapeamento convencional e avaliados por validação 

cruzada (Cross-Validation, 10 Folds) nas bases de dados de pontos de amostragem em 

campo, com classificações no 2°, 3° e 4° níveis categóricos do SiBCS. 

Unidades de 

mapeamento  

(C, E e G) 

Acurácia nos níveis do SiBCS Kappa nos níveis do SiBCS 

2° 3° 4° 2° 3° 4° 

___________________________ (%) ________________________ 

Random Forest 78,69 78,61 78,18 67,90 67,81 67,42 

J48 76,77 76,62 76,25 65,00 64,89 64,57 

MLP 71,74 72,22 71,45 57,42 57,78 57,42 

Bayes Net 66,71 66,37 65,84 51,28 50,86 50,42 

Pontos de 

amostragem 

(D, F e H) 

__________________________ (%) _________________________ 

Bayes Net 41,45 33,16 27,46 30,28 22,08 16,5 

FURIA 40,93 35,23 35,23 28,66 23,60 25,42 

LibSVM 38,34 27,98 32,12 27,20 16,54 22,69 

Random Forest 36,79 31,09 29,01 25,68 21,10 20,30 

IBK 36,79 26,42 26,94 24,56 13,12 15,96 

J48 32,64 24,35 26,94 20,77 12,79 18,25 

MLP 28,50 25,39 26,94 17,98 15,94 19,59 
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Os resultados obtidos para a média ponderada das taxas de verdadeiros positivos em 

cada classe pelo algoritmo de melhor desempenho na base de dados de unidades de 

mapeamento convencional e classificação no 4º nível do SiBCS (matriz G) foi de 78,18%, 

indicando boa sensitividade média (chance média de o classificador acertar em determinada 

classe), veja a Tabela 24. A média ponderada das taxas de falsos positivos foi de 12,80% 

indicando que as regras de classificação apresentam também boa especificidade média 

(chance média de o classificador errar em determinada classe) devido ao baixo número de 

ocorrência de falsos positivos, como apresentado na Tabela 24. 

Os menores valores obtidos para a sensitividade ocorreram para os 

ñPLANOSSOLOSò, ñESPODOSSOLOSò, ñCHERNOSSOLOSò, ñLATOSSOLOS 

VERMELHO-AMARELOS e AMARELOS psam²ticosò, e ñLATOSSOLOS VERMELHOS 

Eutrof®rricosò. As regras criadas para as demais classes apresentaram boa sensitividade, os 

melhores resultados obtidos foram para as classes ñARGISSOLO VERMELHO-AMARELO 

e AMARELO Distróficos e Eutróficos arênicos abrúpticos com A moderado e fraco e textura 

arenosa/m®diaò e a classe ñLATOSSOLO AMARELO Distr·fico ¼mbrico com textura 

m®diaò, com valores de sensitividade iguais a 0,902. Em seguida as melhores sensitividades 

foram para as classes ñLATOSSOLO VERMELHO Distr·fico t²pico de textura argilosa e 

muito argilosaò, ñARGISSOLO VERMELHO e VERMELHO-AMARELO Distrófico típico 

com A moderado e texturas m®dia e m®dia/argilosaò, ñNITOSSOLO HĆPLICO Eutr·fico 

chernoss·lico com textura m®dia/argilosaò e a classe ñNEOSSOLO QUARTZARąNICO 

Órtico t²picoò, apresentado na Tabela 24. 

O alto desempenho do modelo gerado pelo algoritmo Random Forest (BREIMAN, 

2001) na base de dados de unidades de mapeamento convencional e classificação no 4º nível 

do SiBCS (matriz G) indica que a abordagem utilizada tem grande potencial para a produção 

de mapas pedológicos digitais compatíveis, em relação à confiabilidade e ao nível categórico 

da legenda, com os níveis de levantamento de reconhecimento de média e alta intensidade 

(IBGE, 2015). 
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Tabela 24 ï Desempenho por classes do algoritmo Random Forest. Base de dados de 

unidades de mapeamento convencional e classificação no 4° nível do SiBCS (matriz G). VP = 

taxa de verdadeiros positivos; FP = taxa de falsos positivos; COR = área abaixo da curva 

COR. 

VP FP Precisão COR Classe 

0,701 0,001 0,811 0,972 
CXbd e CXbe típicos, A moderado e proeminente, textura 

média e argilosa 

0,683 0,006 0,578 0,990 
CYbd e CYbe típicos, A moderado e proeminente, textura 

argilosa e média 

0,000 0,000 0,000 0,707 ESKo típico, textura arenosa/média 

0,601 0,006 0,663 0,973 
GXvd, GXve, GXbd e GXbe típicos, A moderado e 

proeminente, textura argilosa 

0,180 0,002 0,564 0,860 LAd e LVAd psamíticos, A moderado 

0,902 0,001 0,922 0,997 LAd úmbrico, textura média 

0,300 0,000 0,770 0,903 LVAd psamítico e típico, A moderado e fraco, textura média 

0,617 0,001 0,739 0,965 LVAd típico, A moderado, textura média 

0,850 0,005 0,759 0,994 LVd típico, A moderado, textura argilosa e muito argilosa 

0,617 0,002 0,737 0,986 LVd típico, A moderado, textura média 

0,682 0,002 0,738 0,987 LVdf típico, A moderado, textura argilosa e muito argilosa 

0,212 0,000 0,607 0,913 LVef típico, A moderado, textura argilosa ou muito argilosa 

0,010 0,000 0,143 0,743 MTf e MTo típicos, textura argilosa 

0,611 0,000 0,733 1,000 
NVdf latossólico, A moderado, textura argilosa ou muito 

argilosa 

0,546 0,001 0,655 0,964 
NVef e NVdf típicos, A moderado, textura argilosa e muito 

argilosa 

0,527 0,001 0,669 0,943 NXd típico, A moderado, textura argilosa e muito argilosa 

0,759 0,000 0,837 0,991 NXe chernossólico, textura média/argilosa 

0,707 0,002 0,763 0,988 
PVAd e PVAe abrúpticos e arênico abrúpticos, A moderado, 

textura arenosa/média e média/argilosa 

0,572 0,000 0,490 0,998 PVAd e PVAe abrúpticos, A moderado, textura arenosa/média 

0,571 0,021 0,714 0,931 
PVAd e PVAe abrúpticos, A moderado, textura 

média/argilosa, média/muito argilosa e argilosa/muito argilosa 

0,604 0,006 0,769 0,943 
PVAd e PVAe típico e abrúpticos, A moderado, textura média 

e média/argilosa 

0,902 0,235 0,793 0,907 
PVAd, PVAe, PAd e PAe arênicos abrúpticos, A moderado e 

fraco, textura arenosa/média 

0,836 0,003 0,788 0,994 
PVd e PVAd típicos, A moderado, textura média e 

média/argilosa 

0,412 0,001 0,677 0,947 
PVe nitossólico e NVe típico, A moderado, textura 

argilosa/muito argilosa 

0,518 0,011 0,702 0,916 
RLe e RLm típicos, A moderado e chernozemico, textura 

média 

0,757 0,040 0,829 0,956 RQo típico, A moderado 

0,000 0,000 0,000 0,964 
SXe e SXd típicos e vertissólicos, A moderado, textura 

média/argilosa 

0,782 0,128 0,777 0,929 Média Ponderada 
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4.4 Validação dos mapas pedológicos digitais 

 Os pontos de observação em campo para validação foram obtidos de uma base de 

dados pré-existente, portanto, nem todas as classes preditas foram contempladas nas 

observações para validação devido ao baixo número de observações. Por isso, a validação dos 

mapas apresentou menos classes do que aquelas presentes nos mapas digitais. 

 A exatidão global para o mapa predito pelo algoritmo Random Forest na base de 

dados de unidades de mapeamento e classificação em Unidade de Solo (matriz A) para a folha 

Itirapina (1:50.000) foi de 74,07%. O índice Kappa (exatidão excluindo os efeitos casuais) foi 

0,62 indicando concordância muito boa no mapa pedológico digital criado, veja a Tabela 25. 

 A exatidão do produtor apresentou valores entre 0,50 e 1,00. A exatidão do usuário 

apresentou valores entre 0,57 e 1,00. A Tabela 25 apresenta os valores dos parâmetros 

avaliados na validação do mapa pedológico digital para a folha Itirapina, veja a Figura 12. 

Tabela 25 ï Validação das classes de solo preditas pelo modelo com melhor desempenho. 

Folha Itirapina (1:50.000). Base de dados de unidades de mapeamento convencional e 

classificação em Unidade de Solo (matriz A). Algoritmo Random Forest. 

 

 
(1) (2) (3) (4) (5) (6) TOTAL ex. usuário 

Areias Quartzosas (1) 4 0 1 0 2 0 7 0,57 

Barão Geraldo (2) 0 0 0 0 0 0 0 - 

Li tólicos (3) 0 0 0 0 0 0 0 - 

Monte Cristo (4) 0 0 0 2 0 0 2 1,00 

Serrinha (5) 1 0 0 0 2 0 3 0,67 

Três Barras (6) 0 1 1 1 0 12 15 0,80 

TOTAL 5 1 2 3 4 12 27 TOTAL 

ex. produtor 0,80 - - 0,67 0,5 1,0 20 Acertos 

ex. global = 74,07%        Kappa = 62,00%   



 
 

 
 

 

Figura 12 ï Mapa pedológico digital para a folha Itirapina, predito pelo modelo criado com o algoritmo Random Forest. Base de dados de 

unidades de mapeamento convencional e classificação em Unidades de Solo (matriz A). 
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A validação do mapa pedológico digital para a folha Itirapina, pelo modelo de melhor 

desempenho com o algoritmo Random Forest, mostrou que é possível a criação de mapas 

pedológicos digitais com confiabilidade (exatidão global) em torno de 80%, compatível com 

os levantamentos em nível de reconhecimento de alta intensidade (IBGE, 2015),  

 Na validação do mapa pedológico digital produzido por base de dados balanceada, 

com o algoritmo Random Forest na folha Itirapina, houve grande perda na qualidade do mapa 

gerado (cerca de 12% na exatidão global e no índice Kappa), ver a Tabela 26, se comparada 

aos resultados da Tabela 25, mesmo que, na avaliação dos modelos essa diminuição tenha 

sido de apenas cerca de 4%, veja a Tabela 19. 

Tabela 26 ï Validação das classes de solo preditas pelo modelo com melhor desempenho em 

classes balanceadas. Folha Itirapina (1:50.000). Base de dados de unidades de mapeamento 

convencional e classificação em Unidade de Solo (matriz A). Algoritmo Random Forest. 

 
(1) (2) (3) (4) (5) (6) TOTAL ex. usuário 

Areias Quartzosas (1) 6 0 0 1 0 0 7 0,3 

Barão Geraldo (2) 0 0 0 0 0 0 0 0 

Canela (3) 1 3 0 0 1 2 7 0 

Litólicos (4) 0 0 0 0 0 0 0 0 

Monte Cristo (5) 0 0 0 0 2 0 2 0,1 

Três Barras (6) 0 1 0 1 1 12 15 0,6 

TOTAL 7 4 0 3 4 14 32 TOTAL 

ex. produtor 0,86 0 - 0 0,50 0,86 20 Acertos 

ex. global = 62,50%   Kappa = 49,27%   

 Com a elaboração das unidades de mapeamento para o mapa pedológico digital 

(Figura 12) houve pequena queda na exatidão global (-1,34%), mostrada pela matriz de 

validação após a criação de unidades de mapeamento (Unidades de Solo da base de dados A) 

simples ou compostas por até três componentes, como na Tabela 27. Porém, com a 

generalização ocorreu maior quantidade de observações para validação feita nos polígonos 

criados (unidades de mapeamento), ocorrendo maior número de acertos que resultou na 

elevação de 2% no valor do índice Kappa na Tabela 27, comparado ao obtido na Tabela 25. 
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Tabela 27 ï Validação das unidades de mapeamento criadas para o mapa pedológico digital 

da folha Itirapina (1:50.000). Base de dados de unidades de mapeamento convencional e 

classificação em Unidades de Solo (matriz A). Algoritmo Random Forest. 

 
(1) (2) (3) (4) (5) TOTAL ex. usuário 

Canela (1) 2 3 0 0 2 7 0,28 

Monte Cristo (2) 0 2 0 0 0 2 1,00 

Areias Quartzosas (3) 0 0 5 2 0 7 0,71 

Serrinha (4) 0 0 1 2 0 3 0,67 

Três Barras (5) 0 1 0 0 13 14 0,93 

TOTAL 2 6 6 4 15 33 TOTAL 

ex. produtor 1 0,33 0,83 0,5 0,87 24 Acertos 

ex. global = 72,73% Kappa =  64,00% 
    

4.5 Mapas pedológicos digitais de reconhecimento de alta intensidade (1:50.000) 

 A Figura 12 mostra o mapa pedológico digital elaborado para a área de validação 

(folha Itirapina 1:50.000) pelo modelo de melhor desempenho (Random Forest) na base de 

dados de unidades de mapeamento convencional e classificação em Unidades de Solo. As 

unidades de mapeamento do mapa digital apresentam unidades simples e compostas por até 

três componentes, embora as informações preditas a cada pixel tenham sido mantidas na 

simbologia (cores) do arquivo Raster. A legenda apresenta a compatibilidade entre as 

Unidades de Solo e o 4º nível categórico do SiBCS (Subgrupo), acrescido do tipo de 

Horizonte A e grupamento textural (Figura 12). 

Na Figura 13 é mostrado o mapa pedológico digital elaborado para a folha Barra 

Bonita (1:50.000) pelo modelo de melhor desempenho (Random Forest) na base de dados de 

unidades de mapeamento convencional e classificação em Unidades de Solo (matriz A). As 

unidades de mapeamento do mapa digital apresentam unidades simples e compostas por até 

três componentes. A legenda apresenta a compatibilidade entre as Unidades de Solo e o 4º 

nível categórico do SiBCS (Subgrupo), acrescido do tipo de Horizonte A e grupamento 

textural (Figura 13). 

A Figura 14 mostra o mapa pedológico digital elaborado para a folha Santa Maria da 

Serra (1:50.000) pelo modelo de melhor desempenho (Random Forest) na base de dados de 

unidades de mapeamento convencional e classificação em Unidades de Solo (matriz A). As 
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unidades de mapeamento do mapa digital apresentam unidades simples e compostas por até 

três componentes. A legenda apresenta a compatibilidade entre as Unidades de Solo e o 4º 

nível categórico do SiBCS (Subgrupo), acrescido do tipo de Horizonte A e grupamento 

textural (Figura 14). 

A Figura 15 mostra o mapa pedológico digital elaborado para a folha Anhembi 

(1:50.000) pelo modelo de melhor desempenho (Random Forest) na base de dados de 

unidades de mapeamento convencional e classificação em Unidades de Solo (matriz A). As 

unidades de mapeamento do mapa digital apresentam unidades simples e compostas por até 

três componentes. A legenda apresenta a compatibilidade entre as Unidades de Solo e o 4º 

nível categórico do SiBCS (Subgrupo), acrescido do tipo de Horizonte A e grupamento 

textural (Figura 15). 



 
 

 

 

Figura 13 ï Mapa pedológico digital para a folha Barra Bonita, predito pelo modelo criado com o algoritmo Random Forest. Base de dados de 

unidades de mapeamento convencional e classificação em Unidade de Solo (matriz A).  



 
 

 

 

Figura 14 ï Mapa pedológico digital para a folha Santa Maria da Serra, predito pelo modelo criado com o algoritmo Random Forest. Base de 

dados de unidades de mapeamento convencional e classificação em Unidade de Solo (matriz A).  






















