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Predição de classes de solo por atributos do meio físico e de sensoriamento remoto 

em área da bacia sedimentar do São Francisco. 

 

 

RESUMO 

 

A demanda por mapeamentos de solo é permanente. Porém, seu método de elaboração 

tradicional não permite rápidas execuções e baixo custo. O mapeamento digital pretende 

otimizar este processo já que utiliza informações disponíveis de variáveis auxiliares 

para predizer classes ou propriedades dos solo. O trabalho objetivou gerar mapas 

pedológicos digitais por meio de algoritmos de mineração de dados treinados em 

observações de solo no campo. Para tanto, foram elaboradas matrizes de dados 

considerando diferentes combinações de variáveis do meio físico e índices derivados de 

imagem de sensor remoto orbital para a predição das classes de solo em dois níveis 

categóricos taxonômicos. Verificou-se o desempenho dos algoritmos de aprendizado de 

máquina J48 (árvores de decisão), Random Forest (ensemble method) e MLP (redes 

neurais) associados a procedimentos de discretização, balanceamento de classes, 

ordenamento para seleção de variáveis e expansão do conjunto de treinamento por 

reamostragem em menor resolução para definição dos modelo preditivos de maior 

acurácia. A partir da definição dos modelos foram gerados os mapas pedológicos 

digitais em Sistema de Informação Geográfica (SIG) que foram validados por meio de 

matrizes de erro cujos pontos de referência foram classificados em campo. Não só o 

balanceamento de classes contribuiu grandemente para elevar a acurácia dos modelos, 

como também as matrizes discretas por frequências iguais e o algoritmo Random Forest 

apresentaram melhor desempenho na maioria dos casos. As variáveis geologia e altitude 

foram determinantes para todos os modelos em que foram consideradas. Por sua vez, 

curvatura planar e NDVI foram consideradas de baixo poder preditivo das classes de 

solo na área de estudo. Os mapas com classes de solo em nível de subordem mostraram-

se mais confiáveis e menos fragmentados que os mapas com classificação em nível mais 

baixo. A expansão do conjunto de treinamento com aumento da representatividade da 

observação de campo reduziu a acurácia dos mapas ao considerar maior homogeneidade 

pedológica que a existente. O método adotado para gerar os mapas digitais mostrou-se 

uma alternativa vantajosa ao uso de regras de classificação pela possibilidade de 

predição de  todos os pixels da área. Os índices derivados da imagem de sensor remoto 

orbital não contribuíram para elevar a acurácia na predição de classes de solo nas áreas 

planas como era esperado. O treinamento dos modelos preditivos por observações de 
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solo em campo mostrou-se alternativa viável ao gerar mapas com valores de acurácia 

próximos àqueles treinados em mapas tradicionais preexistentes. No entanto, apresenta 

elevada demanda operacional. 

 

Palavras-chave: Mapeamento digital de solos, mineração de dados, modelos 

preditivos, acurácia. 
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Soil classes prediction using terrain and remote sensing attributes in an area of the 

São Francisco sedimentary basin. 

 

 

ABSTRACT 

 

There is continuous demand for soil maps. Traditional methods to implement soil 

surveys do not allow for fast execution and low costs.  Digital soil mapping intend to 

optimize the production of soil maps by using ancillary data to predict soil properties 

and classes. This work aimed at producing pedological soil maps by using data mining 

algorithms trained on soil field observations. Data matrices of different combinations of 

terrain variables and indexes derived from orbital remote sensing were created to predict 

soil classes in two taxonomy hierarchic levels. Model performance was verified on J48 

(decision trees), Random Forest (ensemble method) and MLP (artificial neural 

networks) machine learning algorithms, associated with discretization procedures, class 

balancing, variable selection by ranking and training set expansion by resampling  for 

lower resolution to obtain greater accuracy predictive models. After model selection, 

digital pedological maps were generated on Geographical Information Systems (SIG) 

and were validated by error matrices in which reference data were soil identified in the 

field (field truth). Class balancing, matrix discretization by equal frequency and data 

analysis by Random Forest algorithm were the most frequent and effective methodology 

combination to produce the highest accuracy maps. Lithology and elevation were 

effective predictive variables for all models they were included at. On the other hand, 

planar curvature and NDVI were considered as having low effectiveness to predict soil 

classes. The maps with soil classes at suborder level proved more reliable and less 

fragmented than the maps at  lower hierarchical taxonomy level. Expansion of training 

set  by increasing representativeness of each field observation reduced map accuracy, 

since it considered a greater pedological homogeneity than the actual soil field 

homogeneity. The adopted method to generate digital maps proved to be an 

advantageous alternative to the use of classification rules, since it predicts classes for all 

pixels of the map. Indexes derived from remote sensing did not contribute to improve 

soil classes prediction accuracy in flat areas, as expected. The training of predictive 

models by field observations showed itself to be a feasible alternative to generate maps 

with accuracy values close to those trained in preexisting traditional maps. However, it 

presents high operational demands, similar to those of traditional soil maps. 



xiv 
 

Keywords: Digital soil mapping, data mining, predictive models, accuracy.
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1 INTRODUÇÃO 

 

Um levantamento pedológico é um prognóstico da distribuição geográfica dos solos 

como corpos naturais, determinada por um conjunto de relações e propriedades 

observáveis na natureza, cujo levantamento identifica solos que passam a ser 

reconhecidos como unidades naturais e prevê e delineia suas áreas em um mapa em 

termos de classes de solo (EMBRAPA, 1995). 

A execução de mapeamentos de solo no território nacional é uma demanda 

permanente das instituições de pesquisa e órgãos de planejamento por ser uma 

importante ferramenta para o uso e ocupação racional das terras, desde que os produtos 

estejam em escalas adequadas (MENDONÇA-SANTOS & SANTOS, 2003). Apesar 

disso, os recursos financeiros destinados aos mapeamentos de solo no Brasil vêm 

diminuindo muito, bem como o número de profissionais capacitados a realizar essa 

tarefa, sendo poucas as áreas do território que apresentem mapas em média escala 

(1:100.000 e 1:50.000) (CHAGAS et al., 2010).  

No entanto, o método tradicional demanda custo elevado e tempo. Em todo o 

mundo, novas possibilidades tecnológicas vêm sendo investigadas para o levantamento 

de solos cuja principal manifestação é a produção de mapas digitais que diminuam a 

necessidade de trabalhos de campo e análise laboratorial posterior (McBRATNEY et 

al., 2003).  

Como principal aplicação dessa abordagem está a predição das classes e 

propriedades de solos por meio de modelos matemáticos e o mapeamento digital dos 

resultados de forma contínua e espacial (McBRATNEY et al., 2003). 

Mais recentemente, o mapeamento digital de solos (MDS) tem experimentado um 

rápido desenvolvimento de métodos novos e econômicos devido principalmente à 

crescente disponibilidade de mapas auxiliares, destacando o uso das imagens de 

sensoriamento remoto orbital e os atributos do terreno derivados de modelos digitais de 

elevação (DOBOS et al., 2000). 

A aplicação das técnicas de MDS depende do objetivo e do detalhe pretendidos para 

o mapeamento, visto que o uso final da informação do levantamento de solo determina a 

exatidão necessária. Consequentemente, estas não podem ser aplicadas para qualquer 

situação sem que se considere as necessidades específicas e a conveniência das 

hipóteses inerentes de cada técnica (McBRATNEY et al., 2000). 
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Ainda não há um conhecimento sistematizado sobre a variabilidade espacial do solo  

e, em especial, para o MDS diversas possibilidades metodológicas carecem de 

experimentação. Além disso, é essencial que se forneçam critérios sólidos e racionais 

que justifiquem a continuidade dos financiamentos de projetos de MDS no Brasil 

(ROSA, 2012). 

Portanto, o presente estudo foi realizado visando contribuir com o desenvolvimento 

metodológico do MDS no que diz respeito as variáveis preditivas, aos algoritmos de 

classificação, ao nível de detalhamento e a forma de validação dos mapas. 

 

 

HIPÓTESES 

 

a) A litologia discriminada por formações geológicas é variável determinante no MDS 

de áreas com geologia diversificada composta predominantemente por pelitos e 

metapelitos. 

b) Mapas pedológicos digitais cujas unidades mapeadas representam classes de solo em 

segundo nível categórico têm maior confiabilidade que os mapas com classes de solo 

em quarto nível acrescidos da textura. 

 

c) Em áreas aplainadas em que variáveis do relevo têm pequena diferenciação, variáveis 

derivadas de imagem de sensor remoto orbital através da razão de diferentes bandas 

espectrais são mais eficientes na predição de classes de solo. 

d) A validação de mapas pedológicos digitais cujo modelo preditivo foi treinado em 

observações de solo no campo atinge valores de acurácia equivalentes àqueles treinados 

em mapas tradicionais preexistentes. 
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OBJETIVO GERAL 

 

Produzir mapas pedológicos digitais com confiabilidade conhecida, a partir da 

aplicação de algoritmos classificadores em matrizes de dados compostas por diferentes 

combinações de variáveis preditivas. 

 

 

OBJETIVOS ESPECÍFICOS  

 

a) Elaborar mapas pedológicos digitais em área localizada na bacia sedimentar do São 

Francisco no norte do estado de Minas Gerais. 

b) Avaliar a confiabilidade dos mapas produzidos por meio da validação de campo. 

c) Verificar quais variáveis utilizadas têm maior capacidade para discriminar e predizer 

as classes de solo em diferentes condições de relevo. 

d) Comparar os mapas de solos obtidos por mapeamento digital de solos com o  mapa 

produzido pelo método tradicional.  

e) Avaliar a associação entre generalização taxonômica e acurácia dos mapas digitais. 
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2 REVISÃO DE LITERATURA 

 

2.1 Os levantamentos de solo por métodos tradicionais  

 

Os trabalhos de levantamento de solos no país foram iniciados em 1935, 

provenientes da Seção de Agrogeologia do Instituto Agronômico de Campinas – IAC, 

posteriormente chamada de Seção de Pedologia e atual Centro de Pesquisa e 

Desenvolvimento de Solos e Recursos Ambientais. O “Esboço Agro-geológico do 

Estado de São Paulo” publicado em 1945, é o que se constitui como primeiro mapa de 

solos elaborado no país (LARACH, 1997). 

Já na década de 50, o Instituto Agronômico de Campinas realizou o trabalho 

“Observações gerais sobre os grandes tipos de solos do Estado de São Paulo”, publicado 

em 1951 pela Revista Bragantia (PAIVA NETTO et al., 1951), trabalho no qual a 

geologia era utilizada como característica distintiva das classes de solos (LARACH, 

1997). 

Outro marco importante foi em 1959 devido a apresentação no Congresso da 

Sociedade Brasileira de Ciência do Solo realizado na cidade de Piracicaba, do 

“Levantamento de reconhecimento dos solos do Estado de São Paulo” onde foram 

utilizadas concepções de unidade taxonômica e de mapeamento conforme o Soil Survey 

Manual. Este pode ser considerado o primeiro trabalho em nível estadual onde o solo 

foi tratado sob a concepção realmente pedológica, resultante das ações combinadas de 

fatores de formação e identificáveis em classes distintas segundo critérios taxonômicos 

(OLIVEIRA, 1988). 

A partir de 1975, a Seção de Pedologia (antiga Seção de Agrogeologia) do Instituto 

Agronômico iniciou um programa sistemático de levantamento semidetalhado dos solos 

do Estado (1: 100.000) que foi parcialmente subvencionado pela Empresa Brasileira de 

Pesquisa Agropecuária (EMBRAPA) (OLIVEIRA, 1988). 

Com a criação da “Comissão de Solos do Centro Nacional de Ensino e Pesquisas 

Agronômicas” do Ministério da Agricultura em 1947, os levantamentos de solos no 

Brasil tomaram um impulso. No início sua atribuição era coordenar os estudos a serem 

realizados em diferentes regiões do país quando, em 1953, a comissão foi reestruturada 



5 
 

e passou a executar o plano básico de inventário geral de recursos de solos do território 

nacional e a capacitação de profissionais (MONIZ, 1997).  

O nível de levantamento de solos mais realizado no país foi o exploratório, 

elaborados principalmente pelo projeto RADAM - Radar na Amazônia, um esforço 

pioneiro do governo brasileiro na década de 70 para a pesquisa de recursos naturais. Na 

época, o uso de imagens de radar como mapa-base representou um enorme avanço 

tecnológico e sua interpretação unida aos trabalhos de campo produziram um 

importante e abrangente estudo das regiões com textos analíticos e mapas temáticos 

sobre solos, geologia, geomorfologia, vegetação, uso potencial da terra e capacidade de 

uso dos recursos naturais renováveis.  

        Devido aos bons resultados do projeto, em julho de 1975 o levantamento de radar 

foi expandido para o restante do território nacional visando o mapeamento integrado 

dos recursos naturais e passando a ser denominado Projeto RADAMBRASIL, que 

produziu mapas de solos na escala 1:1.000.000 em todo o país. 

        Após sua conclusão em 1986, o número de pedólogos contratados pelo Governo 

foi diminuindo, a partir de então nenhum outro programa do governo federal para uma 

sistemática de mapeamento em escalas mais compatíveis com as necessidades de 

planejamento do uso da terra foi estabelecido (LEPSCH, 2013). 

        Em 1980, a EMBRAPA iniciou o projeto de elaboração de um sistema de 

classificação com a divulgação da primeira aproximação, em 1981 a segunda 

aproximação, a terceira em 1988 e somente na quarta aproximação foi publicado o 

primeiro SiBCS - Sistema Brasileiro de Classificação de Solos (EMBRAPA, 1999). 

Este sim, hierárquico, multicategórico e aberto, o qual permite a inclusão de novas 

classes de solo e a classificação de todos os solos conhecidos até o presente no território 

nacional, o sistema foi amplamente adotado nos levantamentos de solos realizados no 

Brasil (BERTOLANI, 2003). 

Atualmente, apenas 35% do território brasileiro tem mapas de solos em escalas 

médias e pequenas (1:100. 000 a 1:600. 000) e a cobertura completa do país  se dá 

apenas em níveis exploratório e esquemático em escalas entre 1:1.000.000 e  

1:5.000.000. Quando executados, os levantamentos em níveis regionais e estaduais são 

em pequena proporção, para subsidiar projetos específicos de zoneamentos agrícolas e 

ambientais, enquanto os levantamentos detalhados e semidetalhados são executados 

para atender a demandas específicas de estudos localizados (SANTOS, 2007). 
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Extensas áreas em todo o país ainda carecem de informação completa e em escalas 

adequadas para solucionar principalmente problemas como uso, manejo, conservação, 

prevenção e recuperação de áreas degradadas sejam agrícolas ou não agrícolas 

(SANTOS, 2007).  

Os levantamentos de solo clássicos ou convencionais, aqui chamados de métodos 

tradicionais, envolvem pesquisas em gabinete, campo e laboratório. Compreendem o 

registro de observações, análises e interpretações do meio físico e de características 

morfológicas, físicas, químicas, mineralógicas e biológicas dos solos, buscando à sua 

caracterização, classificação e principalmente cartografia. Identificam solos com o 

objetivo de  separar unidades de mapeamento, ou seja, áreas heterogêneas em parcelas 

mais homogêneas, que apresentem a menor variabilidade possível, em função dos 

parâmetros de classificação e das características utilizadas para distinção dos solos 

(IBGE, 2007). 

Em sua etapa inicial, o trinômio “escala - precisão - objetivos” deve ser definido, 

compreendendo escala e nível de detalhe ou generalização do mapa, a densidade de 

observações e o método de prospecção de campo que será adotado. Em sua forma final, 

o levantamento é constituído pelo mapa e o texto explicativo que define, descreve e 

interpreta, para diversos fins, as classes de solos componentes das unidades que foram 

mapeadas (EMBRAPA, 1995). 

Durante as atividades de campo que definem e descrevem os pontos amostrais, o 

pedólogo busca relacionar o solo e as diferentes paisagens onde ele ocorre, 

estabelecendo assim a distribuição espacial, a extensão e os limites entre as unidades de 

mapeamento do produto final (RESENDE et al., 2007). 

Essas unidades de mapeamento podem ser inferidas a partir de fotointerpretação e 

sobreposição de dados ambientais e cartográficos, que são associados com base no 

conhecimento e na experiência do pedólogo (EMBRAPA, 1995). O mapeamento de 

solos, portanto, exige grande conhecimento deste recurso por parte daquele que irá 

realizá-lo. 

Todo o processo de produção tradicional dos mapas de solo não permite rápidas 

execuções, rápidas atualizações e baixo custo. Demandam tempo, além de ser um 

processo subjetivo e propenso a erros durante o procedimento de delineamento dos 

limites das unidades de solo (ZHU et al., 2001). 
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2.2 O mapeamento digital de solos 

 

O termo Pedometria foi criado por Alex McBratney, pesquisador da Universidade 

de Sydney para descrever o estudo quantitativo da variação do solo. A predição e o 

mapeamento digital de solos (MDS) tiveram suas bases estabelecidas por 

McBRATNEY et al. (2003) e definidas por LAGACHERIE & McBRATNEY (2007) 

como “a criação de sistemas de informação espacial de solos por meio de modelos 

numéricos, visando inferir as variações espaciais de classes e propriedades do solo, a 

partir de observações, conhecimento prévio e dados de variáveis ambientais 

correlacionadas”. 

O mapeamento de solos tradicional é baseado no modelo “ClORPT” e suas 

diretrizes foram estabelecidas por Dokuchaev nos primórdios da Ciência do Solo. O 

modelo estabelece que o solo é o resultado da interação entre cinco fatores : clima 

(climate - Cl), organismos (organisms – O), relevo (relief – R), material de origem 

(parent material – P) e tempo (time – T). Os quatro primeiros fatores interagem entre si 

ao longo do tempo e criam processos específicos que levam a diferenciação em 

horizontes e consequentemente a formação do solo (MENDONÇA-SANTOS & 

SANTOS, 2003). 

 JENNY (1941), estabeleceu a seguinte equação para descrever o processo de 

formação do solo: 

S = f (ClORPT) 

 

Para equacionar quantitativamente a asserção de JENNY (1941), McBRATNEY 

et al. (2000) propuseram aliar o conhecimento pedológico sobre os processos de 

formação e a distribuição dos solos na paisagem (ClORPT - clima, relevo, organismos, 

material de origem e tempo) com técnicas usadas em Pedometria, com a finalidade de 

predizer com maior rapidez e precisão, e a um custo mais baixo, as classes de solos ou 

as propriedades destes para uma determinada região, da seguinte forma: 

 

Sc = f (s,c,o,r,p,a,n) 

 

A classe do solo (Sc) é uma função do solo (s); clima (c); organismos (o); relevo(r); 

material de origem (p); tempo (a) e posição espacial (n) e propõe explicar as relações 

entre os fatores de formação do solo, bem como predizer de forma quantitativa as 
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relações entre as classes ou propriedades dos solos e o ambiente, espacialmente. A 

inclusão da posição espacial proporcionou as geotecnologias, papel de ferramenta 

indispensável no MDS. 

Atrelado ao conhecimento do sistema solo, o MDS pretende otimizar o processo de 

levantamento. No entanto, seu métodos ainda são recentes no Brasil e a primeira 

publicação referente ao assunto foi realizada em 2006 (GIASSON et al., 2006).  

Além de trazer agilidade ao processo, o MDS também visa uma solução para as 

incertezas inerentes ao método tradicional, analisando padrões de variação espacial dos 

solos, já que oferece precisão e qualidade da informação por meio de técnicas 

quantitativas (WEBSTER, 1984). 

Os pedólogos brasileiros estão gradativamente aderindo ao MDS. O interesse da 

comunidade científica nacional em utilizar tal abordagem na produção de informação e 

conhecimento acerca dos solos vem crescendo devido ao avanço na capacidade de 

processamento dos computadores, da disponibilidade de novos métodos matemáticos e 

estatísticos e da grande demanda em baixar os custos associados, principalmente em 

níveis de detalhamento maior. É fundamental a utilização de metodologias modernas 

que visam minimizar estas dificuldades (Mc BRATNEY et al., 2000).  

Nesse contexto, os Sistemas de Informação Geográfica (SIG)  e as geotecnologias 

em geral tem um grande potencial no levantamento de solos, devido a velocidade do 

processamento das informações e o grande volume de dados que estas ferramentas 

podem gerar. Além de fornecerem, associadas as informações em diferentes escalas, a 

precisão dos mapas gerados o que raramente é avaliado em mapeamentos tradicionais 

(NEUMANN, 2012). 

 Esta nova abordagem deve contemplar conhecimento matemático e estatístico mas 

principalmente, pedológico. Por esse motivo, os pedólogos que se utilizam de métodos 

convencionais são fundamentais para que os produtos do MDS não se tornem apenas 

teóricos, mas que gerem e aperfeiçoem conhecimento a respeito do solo e de suas 

interações com o ambiente (ROSA, 2012). 

Como consequência deste processo de evolução, o mapeamento de solos está cada 

vez mais sofisticado e interdisciplinar, atuando como elo para troca de informações 

entre especialistas de solos e do meio físico como geomorfólogos e geólogos (IBAÑEZ 

et al., 1993). 
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Embora seus métodos e técnicas já tenham avançado e se apoiado na equação dos 

fatores de formação do solo, o MDS não é unanimidade entre os pedólogos. Alguns 

desconfiam da ausência de padrão nos trabalhos contrapondo-se ao método tradicional 

cujo protocolo de execução é antigo e uniforme. Todavia, já é possível verificar uma 

rotina comum nos trabalhos de MDS de acordo com SARMENTO, (2010). 

Como exemplo, o MDS faz uso de informações coletadas ou disponíveis em pontos 

de observações de solo e a partir delas, ajusta um modelo quantitativo com as variáveis 

ambientais do local estudado. O modelo depois pode ser empregado para predizer 

propriedades ou classes de solo para o restante da área (LAGACHERIE, 2008). 

MacMILLAN (2008) detalhou os procedimentos do MDS em 6 passos: 

1º passo: Definição do objetivo do mapeamento (predizer classes de solos ou suas 

propriedades). 

2º passo: Definir e obter os dados de entrada ou variáveis preditivas (relevo, sensor 

remoto, geologia, mapas existentes, etc) a serem utilizadas, além de informação de 

referência sobre as classes de solo e suas propriedades. 

3º passo: Desenvolver equações ou regras de classificação para predizer as classes ou 

propriedades do solo. 

4º passo: Aplicar essas equações ou regras. 

5º passo: Avaliar a acurácia da predição comparando com dados de referência. 

6º passo: Geração dos mapas finais. 

 Observando os passos, é possível perceber que a maior diferença entre o 

mapeamento digital e o tradicional é o modelo utilizado. No tradicional, o modelo é 

conceitualmente qualitativo e no digital são empregados modelos quantitativos. Esses 

modelos quantitativos podem ser aplicados sobre toda a área a ser mapeada, pixel a 

pixel, com a resolução pretendida, possibilitando a obtenção de mapas com maior 

detalhe que os convencionais (HEMPEL et al., 2008; MacMILLAN, 2008; ZHU, 2000). 

Embora diversas propostas já tenham sido formuladas, ainda não há procedimentos, 

padrões ou protocolos estabelecidos na geração de mapas digitais de solo. Existem 

inúmeras ferramentas disponíveis que permitem desenvolver tantos modelos quantas 

forem as variáveis, a combinações entre elas, sua disposição e o tipo de resultado 

almejado. No entanto, a falta de padronização específica não é um obstáculo para o 

avanço do mapeamento digital, já que o resultado está sempre sendo mensurado o que 

permite que os protocolos sejam comparados de acordo com sua acurácia e 

operacionalidade (SARMENTO, 2010). 
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2.3 Metodologias e técnicas no mapeamento digital de solos 

 

Várias são as técnicas usadas atualmente para a predição de unidades de solos em 

mapeamentos digitais, dentre elas destaca-se os algoritmos de mineração de dados 

(SILVA, 2012). 

Frente à grande quantidade de informações e dados gerados e armazenadas em 

diversos repositórios, a Descoberta de Conhecimento em Bases de Dados – KDD 

(Knowledge Discovery in Databases) surge como uma solução para o bom 

aproveitamento de tanta informação. Alguns autores consideram os termos KDD e 

Mineração de Dados referentes a processos distintos, já que o segundo termo faz parte 

de um processo maior (KDD). Porém a expressão Mineração de Dados é mais popular e 

muitas vezes são utilizados como sinônimos. 

Por ser considerada multidisciplinar, as definições acerca do termo “Mineração de 

Dados” variam com o campo de atuação dos autores. 

Para HAND et al. (2001),  a definição é dada de uma perspectiva estatística como a 

"Análise de grandes conjuntos de dados a fim de encontrar relacionamentos inesperados 

e de resumir os dados de uma forma que eles sejam tanto úteis quanto compreensíveis 

ao dono dos dados". "Mineração de Dados é um campo interdisciplinar que une 

técnicas de máquinas de conhecimentos, reconhecimento de padrões, estatísticas, banco 

de dados e visualização, para conseguir extrair informações de grandes bases de dados"  

é a definição dada de uma perspectiva de banco de dados por CABENA et al. (1998). 

Por último, em FAYYAD et al. (1996), a definição é dada sob a perspectiva do 

aprendizado de máquina como "Um passo no processo de Descoberta de Conhecimento 

que consiste na realização da análise dos dados e na aplicação de algoritmos de 

descoberta que, sob certas limitações computacionais, produzem um conjunto de 

padrões de certos dados.” 

A mineração de dados é comumente classificada pela sua capacidade em realizar 

determinadas tarefas. A escolha da tarefa depende dos objetivos desejáveis para a 

solução a ser encontrada e essas tarefas podem ser agrupadas em atividades preditivas 

de aprendizado supervisionado e descritivas ou não supervisionadas (REZENDE, 2003). 

A diferença entre os métodos reside no fato de que os métodos não supervisionados 

não precisam de uma pré categorização para os registros, ou seja, não é necessário um 

atributo meta, tais métodos geralmente usam alguma medida de similaridade entre os 

atributos. Já no aprendizado supervisionado, os métodos são providos com um conjunto 
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de dados que possuem uma variável alvo pré-definida e os registros são categorizados 

em relação a ela (MCCUE, 2007). 

Por sua vez, as atividades preditivas “consistem na generalização de exemplos ou 

experiências passadas com respostas conhecidas em uma linguagem capaz de 

reconhecer a classe de um novo exemplo” (REZENDE, 2003). Os dois principais tipos 

de tarefas para predição são a classificação e a regressão. A classificação é a predição de 

um valor categórico como, por exemplo, uma classe de solo. Já na regressão, o atributo 

a ser predito consiste em um valor contínuo e numérico. As atividades descritivas, no 

entanto, consistem na identificação de comportamentos intrínsecos do conjunto de 

dados, que não possuem uma classe especificada como o agrupamento e as regras de 

associação (REZENDE, 2003). 

Após a escolha da tarefa, deve ser realizada a definição da ferramenta ou algoritmo. 

Esta escolha está diretamente relacionada às tarefas de mineração de dados citadas 

acima, que serão utilizadas para a extração de padrões. 

As árvores de decisão ou de classificação são algoritmos de aprendizagem de 

máquina que estabelecem modelos através de exemplos. Elas simulam o processo de 

abstração humana através de uma categorização hierárquica, obtendo regras similares a 

uma chave de classificação. Usando um conjunto de dados amostrais como exemplo 

uma árvore de decisão divide repetidamente os dados formando subconjuntos 

homogêneos que resulta em uma árvore hierárquica de regras de decisão (BEHRENS & 

SCHOLTEN, 2006). 

 A árvore é composta basicamente por três componentes: 

a) A raiz ou ponto de partida. 

b) O nó, conexão entre a raiz, os nós subsequentes e as folhas da árvore. 

c) A folha, que representa uma classe homogênea. 

A árvore então aplica sucessivamente uma série de regras de decisão para enquadrar 

os dados, partindo sempre de um conjunto de dados (a raiz). Cada decisão divide os 

dados em duas novas classes homogêneas, e cada nova classe pode ser novamente 

dividida em duas ou mais classes com base em outra regra. Cada uma dessas divisões 

baseada em uma regra é o que se chama de nó, podendo ser criados tantos nós quantos 

forem necessários para contemplar todas as classes finais. A classe final é representada 

pela folha, da mesma forma que ocorre em uma árvore real, algumas classes ou folhas 

podem ser geradas por um número de divisões ou nós diferentes das outras (MILLER & 

FRANKLIN, 2001) 
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A figura 1 representa uma árvore de decisão onde cada nó de decisão contém um 

teste para algum atributo, cada ramo descendente corresponde a um possível valor deste 

atributo, cada folha está associada a uma classe e, cada percurso da árvore, da raiz à 

folha, corresponde a uma regra de classificação.  

 

Figura 1: Esquema de uma árvore de decisão com quatro variáveis  (x1, x2, x3 e x4) e 

três classes (A, B e C) (ZHOU et al., 2004) 

 

 GIASSON et al. (2011) consideraram eficaz o uso de árvores de decisão na 

predição de unidades de mapeamento. A partir do algoritmo J48 alcançaram 66,4% de 

acurácia geral que representava a concordância com o mapa de referência.  

 CRIVELENTI et al. (2009), baseados em dados de geologia, morfometria e 

solos criaram uma base de dados para a folha Dois Córregos, SP. A partir de árvores de 

decisão geraram modelos preditivos para unidades de mapeamento com legenda 

simplificada chegando a uma acurácia geral máxima de 61% após a eliminação das 

classes com probabilidade nula de ocorrência. 

 TEN CATEN et al. (2013) utilizaram as árvores para predizer ocorrências de 

classes de solo em Erechim RS, testando diversas densidades de amostragem. As 

acurácias foram próximas de 70% para os diferentes modelos gerados.  
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 FIGUEIREDO et al. (2008) e GIASSON et al. (2011) também apresentaram 

bons resultados usando a técnica de árvores de decisão no MDS. COELHO & 

GIASSON (2010) concluíram que as árvores apresentam maior capacidade de 

discriminação de classes de solo quando comparadas as regressões logísticas. 

 Dentre os algoritmos de árvores de decisão mais utilizados destaca-se o J48. Este 

gera árvores a partir de um conjunto de dados de treinamento e a cada nó, o algoritmo 

escolhe um atributo que melhor subdivide o conjunto das amostras em subconjuntos 

homogêneos e caracterizados por sua classe. O J48 utiliza o ganho de informação na 

escolha do atributo para subdivisão (HALL et al., 2009). 

 Assim como as árvores de decisão, as redes neurais artificiais (RNA) também 

são algoritmos de aprendizagem de máquina. 

 Apoiados no paradigma biológico, pesquisadores desenvolveram modelos de 

redes neurais artificiais para servir como ferramenta de apoio à tomada de decisão. Ela 

tenta construir um modelo matemático que supostamente trabalha de maneira análoga 

ao cérebro humano, baseada na arquitetura de elementos processadores simples como os 

neurônios (ATKINSON & TATNALL, 1997). 

 Uma rede neural é composta por um elevado número de elementos 

processadores ou unidades de processamento conectados entre si, cada uma das 

conexões interligando somente dois elementos processadores, geralmente em um único 

sentido, e possui um valor que determina o grau de conectividade entre estes, 

denominado peso da conexão. Frequentemente, uma camada de entrada está ligada a 

uma camada de saída, via uma ou mais camadas internas (SCHALKOFF, 1992; 

ATKINSON & TATNALL, 1997). 

Segundo MASTER (1993) a estrutura de uma rede neural, ou seja, o número de 

camadas e o número de neurônios em cada camada são específicos para cada caso, na 

maioria dos problemas um modelo de três camadas deve ser suficiente, a menos que o 

problema seja altamente complexo. O número de neurônios na camada de entrada deve 

ser igual ao número de variáveis discriminantes usadas para uma aplicação específica e 

o número de neurônios na camada de saída igual ao número de classes distintas. O 

número de neurônios da camada interna (ou escondida) depende da complexidade do 

problema. Quanto mais simples é o problema, menos neurônios na camada interna são 

necessários para a convergência da rede.    

São necessárias três fases na aplicação de redes neurais para resolução de um 

determinado problema. Na primeira fase, de treinamento, ensina-se a rede a resolver um 
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conjunto de padrões de saída associados aos padrões de entrada. Na segunda fase, de 

teste, são apresentados padrões de entrada à rede, e as saídas obtidas são comparadas às 

saídas desejadas. Na terceira fase, de aplicação, a rede aprovada na fase anterior é 

utilizada na resolução do problema. Apenas na primeira fase há aprendizado, e o 

processo como um todo pode repetir-se até que a rede obtenha resultados satisfatórios, 

ou seja, até convergir para valores de erros aceitáveis pelo especialista (MASTER, 

1993). 

 As redes neurais tem sido bastante utilizadas para o processamento e 

classificação de imagens de sensor remoto e recentemente também vem sendo aplicadas 

com sucesso no mapeamento digital de solos (McBRATNEY et al., 2003). 

 ZHU (2000) empregou redes neurais na predição de classes de solo em uma 

região montanhosa no oeste dos Estados Unidos utilizando como variáveis preditivas a 

geologia, cobertura vegetal e quatro atributos do terreno. Com base em 64 pontos de 

observação em campo, os resultados estimados por redes neurais foram concordantes 

em 49, o que representa uma exatidão de 77%. 

 CHAGAS et al. (2007) testaram a predição de classes de solo em uma região 

montanhosa do Rio de Janeiro a partir de variáveis do terreno e de índices derivados de 

imagens de sensor remoto orbital. Empregando a rede neural Multi-layer Perceptron 

(MLP) e utilizando observações de campo para o treinamento do algoritmo e avaliação 

de acurácia, os autores obtiveram 70,83% de acurácia geral e 0, 67 de índice Kappa. 

 As redes neurais do tipo Multi-layer Perceptron (MLP) são calibradas através de 

retropropagação baseado em um procedimento de aprendizado recursivo que minimiza 

o erro de treinamento da rede. Os neurônios da camada de entrada e das camadas 

ocultas são ponderados aleatoriamente e cada pixel de treinamento é atribuído a um 

neurônio de saída. O processo então é repetido iterativamente e o resultado comparado a 

solução prévia, dessa forma, é retirada a estrutura de pesos com menor erro de teste, a 

iteração cessa quando os pesos atingem uma solução com erro de teste aceitável para 

particionar as variáveis de entrada em classes de saída (KANELLOPOULUS & 

WILKINSON, 1970). 

Outro classificador capaz de gerar elevada acurácia em seus modelos é o 

Random Forest, proposto formalmente por BREIMAN, (2001).  

O algoritmo Random Forest é uma combinação de predições de diversas árvores 

em que cada uma delas depende dos valores de um vetor independente, amostrados 

aleatoriamente e com a mesma distribuição para todas as árvores da floresta. A floresta 
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é o que se denomina para uma série de árvores de decisão e após a geração de um 

grande número de árvores, são eleitas as classes com maior número de votos 

(BREIMAN, 2001).  

Este algoritmo pode ser entendido como uma extensão da técnica de árvores de 

decisão, não no sentido de que seja mais apropriada para conjuntos de dados maiores, 

mas sim por se tratar de um procedimento que faz uso de métodos de reamostragem 

(bootstrapping, por exemplo) a fim de melhorar a precisão dos modelos construídos. De 

acordo com Sá Lucas (2011), tal técnica consiste essencialmente em: 

- Bagging: gerar, através de reamostragem, um conjunto de subamostras provenientes 

da amostra original, selecionadas de maneira aleatória simples com reposição. 

- Boosting: construir, para cada subamostra, um modelo de árvore de decisão, 

aumentando a ponderação das observações incorretamente classificadas com base nos 

modelos criados para as outras subamostras. 

- Randomizing: desenvolver os modelos de árvore de decisão utilizando, em cada nó, 

um conjunto de variáveis selecionadas aleatoriamente, diferente para cada nó. 

Embora não haja publicações no âmbito do MDS com o uso do Random Forest, 

este tem sido aplicado com frequência em pesquisas médicas e de mercado. Além disso, 

o algoritmo já foi implementado em softwares de mineração de dados como o Waikato 

Environment for Knowledge Analysis (WEKA) da Universidade de Waikato, Nova 

Zelândia e tem domínio público, o que facilita sua utilização (WITTEN & FRANCK, 

2005). 

 

2.4 Características da abordagem brasileira no mapeamento digital de solos 

 

Em revisão bibliográfica, TEN CATEN et al. (2012) reuniram as principais 

características da abordagem brasileira sobre o mapeamento digital de classes de solo.  

Quanto aos modelos preditivos empregados, foi verificado o predomínio das 

regressões logísticas e em seguida, os trabalhos que aplicam a técnica de mineração de 

dados por Árvores de Decisão para a extração de padrões em grandes conjuntos de 

dados. As árvores tem a vantagem de exprimir as relações solo – paisagem de maneira 

clara através de regras de classificação.  

A técnica de redes neurais artificiais também vêm sendo utilizada com frequência e 

os resultados tem apresentado elevada acurácia na predição, porém, por ser conhecida 
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como uma estratégia “caixa preta”, não permite que seu conhecimento seja visualizado 

e compreendido. 

Com relação aos fatores de formação do solo empregados na forma de variáveis 

preditivas, TEN CATEN et al. (2012) verificaram que o próprio solo foi usado na 

maioria dos estudos, já que os modelos estão sendo calibrados a partir de uma área de 

referência que já foi previamente mapeada. O método baseado da área de referência 

assume que é possível delimitar pequenas regiões naturais, as quais irão conter um  

número finito de classes de solos formando um padrão reconhecível e repetidamente 

distribuído em áreas adjacentes ou semelhantes (TEN CATEN et al., 2011). 

O fator relevo foi aplicado em todos os trabalhos, muito provavelmente devido ao 

fácil acesso a modelos digitais de elevação (MDE) disponíveis para download e, a partir 

desse modelos, a grande quantidade de variáveis geomorfométricas que podem ser 

derivadas em ambiente SIG.  

Os fatores geologia e clima aparecem com menor frequência quando comparados ao 

relevo e ao solo, fato explicado pela generalização de escala em que esses mapas são 

disponibilizados. 

Alguns procedimentos metodológicos importantes devem ser reportados como a 

densidade de amostragem  utilizada para a calibração dos modelos, a fonte e resolução 

dos MDE’s, as formas de avaliação de qualidade dos mapas produzidos, a 

complexidade da legenda e o nível categórico das classes de solo a serem preditas. 

A densidade de amostragem utilizada para calibrar os modelos é muito variável, 

existe uma carência pela padronização do número de amostras ideal (TEN CATEN et 

al., 2012). 

SARMENTO et al. (2012) testaram pontos aleatoriamente distribuídos nas 

densidades de 0,5, 1, 1,5, 2 e 4 pontos por hectare em uma localidade da Serra Gaúcha. 

Os pontos foram usados para treinar árvores de decisão e redes neurais artificiais. A 

árvore de decisão foi menos sensível à densidade de amostragem e apresentou maior 

acurácia e consistência quando comparada as redes neurais e os resultados indicaram 

que densidades de amostragem usadas em levantamentos convencionais podem servir 

de referência para estimar ordens de solos na localidade estudada. 

BAGATINI et al.  (2013) determinaram o efeito da densidade de amostragem na 

acurácia dos modelos de árvores de decisão em duas bacias hidrográficas no noroeste do 

Rio Grande do Sul. As densidades amostrais foram geradas de forma aleatória na 

proporção de 0,1 a 4 pontos por hectare e as acurácias foram calculadas a partir da 
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matriz de erros. O aumento da densidade de amostragem resultou no aumento da 

acurácia geral e no aumento do número de unidades de mapeamento de solos preditas, 

nas árvores de decisão maiores. Nas árvores de decisão menores o aumento da 

densidade de amostragem não influenciou a acurácia geral e influenciou muito pouco no 

número de unidades de mapeamento de solos. 

TEN CATEN et al. (2013) avaliaram o impacto do volume de dados utilizados para 

gerar os modelos por árvores de decisão na qualidade dos mapas de solos gerados  na 

região do Planalto Médio do Rio Grande do Sul. Conjuntos de dados de um, três, cinco, 

10, 15, 20 e 25 % do volume total de dados foram usadas para gerar os modelos. Nesse 

estudo, densidades de amostragem menores do que 5 % resultaram em modelos com 

menor poder de capturar a complexidade da distribuição espacial do solo da área 

estudada, enquanto amostragens entre cinco e 15 % conduziram a uma melhor relação 

entre o volume de dados a ser manipulado e a capacidade preditiva . 

Entre as fontes de MDE mais utilizadas, estão o SRTM (Shuttle Radar Topography 

Mission) que em seu formato original tem resolução de 90 m. O Topodata, que é uma 

interpolação do SRTM para 30 m de resolução do pixel e curvas de nível de cartas 

topográficas que podem ser interpoladas em ambiente SIG e gerar um MDE. 

CHAGAS (2006) avaliou MDE’s gerados a partir de curvas de nível e de sensores 

remotos (MDE ASTER e MDE SRTM) para subsidiar a escolha de um modelo 

adequado para derivar atributos topográficos que foram utilizados em uma abordagem 

por redes neurais para a predição de classes de solo em uma região montanhosa no 

Noroeste do Estado do Rio de Janeiro. Os resultados mostraram que os modelos 

derivados a partir de cartas topográficas apresentaram em todos os aspectos qualidade 

superior aos MDE’s obtidos a partir dos sensores remotos e ainda chamam atenção para 

o uso indiscriminado destes modelos sem que haja uma análise prévia criteriosa, 

principalmente em áreas de relevo movimentado, o que pode comprometer fortemente a 

qualidade do mapeamento digital dos solos.  

GIASSON et al. (2013) testaram  três modelos digitais de elevação, Aster GDEM 

com resolução de 30m, SRTM com resolução de 90 m e o SRTM V3 com resolução de 

30 m para o mapeamento de solos a nível semidetalhado em situações em que o 

principal fator diferenciador entre os tipos de solo é o relevo.  A utilização do MDE 

Aster GDEM gerou predições de ocorrência de classes de solos com acurácia levemente 

superior aos demais. 
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Em se tratando da avaliação da qualidade dos mapas produzidos por técnicas de 

mapeamento digital, a matriz de erros e o índice Kappa tem sido muito utilizados. No 

entanto,  poucos trabalhos como CHAGAS et al. (2010); TEN CATEN et al. (2011) e 

CARVALHO JUNIOR et al. (2011) avaliam a qualidade do mapa comparando com 

dados de referência em campo. São mais comuns estudos que avaliam a capacidade do 

método digital em reproduzir o mapa original da área, realizado através do método 

digital. De acordo com TEN CATEN et al. (2012), esta pode não ser a melhor 

abordagem já que o mapa original pode apresentar erros. 

No que diz respeito ao detalhamento dos mapas, trabalhos brasileiros já foram 

realizados nos quatro níveis categóricos do Sistema Brasileiro de Classificação de Solos 

(SiBCS). 

Com o intuito de avaliar o potencial das metodologias em mapear classes de solo em 

níveis mais detalhados do SiBCS,  CHAGAS et al. (2010);  CRIVELENTI et al. (2009) 

e CARVALHO et al. (2009) realizaram estudos em 3º e 4º níveis, porém mapeando 

classes na forma de associações de solo.  

No entanto, nesses níveis mais detalhados, os solos são classificados de acordo com 

características de mais difícil associação com os fatores de formação do solo, a exemplo 

de características físicas e químicas no 3° nível, e da presença de variações e 

características extraordinárias para a classificação no 4° nível, dificultando o bom 

desempenho dos classificadores e elevada acurácia dos mapas. 

Outra abordagem comum é a simplificação da legenda que consiste em mapear 

classes na forma de associações de solos ou no mapeamento de classes apenas em níveis 

mais elevados do SiBCS. Esta estratégia melhora os indicadores de acerto em relação a 

um mapa de referência, e por outro lado, produz mapas generalizados com um grau cada 

vez maior de variações dentro da unidade de mapeamento (TEN CATEN et al., 2012) e 

foi utilizada, entre outros, por FIGUEIREDO et al. (2008) e GIASSON et al. (2006). 

 

 2.5 Relações solo-paisagem  

 

O termo paisagem é comumente empregado para descrever o relevo, através da 

síntese de algumas características da superfície como posição na encosta e forma do 

terreno (DEBELLA – GILO et al., 2007). O relevo é amplamente reconhecido como um 

fator pedogenético dominante em nível local, influenciando a formação dos solos e de 
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suas propriedades por controlar, redistribuir e acumular energia na paisagem, o que, por 

sua vez, determina em grande parte a textura, a drenagem e o desenvolvimento do perfil 

(MacMILLAN et al., 2008) 

O relevo ainda modifica a distribuição dos processos hidrológicos e erosionais 

através do conteúdo de água, escoamento superficial e sedimentação, bem como a 

temperatura do solo afetando a distribuição da intemperização de minerais, a lixiviação, 

a erosão, a sedimentação, a decomposição, a formação dos horizontes e os atributos do 

solo (MOORE et al., 1991; MOORE et al., 1993). 

Diferentes tipos de solos em diferentes posições do relevo corroboram a ideia de que 

os processos de formação também são diferentes em cada segmento da vertente. 

Frequentemente, a porção superior se caracteriza pela maior ocorrência de erosão, a 

porção intermediária se caracteriza pelo transporte de sedimento, enquanto o sopé da 

encosta acumula material sedimentar, desse modo, as partes mais altas são bem 

drenadas em relação a partes mais baixas, originando as mudanças graduais nas 

propriedades dos solos (GERRARD, 1992). 

O modelo hipotético apresentado por DALRYMPLE et al. (1968) ilustra os 

processos geomorfológicos predominantes dividindo uma vertente em nove unidades de 

superfície (Figura 2)  sendo: 

(1) interflúvio onde ocorrem os processos pedogenéticos associados com o movimento 

vertical subsuperficial da água; (2) declive de infiltração em que ocorre o processo de 

eluviação química e mecânica pelo movimento lateral subsuperficial da água; (3) 

declive convexo de rastejamento, há o movimento do solo com a formação de terraços; 

(4) frente de queda, há o movimento de queda, escorregamento e o desgaste físico e 

químico do solo; (5) meia encosta de transporte, ocorre através do movimento de massa, 

transporte de material e formação de terraços com ação superficial e subsuperficial da 

água; (6) sopé coluvial, ocorre redeposição de matéria por movimentos de massa e 

lavagem subsuperficial, formação de leques, transporte de material, rastejamento e ação 

superficial e subsuperficial da água; (7) saliente aluvial, há deposição aluvial e 

processos resultantes da ação subsuperficial da água; (8) canal barreira, ocorre os 

processos de erosão, afundamento e queda dos solos; (9) canal leito, ocorre o transporte 

do material para o vale pela ação da superfície da água, graduação e erosão periódicas 

(SILVA, 2012). 
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Figura 2: Modelo dos processos geomorfológicos de uma vertente, adaptado de  

DALRYMPLE et al. (1968). 

 

Da mesma forma que ocorre nos levantamentos convencionais, grande parte dos 

estudos em MDS baseia-se nas relações das classes ou propriedades do solo com as 

características da paisagem (relevo). Porém, enquanto os primeiros usam uma 

caracterização nominal e qualitativa da topografia, no mapeamento digital as 

características topográficas são representadas por atributos quantitativos calculados a 

partir de modelos digitais de elevação em SIG (SARMENTO, 2010). 

Os atributos topográficos ou geomorfométricos podem ser divididos em 

primários e secundários. Os primários são calculados diretamente do MDE e incluem 

variáveis como altitude, declividade, orientação das vertentes, curvatura em perfil e 

curvatura planar. Os atributos secundários são calculados a partir de diferentes 

combinações dos primários e podem ser usados para caracterizar a variabilidade 

espacial de processos específicos na paisagem, nesta categoria encontram-se diversos 
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índices, como o índice topográfico de umidade (MOORE et al., 1991; MOORE et al., 

1993). 

A elevação apresenta a distribuição das classes de altitudes, ou dos patamares 

hipsométricos, em intervalos verticais equidistantes (SIRTOLI, 2008). 

 A declividade é definida por BURROUGH (1986) como um plano tangente a 

superfície, expresso como a mudança de elevação sobre certa distância estando 

relacionada ao regime hídrico do solo, afetando o fluxo de água superficial e 

subsuperficial, a magnitude e a velocidade do escoamento superficial, a infiltração da 

água da chuva, o conteúdo de água no solo, a capacidade de uso do terreno, entre outros 

(WILSON & GALLANT, 2000). 

 A orientação das vertentes representa a direção para a qual a normal à superfície 

do terreno está voltada. Usualmente é expressa na forma do azimute, em graus decimais, 

com valores que variam de 0° a 360° no sentido horário a partir do Norte (WILSON & 

GALLANT, 2000) e se relaciona diretamente com aspectos como evapotranspiração, 

insolação e teor de água no solo (MOORE et al., 1993). 

 A curvatura em perfil e a curvatura planar (horizontal) representam as formas do 

relevo, sendo importantes atributos na distinção de unidades geomorfológicas. O 

primeiro se refere à forma da vertente, analisada verticalmente, podendo ser convexa, 

côncava ou retilínea e o segundo a forma da vertente, em sentido horizontal, podendo 

ser convergente, divergente ou planar. A curvatura em perfil expressa a curvatura da 

superfície do terreno na direção da sua orientação e a curvatura planar expressa a 

curvatura ortogonalmente à direção da orientação (SIRTOLI, 2008). A curvatura é 

importante porque a concavidade e a convexidade da superfície inclinada regulam o 

armazenamento e o fluxo de água e de materiais sólidos ao longo da encosta 

(DEBELLA-GILO et al., 2007). 

A distância da drenagem que descreve importantes aspectos relacionados à 

gênese do solo e à distribuição de sua ocorrência na paisagem, tais como regime hídrico, 

erosão e deposição de sedimentos, escarpamento de morros, concentração de matéria 

orgânica, profundidade do horizonte A, entre outros (FLORINSKY et al., 2002). 

Na categoria das variáveis secundárias, o índice topográfico de umidade (TWI) 

ou índice de umidade é sado para caracterizar a distribuição espacial de zonas de 

saturação superficial e conteúdo de água nas paisagens. Sua aplicação é usada para a 

separação dos solos com caráter hidromórfico, que ocorrem em relevo plano, de outras 

classes de solos que ocorrem em área planas e suave onduladas.  
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Dentre estes atributos a elevação, declividade e orientação das vertentes são 

reconhecidamente os mais efetivos para realização de levantamento de solo em media 

escala (CHAGAS, 2006). 

Em se tratando da geologia, ainda que o mapeamento geológico no Brasil esteja 

disponível apenas em pequenas escalas, muitas vezes incompatíveis com o restante da 

base de dados, quando houverem mapas onde diferenças litológicas sejam 

identificáveis, é válida a utilização dessa informação como variável preditiva no MDS 

devido a clara relação entre a geologia e a pedologia (HÖFIG, 2014). A partir de rochas 

submetidas à intemperização é que processos pedogenéticos determinam a formação dos 

solos (CAMARGO, 1986).  

Tal relação foi ressaltada em trabalhos como DOKUCHAEV, 1983; LEPSCH, 

2002; RESENDE et al., 2007 e BRADY & WEIL, 2010) e ainda, diversos trabalhos de 

MDS  já utilizaram tal informação como THOMAS et al., 1999;  MORAN & BUI, 

2002; GRINAND et al., 2008; NOLASCO-CARVALHO et al., 2009; CRIVELENTI et 

al., 2009, CHAGAS et al., 2011, SILVA et al., 2013, ARRUDA et al., 2013 entre 

outros. 

 

2.6  Sensoriamento remoto orbital aplicado ao levantamento de solos 

 

Uma das técnicas capazes de auxiliar o levantamento de solos é o sensoriamento 

remoto e, com o advento de novos sensores de detecção de informações ambientais, 

técnicas mais modernas começaram a se desenvolver e o estudo do caráter espectral 

vem promovendo uma série de trabalhos que demonstram sua potencialidade na 

caracterização e discriminação de solos (FIORIO, 2002). 

As informações sobre os solos utilizando-se sensoriamento remoto podem ser 

obtidas em três níveis: o terrestre que utiliza sensores de campo ou de laboratório, o 

aéreo a partir de sensores a bordo de aeronaves e o orbital cujos sensores estão a bordo 

de satélites (JENSEN, 2000). 

A utilização de imagens de satélites no mapeamento de solos para delineamento de 

seus limites tem se tornado extremamente significativa (AGBU et al., 1990). Embora o 

perfil do solo não possa ser avaliado através de dados de sensor remoto, as 

características fisionômicas da terra, indicativas das condições de superfície e 

subsuperfície podem ser avaliadas (FIORIO, 2002). Neste sentido, as imagens têm sido 
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aplicadas de maneira indireta nos estudos pedológicos, onde se busca identificar 

unidades de paisagem através de características de uma imagem que podem relacionar-

se com atributos do solo (MADEIRA NETTO et al., 1993). 

No Brasil, o levantamento de solos por meio de imagens orbitais tem grande 

utilidade tendo em vista sua extensão territorial e diversidade de solos, entretanto, ainda 

são poucos os trabalhos que procuram caracterizar os solos em níveis taxonômicos mais 

detalhados utilizando sensor remoto apesar de seu potencial comprovado por trabalhos 

internacionais (MORAN et al., 1997). 

Analisando imagens de satélite, é necessário separar a radiância de interesse das 

radiâncias de outros componentes. No caso dos solos, as características da reflectância 

espectral são funções que incluem textura, conteúdo de água, conteúdo de matéria 

orgânica, óxidos de ferro e rugosidade superficial. Portanto, é imprescindível que se 

avalie a influência que cada característica tem sobre a resposta espectral de um 

determinado solo considerando os diferentes comprimentos de onda (JENSEN, 2011). 

Para tanto, metodologias vêm se desenvolvendo na área de interpretação das feições 

de absorção de minerais, da curva espectral de solos e rochas e da identificação de 

bandas espectrais e suas combinações capazes de identificar diferentes propriedades 

com objetivo de discriminar e identificar diferentes solos, relacionando seus atributos 

com a energia refletida através do sensoriamento remoto orbital (DEMATTÊ, et al. 

2004). 

Em estudo sobre a possibilidade da utilização de dados de radiância espectral do 

TM-Landsat para diferenciação da superfície de solos com propriedades similares 

COLEMAN & MONTGOMERY (1987) concluíram que o sensor possibilita a 

diferenciação dos solos de uma mesma ordem, mas sua resolução espacial ainda torna 

os resultados comprometedores em relação aos limites separativos. 

MADEIRA NETTO et al. (1993) estabeleceram índices de hematita através da 

relação entre bandas TM/Landsat que foram desenvolvidos baseados na reflectância 

difusa de várias amostras de latossolos. Ao final, os autores conseguiram individualizar 

as classes de um Latossolo Vermelho-Escuro e Latossolo Vermelho-Amarelo de acordo 

com os teores de hematita contidos nas amostras superficiais de cada solo, definidos 

pelas imagens TM/Landsat.  

DEMATTÊ, et al. (2004) objetivaram estabelecer um método para a utilização de 

dados espectrais obtidos em laboratório e imagens do Landsat 5 no reconhecimento e 

discriminação de três classes de solos do estado de São Paulo. Foram coletadas 
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amostras de solo e obtidos os dados de reflectância por espectrorradiômetro em 

laboratório e extraídos dados de reflectância das imagens, com os quais se efetuou a 

classificação digital pelo classificador Spectral Angular Mapper. Os resultados 

mostraram que a técnica possibilitou distinção espectral tanto com dados orbitais como 

terrestres indicando que cada solo tem uma tendência individual. Os solos avaliados 

podem ser discriminados e reconhecidos pela interpretação quantitativa em imagens e o 

método mostrou-se eficiente como auxílio no mapeamento de solos no nível 

semidetalhado e de reconhecimento de alta intensidade.  

SOUSA JUNIOR et al. (2008) avaliaram o comportamento espectral em dois níveis 

de aquisição de dados (terrestre e orbital) de diferentes classes de solos ao longo de 

topossequências na região de São Carlos e Ibaté SP.  A partir dos resultados obtidos 

concluíram que: teores de areia grossa, argila e matéria orgânica, e cor tiveram relação 

com a reflectância dos solos; que ao longo das vertentes ocorrem variações nos dados 

espectrais dos solos; que solos da mesma ordem taxonômica, porém com classes 

texturais diferentes, apresentam diferentes comportamentos espectrais podendo ser 

discriminados por sensoriamento remoto nos diferentes níveis de aquisição. 

GENÚ & DEMATTÊ (2011) buscaram caracterizar e comparar o comportamento 

espectral de diferentes classes de solo obtidos de sensores orbitais e terrestres em Rafard 

SP. Foram obtidas as curvas espectrais das amostras com o sensor IRIS e os pontos 

amostrais foram sobrepostos às imagens Landsat e ASTER da área para coleta dos 

dados espectrais orbitais. Verificou-se que essas classes foram diferenciadas pela 

textura, matéria orgânica e pelo ferro total para todos os sensores estudados, 

ressaltando-se que os sensores orbitais, apesar da menor resolução espectral, 

mantiveram as características das curvas de solo quanto à intensidade de reflectância. 

CHAGAS et al. (2010) avaliaram variáveis discriminantes no mapeamento digital 

de solos com uso de redes neurais artificiais. Foram utilizados atributos topográficos 

derivados de um modelo digital de elevação e índices de minerais de argila, óxido de 

ferro e vegetação por diferença normalizada derivados de uma imagem do Landsat7 que 

foram combinados e avaliados quanto à capacidade de discriminação dos solos de uma 

área no noroeste do Estado do Rio de Janeiro. Os mapas gerados por cada um dos seis 

conjuntos de variáveis testados foram comparados com pontos de referência para a 

determinação da exatidão das classificações. Esta comparação mostrou que o mapa 

produzido com a utilização das variáveis topográficas e os índices Landsat 7 obtiveram 

um desempenho superior. 
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SIRTOLI et al. (2013) integraram atributos do terreno, geologia e índices espectrais 

através de redes neurais artificiais. As variáveis testadas foram: geologia, declividade, 

orientação das vertentes, elevação, perfil e plano de curvatura, radiação solar anual 

incidente, índice de umidade, de capacidade de transporte de sedimentos, de corrente de 

máximo fluxo, NDVI e index iron oxide (IOI). As melhores classificações executadas 

pela rede quando comparadas à área de verificação resultaram em coeficientes de 

correlação acima de 0,8.  

 

2.7  Sistemas de amostragem 

 

Uma importante etapa dos levantamentos de solos consiste nos trabalhos de campo 

em que são feitas as observações e a coleta de amostras em pontos específicos, 

transectos ou áreas previamente estabelecidas. Normalmente é a etapa mais onerosa 

desse tipo de estudo  (CARVALHO JÚNIOR et al., 2014). 

Os métodos utilizados em levantamentos pedológicos visam a coleta de dados, 

descrição de características dos solos no campo e a verificação de limites entre unidades 

de mapeamento sendo os mais usuais as investigações ao longo de transeções, 

levantamentos de áreas piloto, estudos de topossequências, sistema de malhas e o 

método do caminhamento livre levando em consideração conceitos como intensidade ou 

tipo do levantamento, variabilidade espacial, escala do mapeamento, objetivos e 

composição das unidades de mapeamento (EMBRAPA, 1995). 

 O método de transeções consiste em observações por meio de caminhos 

planejados para detectar características dos solos e o máximo de variações da paisagem.  

As observações são efetuadas em intervalos regulares ou sempre que se perceba 

mudanças de classes de solos. As áreas-piloto são indicadas para mapeamentos de 

natureza genérica e constam de investigações minuciosas de áreas menores 

posteriormente extrapoladas para o restante da área. No método de prospecção ao longo 

de topossequências, os solos e suas variações são correlacionados com as superfícies 

geomórficas em que ocorrem, sendo mais apropriado para execução de levantamentos 

pedológicos detalhados. Para projetos de uso intensivo de solos normalmente é utilizado 

o sistema de malhas, em que as caracterizações se processam em espaços prefixados de 

modo a formar um reticulado denso em toda a extensão da área. Por fim, pelo método 

do caminhamento livre, pedólogos usam a própria experiência, o conhecimento sobre a 
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área, a fotointerpretação e as correlações para definir os pontos de observação e 

amostragem, em locais geralmente representativos, de modo que cada observação ou 

amostra coletada forneça o máximo de informações para o mapeamento e caracterização 

dos solos (IBGE, 2007).  

Segundo HENGL (2003), os esquemas de amostragem utilizados nos 

levantamentos de solos convencionais são direcionados, não aleatórios e não fornecem 

estimativas estatísticas representativas da totalidade da área de estudo. 

Para CHAGAS et al. (2014), diferentemente do mapeamento convencional, no 

MDS muita atenção tem sido dada para otimização da amostragem, utilizando diferentes 

métodos como: amostragem aleatória, amostragem aleatória estratificada, análise 

multivariada e geoestatística. 

Neste sentido, MINASNY & McBRATNEY (2006) propuseram o método cLHS, 

que é de uso livre, e que se caracteriza como uma ferramenta robusta para a alocação de 

pontos amostrais pela utilização de um conjunto de covariáveis contínuas, e seja capaz 

de capturar toda a variação de valores das diferentes covariáveis utilizadas criando uma 

grade de pontos amostrais que cubra todo o espaço de características, assegurando que 

assim a variabilidade dos solos seja adequadamente caracterizada.  

Em BRUNGARD & BOETTINGER (2010), a partir da utilização do método cLHS, 

utilizando declividade, inverso do índice CTI, aspecto, índice de vegetação, uso do solo 

e geologia, os resultados evidenciaram que o método cLHS representou adequadamente 

a distribuição das covariáveis utilizadas. 

THOMAS et al. (2012) utilizaram o método cLHS para determinar locais para 

amostragem em uma bacia nas Filipinas com base na utilização de sete covariáveis. Os 

20 locais derivados do método cLHS forneceram uma distribuição adequada da variação 

geográfica e ambiental da área estudada, sendo esses melhores do que os obtidos com a 

amostragem aleatória e a amostragem em grid com os quais o método cLHS foi 

comparado. 

CHAGAS et al. (2014) tiveram por objetivo avaliar o método de amostragem do 

hipercubo latino condicionado na presença de covariáveis ambientais em comparação 

com a amostragem aleatória na alocação de 100 pontos amostrais, buscando maior 

representatividade das características ambientais da bacia do rio Guapi-Macacu. Os 

resultados apresentaram que os pontos selecionados pelo método cLHS possuíam 

distribuição geográfica mais adequada do que aqueles obtidos pela amostragem 

aleatória.  
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Por sua vez, SILVA (2012) relatou que o método de amostragem pelo hipercubo 

latino mostrou-se mais eficaz que o método dos transectos por ter maior abrangência da 

área de amostragem, amostrar maior número de unidades de mapeamento e ser 

operacionalmente mais eficiente considerando o mesmo número de amostras. 

 

2.8  Avaliação da qualidade dos mapas  

 

Independente das técnicas e metodologias de mapeamento digital e do tipo de 

resultado produzido, mensurar de alguma maneira a acurácia dos mapas gerados tem se 

tornado uma preocupação crescente (SARMENTO, 2010).  

Uma forma bastante comum de se avaliar a acurácia de mapas de solos é expressa 

na forma de uma matriz de confusão, chamada também de matriz de erros ou tabela de 

contingência. Neste tipo de registro os dados de referência geralmente são representados 

pelas colunas da matriz e são comparados com os dados classificados, representados 

pelas linhas onde os elementos da diagonal principal indicam o nível de concordância 

entre os dois conjuntos de dados ou a acurácia global (SILVA, 2012). 

A partir das demais células, é possível calcular os dois tipos de erros associados ao 

sistema de classificação: os erros de inclusão, por vezes também chamado de exatidão 

do usuário e os erros de omissão ou exatidão do produtor. 

Os erros de inclusão são calculados ao longo das linhas e quantificam os casos nos 

quais outras classes foram atribuídas a uma classe particular na predição e são obtidos 

dividindo-se a soma dos casos fora da diagonal principal na linha pelo total da linha. Os 

erros de omissão são calculados ao longo das colunas e quantificam os casos 

pertencentes a uma determinada classe no mapa original e foram atribuídos a outras 

classes na predição e são obtidos dividindo-se a soma dos casos fora da diagonal 

principal na coluna pelo total da coluna (CAMPBELL & MORTENSON, 1989; 

ROSSITER, 2001; FOODY, 2002). 

Embora sejam de indiscutível valor informativo, as matrizes de erro e medidas 

individuais como os erros de inclusão e de omissão não consideram casos em que as 

concordâncias entre o mapa estimado e o mapa convencional de solos usado como 

referência podem ocorrer puramente devido ao acaso (CONGALTON, 1991; 

PONTIUS, 2000). Para compensar as concordâncias devido ao acaso a estatística mais 

frequentemente empregada é o índice Kappa (COHEN, 1960), uma técnica multivariada 
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discreta usada para mensurar a concordância entre categorias estimadas e categorias de 

referência.  

O cálculo do índice Kappa leva em conta o número total de acertos, os erros de 

omissão e os erros de inclusão e é efetuado conforme a equação abaixo (ELNAGGAR, 

2007): 

 

 

 

 

Onde K é o índice Kappa, N é o número total de posições na matriz de erro, r é o 

número de linhas na matriz, xii são as entradas diagonais da matriz, xi+ e x+i indicam a 

soma da linha i e a soma da coluna i da matriz, respectivamente. 

Dessa maneira, o índice Kappa expressa o grau de concordância entre os dados 

estimados e os dados de referência, após a concordância devido ao acaso ter sido 

eliminada. Em avaliações de mapeamentos, o índice Kappa geralmente varia de 0 a 1, 

sendo que zero (0) indica ausência de concordância, ou seja, a estimativa e a referência 

são estatisticamente independentes (ELNAGGAR, 2007), e um (1) indica total 

concordância. Valores negativos de Kappa podem ocorrer quando a concordância 

encontrada é menor do que aquela devido ao acaso, embora isso raramente ocorra em 

mapeamentos de solos (CONGALTON, 1991; PONTIUS, 2000). 
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3 MATERIAL E MÉTODOS 

 

3.1 Descrição da área de estudo 

 

3.1.1 Localização 

 

 A área estudada localiza-se entre a Serra do Espinhaço (a leste) e o Rio São 

Francisco (a oeste). Inserida na microrregião de Montes Claros no norte do Estado de 

Minas Gerais, compreende parte dos municípios de Capitão Enéas, Francisco Sá, São 

João da Ponte e Montes Claros. Com 110.289 ha, a área foi delimitada entre as latitudes  

16º 02’ 09” e 16º 40’ 14” S e as longitudes 43º 56’ 51” e  43º 36’ 54” (Figura 3).            

Figura 3: Localização da área de estudo – Microrregião de Montes Claros, MG 

 

3.1.2 Relevo 

 

De acordo com LEITE & BRITO, (2012) a área encontra-se 

geomorfologicamente no domínio da Bacia Sedimentar do Rio São Francisco, na qual 
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predominam superfícies de aplainamento e planaltos residuais identificados em  três 

unidades. 

-  Planície Fluvial com amplitudes altimétricas de 50 m e declividades entre 0 e 2%. 

- Superfícies de Aplainamento cuja evolução está diretamente relacionada aos 

processos de desnudação periférica realizados pela drenagem do Rio São Francisco. As 

declividades predominantes oscilam entre 0 e 6% e suas altitudes variam de 550 a 650 

m. 

- Planaltos de nível intermediário situados em altitudes menores que 750 m e 

localizados entre as superfícies de aplainamento e as áreas de planalto dissecado com 

declividades que variam de 6 a 20%. 

 

3.1.3 Geologia 

 

A região está inserida na zona de transição entre o Cráton São Francisco e a 

Faixa de Dobramentos Araçuaí, estruturas que marcam a diferenciação geológica da 

área. Dentro dos domínios de bacia sedimentar existe o predomínio de rochas 

sedimentares com ocorrência de metamórficas (CHAVES et a., 2012).  

A geologia foi extraída da compilação do mapeamento geológico em escala 

1.100.000 da folha Montes Claros e do mapeamento metalogenético também da folha 

Montes Claros em escala 1:250.000. Neles foram reconhecidas cinco unidades (Figura 

4). 

- Calcilutitos e calcarenitos predominantemente constituídos por calcários cinza-

escuros, algumas vezes puros e maciços ou intercalados de margas e siltitos. Estão 

inseridos nos domínios do Grupo Bambuí, na Formação Lagoa do Jacaré. 
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Figura 4: Formações geológicas na área de estudo  

(Fonte: CPRM) 

 

- Depósitos aluvionares compostos por sedimentos arenosos com cascalhos 

inconsolidados. Foi identificado amplo predomínio de seixos de quartzo arredondados  

e sedimentos enriquecidos em frações mais finas, constituídas de silte e argila, estes 

estão localizados sobre a Formação Serra de Santa Helena onde se verificam as cotas 

mais baixas da região acompanhando o vale do Rio Verde Grande. 

- Depósitos colúvio-eluviais formados por sedimentos areno-siltosos amarelos a 

avermelhados que afloram em manchas restritas sobre a Formação Serra de Santa 

Helena (metassiltitos e folhelhos) e Formações Lagoa do Jacaré (calcários). 

- Metassiltitos e folhelhos ardosianos intercalados que predominam homogeneamente 

na área e seus litotipos encontram-se bastante intemperizados. 
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- Ritmitos localizados em faixa estreita a sudoeste da área, mostram alternâncias de 

níveis milimétricos argilo-siltosos de coloração cinza-clara com níveis carbonáticos de 

coloração cinza-escura.  

 

3.1.4 Clima 

 

O clima da região é do tipo Tropical Sub-úmido Úmido, próximo ao limite do 

Sub-úmido Seco com precipitação média anual de 1.060 mm e temperatura média anual 

de 24,20 ºC (PMMC, 2006). 

 O período de chuvas se concentra entre os meses de outubro a março, sendo os 

meses de novembro, dezembro e janeiro os mais chuvosos, enquanto o período mais 

seco desenvolve-se entre junho e agosto conforme NIMER e BRANDÃO (1989). Tal 

condição pode ser observada no balanço hídrico médio mensal do município de Montes 

Claros (Figura 5). 

 

 

 

 

 

 

 

 

 

Figura 5: Balanço hídrico do município de Montes Claros 

(Fonte: Departamento de Física e Meteorologia ESALQ-USP) 

 

O clima atmosférico da região foi considerado homogêneo para fins de estudos 

pedogenéticos, sendo assim considerada variável formadora dos solos não responsável 

pela diferenciação entre os solos da área de estudo. 
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3.1.5 Vegetação 

 

A região se localiza na área de transição entre o Cerrado e a Caatinga. A 

caatinga adentra à região já constituindo transição Caatinga/Floresta em passagem para 

floresta estacional decidual, mas mantém contato com área de Cerrado.  

As unidades identificadas de acordo com o Mapa de Vegetação do Brasil (IBGE, 

2004) em escala 1:5.000.000 foram: floresta estacional decidual ou mata seca ou 

floresta tropical seca (C) e as áreas de transição caatinga-floresta estacional (TN) e 

cerrado-floresta estacional (SN). 

 

3.1.6 Solos 

 

De acordo com o Mapa de Solos do Estado de Minas Gerais em escala 

1:650.000 (UFV/CETEC/UFLA/FEAM, 2010) ocorrem na área as unidades de 

mapeamento: LVe1, LVd8, NXe1, NXd1, PVAd3, RLe2 e RLe4. 

 

LVe1 – LATOSSOLO VERMELHO Eutrófico típico, A moderado, textura argilosa, 

relevo plano e suave ondulado. 

LVd8 – LATOSSOLO VERMELHO Distrófico típico, A moderado, textura argilosa + 

CAMBISSOLO HÁPLICO Distrófico típico, A moderado, textura siltosa/argilosa, 

relevo plano e suave ondulado. 

NXe1 – NITOSSOLO HÁPLICO Eutrófico típico, A moderado, textura argilosa + 

ARGISSOLO VERMELHO-AMARELO Eutrófico típico, A moderado, textura argilosa 

+ CAMBISSOLO HÁPLICO Eutrófico típico, A moderado, textura argilosa, relevo 

plano e suave ondulado. 

NXd1 – NITOSSOLO HÁPLICO Distrófico típico, A moderado, textura argilosa + 

ARGISSOLO VERMELHO-AMARELO Distrófico típico, A moderado, textura 

argilosa, relevo plano e suave ondulado. 

PVAd3 – ARGISSOLO VERMELHO-AMARELO Distrófico típico, A moderado, 

textura média/argilosa + CAMBISSOLO HÁPLICO Distrófico típico e léptico, A 

moderado, textura siltosa/argilosa. 

RLe2 – NEOSSOLO LITÓLICO Eutrófico típico, textura argilosa + ARGISSOLO 

VERMELHO-AMARELO Eutrófico típico, A moderado, textura média/argilosa + 
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CAMBISSOLO HÁPLICO Eutrófico típico, A moderado, textura siltosa/argilosa, 

relevo suave ondulado, ondulado e forte ondulado. 

RLe4 – NEOSSOLO LITÓLICO Eutrófico típico, A moderado + NITOSSOLO 

VERMELHO Eutrófico típico e léptico, A moderado, textura argilosa + afloramento 

rochoso, relevo ondulado, forte ondulado e montanhoso. 

 

3.2 Base de dados 

 

3.2.1 Variáveis preditivas  

 

A partir de dados de hipsometria SRTM com resolução espacial de 90 metros foi 

gerado um modelo digital de elevação (MDE) e derivadas as variáveis 

geomorfométricas (http://www.relevobr.cnpm.embrapa.br). 

Em ambiente ArcGIS 10 (ENVIRONMENTAL SYSTEMS RESEARCH 

INSTITUTE, 2010), a partir da ferramenta Spatial Analyst foram geradas, além da 

própria elevação, outras quatro variáveis: declividade, curvatura planar ou horizontal, 

curvatura em perfil ou vertical e orientação das vertentes. 

Em seguida, foram determinadas classes discretas para cada uma delas através 

do comando Reclassify do menu Reclass, sendo estas: 

- Declividade (EMBRAPA, 1999): 0 a 3 % (Plano), 3 a 8 % (Suave Ondulado), 8 a 20 

% (Ondulado), 20 a 45 % (Forte Ondulado), 45 a 75 % (Montanhoso), acima de 75% 

(Escarpado). 

- Curvatura em perfil (VALERIANO, 2003): -1 a -0,02 (Convexo), -0,02 a 0,02 

(Retilíneo), 0,02 a 1 (Côncavo). 

- Curvatura em planta (VALERIANO, 2003): -5 a -0,05 (Divergente), -0,05 a 0,05 

(Plano), 0,05 a 5 (Convergente). 

- Orientação das vertentes: 0 a 45º (Norte), 45 a 90º (Nordeste), 90 a 135º (Leste), 135 a 

180º (Sudeste), 180 a 225º (Sul), 225 a 270º (Sudoeste), 270 a 315º (Oeste), 315 a 360º 

(Noroeste). 

No SAGA GIS (SYSTEM FOR AUTOMATED GEOSCIENTIFIC ANALYSES) 

através do modulo Terrain Analysis foram obtidas as variáveis distância da drenagem 

(Distance Channel Network) e índice topográfico de umidade (Topographic Wetness 

Index - TWI), ambas com fórmulas automáticas implementadas. A primeira representa a 

distância horizontal a partir da rede de drenagem expressa em metros e a segunda é 

http://www.relevobr.cnpm.embrapa.br/
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definida como uma função da declividade e da área de contribuição por unidade de 

largura ortogonal à direção do fluxo obtida através da equação: 

TWI = ln (As/tanβ) 

Onde: As é a área de contribuição x tamanho da célula do grid em m
2

; β é a declividade 

da célula. 

As variáveis elevação, distância da drenagem e índice topográfico de umidade 

não foram discretizadas, mantiveram-se numéricas e com valores contínuos. 

Para derivar os índices a partir de sensoriamento remoto foi utilizada uma 

imagem do sensor OLI (OPERATIONAL TERRA IMAGER) do LANDSAT-8 obtida em 

13 de agosto de 2014 e empregado o software ENVI (ENVIRONMENTAL FOR 

VISUALIZING IMAGES) na versão 4.7 para a realização dos procedimentos descritos a 

seguir. 

As bandas do sensor são originalmente orientadas ao norte verdadeiro e geradas 

com resolução espacial de 30 metros tendo sido necessário reprojetá-las para o 

hemisfério sul e reamostrá-las para uma resolução final de 90 metros a fim de que 

fossem compatíveis com as variáveis derivadas do modelo digital de elevação. 

Em seguida, foram corrigidas geometricamente para o sistema de coordenadas 

UTM (Universal Transversa de Mercator), datum WGS 84 e zona 23S, e 

radiometricamente para 8 bits. 

 Foi realizada uma correção atmosférica para eliminar distorções espectrais 

causadas pelo espalhamento da radiação eletromagnética devido a sua interação com a 

atmosfera, o processo aqui empregado é denominado Dark Subtract ou subtração de 

sombras absolutas.  

            Foram utilizados índices obtidos da relação entre diferentes bandas deste sensor 

através da divisão entre medidas de reflectância em porções separadas do espectro para 

aumentar ou revelar informações quando existe uma relação inversa entre duas 

respostas espectrais para um mesmo alvo. Quando duas feições apresentam o mesmo 

comportamento espectral, estas relações fornecem pouca informação adicional, por 

outro lado, se elas têm respostas espectrais bastante diferentes, as relações entre dois 

valores fornecem um único valor que expressa concisamente o contraste entre duas 

reflectâncias (CAMPBELL, 1987). 

Os índices utilizados foram o “clay minerals” obtido pela divisão da banda 5 

(1,55 - 1,75 μm) pela banda 7 (2,08 - 2,35 μm) e o “iron oxide” pela divisão da banda 3 
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(0,63 - 0,69 μm) pela banda 1 (0,45 - 0,52 μm), originalmente desenvolvidos para o 

sensor TM do Landsat. 

Os índices “clay minerals” e “iron oxide”, segundo SABINS (1997), são muito 

empregados no sensoriamento remoto geológico e podem ser utilizados para auxiliar na 

distinção de solos com características físicas e mineralógicas diferentes. O primeiro para 

quantificar e enfatizar certas propriedades da superfície do solo, em particular, 

argilominerais (caulinita, ilita e esmectita). O segundo aplica-se a óxidos de ferro como 

goethita e hematita que têm baixos valores de reflectância na banda 1 e elevados valores 

na banda 3, consequentemente, os solos tendem a apresentar elevados valores da razão 

entre as bandas 3 e 1, que varia de acordo com a composição mineralógica do solo.      

Fez-se necessário adaptar as fórmulas dos índices “clay minerals” e “iron 

oxide” para as nomenclaturas das bandas do sensor OLI do Landsat-8 (tabela 1). 

Portanto, “clay minerals” foi obtido pela divisão da banda 6 pela banda 7 e “iron oxide” 

resultou da divisão da banda 4 pela banda 2 

(http://landsat.usgs.gov/band_designations_landsat_satellites.php).  

 

Tabela 1: Correspondência de bandas entre os sensores TM e OLI do Landsat.      

 

Outro índice utilizado foi o NDVI (Normalized difference vegetation índex), 

medida quantitativa para mensurar a reflectância da biomassa ou vigor da vegetação 

obtido através da fórmula: 

NDVI = (NIR – V) / (NIR +V) 

Onde, NIR = representa infravermelho próximo e V = vermelho. 

Sensor Landsat 

bands 

Wavelength 

(micrometers) 

Sensor Landsat 

bands 

Wavelength 

(micrometers) 

TM Band 1 0.45-0.52 OLI Band 1 0.43 - 0.45 

 Band 2 0.52-0.60  Band 2 0.45 - 0.51 

 Band 3 0.63-0.69  Band 3 0.53 - 0.59 

 Band 4 0.76-0.90  Band 4 0.64 - 0.67 

 Band 5 1.55-1.75  Band 5 0.85 - 0.88 

 Band 6 10.40-12.50  Band 6 1.57 - 1.65 

 Band 7 2.08-2.35  Band 7 2.11 - 2.29 

    Band 8 0.50 - 0.68 

    Panchromatic  

    Band 9 1.36 - 1.38 

    Band 10 10.60 - 11.19 

    Band 11 11.50 - 12.51 
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O índice de vegetação foi testado como uma variável adicional, já que não 

possui relação direta com a formação dos solos. Porém, como muitas das características 

da vegetação são influenciadas pelas características dos solos e vice e versa, este índice 

foi empregado na tentativa de melhorar a performance da classificação na abordagem da 

mineração de dados e na classificação dos algoritmos.  

 

 

3.2.2 Classes de solo 

 

Para facilitar a coleta das amostras e tornar esta etapa menos onerosa em termos 

de custo e de tempo, foi incorporada uma restrição operacional na etapa de amostragem 

utilizando um buffer de 50 m de largura ao longo das estradas e vias de acesso.  

Desta forma as variáveis geradas foram inseridas no programa de amostragem 

aleatório estratificada (cLHS) como condicionantes à seleção dos pontos utilizando o 

número de iterações equivalente a 20000 (valor sugerido pelo programa) e com número 

de amostras igual a 300. 

Como produto da análise deste programa foi obtido um arquivo de texto contendo os 

pontos amostrais, arquivo este convertido para uma tabela com auxilio do Excel de 

forma a possibilitar a leitura pelo ArcGIS 10 e sua transferência para GPS. 

Com os locais definidos, para cada ponto selecionado foi efetuada uma sondagem 

com trado até 1 metro de profundidade ou analisado corte de estrada, em casos onde 

houve dúvida a sondagem se deu até 2 metros de profundidade ou foi aberta uma mini-

trincheira.  

O solo foi caracterizado morfologicamente em 298 locais dos 300 previamente 

estabelecidos (Figura 6), a redução se deu pela dificuldade de acesso ao local mesmo 

após o uso do buffer.  
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           Figura 6: Distribuição das observações de solo na área de estudo. 

 

Foram coletadas amostras nos horizontes de superfície (horizonte A) e subsuperfície 

(horizonte B) de cerca de 1/3 do total de pontos para análises laboratoriais. Realizou-se 

análises granulométricas para verificação das proporções de areia grossa (AG), areia 

fina (AF), silte e argila pelo método do densímetro e químicas com a finalidade de 

confirmar a classificação dos solos no terceiro e quarto níveis categóricos. Foram 

adotados os métodos recomendados pela EMBRAPA (1997) para fins de pedologia.   

As análises químicas determinaram o índice de acidez (pH), teores de fósforo (P), 

potássio (K
+
), sódio (Na),  cálcio (Ca

2+
), magnésio (Mg

2+
), alumínio (Al

3+
) e acidez 

potencial (H+Al), soma de bases (SB), capacidade de troca catiônica (CTC) em cmolc/ 

dm3, saturação por bases (V%), por alumínio (m%) e por sódio (ISNa), teor do matéria 

orgânica (M.O.) e fósforo remanescente (Prem) além dos teores de micronutrientes 

como ferro (Fe), zinco (Zn), manganês (Mn) e  cobre (Cu) dados em mg/dm³.  

Posteriormente, os solos foram classificados de acordo com o SiBCS (Sistema 

Brasileiro de Classificação de Solos) até o quarto nível categórico acrescidos da textura 

(EMBRAPA, 2006). 
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3.3 Elaboração das matrizes de dados  

 

A classificação dos pontos em nível categórico inferior gerou um elevado número de 

classes de solo. Por esse motivo, optou-se por treinar os mapas utilizando apenas os 

pontos que representam os solos de maior ocorrência na área, desconsiderando aqueles 

com apenas uma ou duas observações de campo. O objetivo foi evitar uma enorme 

fragmentação dos mapas digitais produzidos e diminuir a quantidade de classes com 

poucos exemplos, consideradas não representativas para treinamento.  

A partir destas exclusões, restaram 252 pontos que foram divididos em 190 para 

treinamento e 62 para posterior validação dos mapas. A divisão foi realizada de forma a 

manter ambos os conjuntos (treinamento/validação)  bem distribuídos espacialmente por 

toda a área de estudo e  representativos de todas as classes de solo identificadas na área, 

desta maneira, todas as classes preditas puderam ser validadas. 

As variáveis geomorfométricas, os índices derivados da imagem Landsat 8 e a carta 

geológica estavam originalmente em formato raster. Para compor uma matriz, fez-se 

necessário extrair a informação por pixel de cada variável através da função Raster to 

Point do ArcGIS 10. Esse procedimento resultou em 136.149 pontos no formato 

vetorial que representam as linhas das matrizes e correspondem aos pixels (90x90 m) 

necessários para cobrir toda a extensão da área de estudo. 

Diferentes combinações dessas variáveis preditivas foram cruzadas às informações 

pedológicas para obtenção das matrizes de dados 1, 2, 3 e 4 (Tabela 2). Estas, com solos 

classificados até o quarto nível categórico (subgrupo) e textura, estão distribuídas em 

quatorze classes de solo (Tabela 3). 

 

Tabela 2: Descrição das matrizes de dados 1, 2, 3 e 4 com base de treinamento original. 

Matriz Variáveis Nível taxonômico 

1 Altitude, Declividade, Curvatura planar, Curvatura em 

perfil, Orientação das vertentes, Distância da 

drenagem e Índice topográfico de Umidade 

4º Nível + textura 

2 Altitude, Declividade, Curvatura planar, Curvatura em 

perfil, Orientação das vertentes, Distância da 

drenagem, Índice topográfico de Umidade e Geologia 

4º Nível + textura 

3 Altitude, Declividade, Curvatura planar, Curvatura em 

perfil, Orientação das vertentes, Distância da 

drenagem, Índice topográfico de Umidade, Geologia, 

"Clay minerals", "Iron oxide" e NDVI 

4º Nível + textura 

4 Geologia, "Clay minerals", "Iron oxide" e NDVI 4º Nível + textura 
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Tabela 3: Classes de solo em nível de subgrupo + textura e quantidade de observações. 

 

É exemplificado abaixo uma pequena parcela da matriz de dados 1 que utiliza 

variáveis de relevo para predizer as classes de solo (Tabela 4). 

 

Tabela 4: Exemplo da matriz de dados 1. 

Variáveis 
(¹)

 

x1 x2 x3 x4 x5 x6 x7 x8 

510 Plano Norte Convergente Retilíneo 6.2 9 NXet arg 

523 Plano Norte Côncavo Planar 5.0 12 ? 

550 Plano Sul Côncavo Planar 16.0 7.8 LVdt med 

608 Plano Norte Convexo Planar 12.0 13.3 ? 

553 Plano Oeste Retilíneo Planar 9.1 8.8 LVdt arg 

623 Plano Norte Côncavo Planar 15.1 6.1 ? 

588 Suave Ondulado Oeste Côncavo Divergente 8.5 6.9 ? 

611 Plano Norte Côncavo Divergente 11.3 3.2 ? 

662 Suave Ondulado Oeste Côncavo Convergente 0.0 13.4 ? 

576 Ondulado Sul Convexo Convergente 6.8 5.7 ? 

685 Ondulado Sul Retilíneo Convergente 4.1 3.5 CXTbdt arg 
(¹)

 x1: Altitude; x2: Declividade; x3: Orientação das vertentes; x4: Curvatura planar; x5: 

curvatura em perfil; x6: Distância da drenagem; x7: Índice topográfico de umidade; x8: 

símbolo que representa classe de solo em quarto nível categórico e textura. 

Símbolo Classificação - 4º nível + textura 
Observações 

de solo 

CXTbdt, arg CAMBISSOLO HÁPLICO Tb Distrófico típico, argilosa 30 

CXTbet, arg CAMBISSOLO HÁPLICO Tb Eutrófico típico, argilosa 14 

LVAdt, arg 
LATOSSOLO VERMELHO-AMARELO Distrófico típico, 

argilosa 
8 

LVAdt, med 
LATOSSOLO VERMELHO-AMARELO Distrófico típico, 

média 
4 

LVdt, arg LATOSSOLO VERMELHO Distrófico típico, argilosa 31 

LVdt, med LATOSSOLO VERMELHO Distrófico típico, média 23 

LVet, arg LATOSSOLO VERMELHO Eutrófico típico, argilosa 17 

NVdt, arg NITOSSOLO VERMELHO Distrófico típico, argilosa 9 

NVet, arg NITOSSOLO VERMELHO Eutrófico típico, argilosa 18 

NXet, arg NITOSSOLO HÁPLICO Eutrófico típico, argilosa 11 

PVAdt, 

med/arg 

ARGISSOLO VERMELHO-AMARELO Distrófico típico, 

média/argilosa 
8 

PVdt, arg ARGISSOLO VERMELHO Distrófico típico, argilosa 5 

RLet, med NEOSSOLO LITÓLICO Eutrófico típico, média 8 

RLet, med NEOSSOLO REGOLÍTICO Eutrófico típico, média 4 

Total 14 190 
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Apoiados na expectativa de que mapas em nível taxonômico mais elevado são 

mais confiáveis, a classificação em 3º e 4º níveis e a textura foram suprimidos. Da 

mesma maneira foram elaboradas as matrizes de dados 5, 6, 7 e 8 (Tabela 5) com 

classificação em segundo nível categórico distribuídas em nove classes de solo (Tabela 

6). 

 

Tabela 5: Descrição das matrizes de dados 5, 6, 7 e 8 com base de treinamento original. 

 

 

Tabela 6: Classes de solo em nível de subordem e quantidade de observações. 

         

As oito matrizes elaboradas possuem 136.149 linhas. Destas apenas 190 

possuem classe de solo (conjunto original) resultando em uma proporção de 0,14%. As 

demais deverão ser classificadas pelos algoritmos de mineração de dados.  

Na tentativa de expandir o conjunto de treino e não restringir a 

representatividade do ponto classificado em campo apenas a um pixel, considerou-se 

uma janela 3x3 para o conjunto de treinamento. Desta forma, para cada ponto 

classificado em campo, nove pixels ao redor receberam a mesma classificação.  

Matriz Variáveis Nível taxonômico 

5 Altitude, Declividade, Curvatura planar, Curvatura em 

perfil, Orientação das vertentes, Distância da 

drenagem e Índice topográfico de Umidade 

2º nível 

6 Altitude, Declividade, Curvatura planar, Curvatura em 

perfil, Orientação das vertentes, Distância da 

drenagem, Índice topográfico de Umidade e Geologia 

2º nível 

7 Altitude, Declividade, Curvatura planar, Curvatura em 

perfil, Orientação das vertentes, Distância da 

drenagem, Índice topográfico de Umidade, Geologia, 

"Clay minerals", "Iron oxide" e NDVI 

2º nível 

8 Geologia, "Clay minerals", "Iron oxide" e NDVI 2º nível 

Símbolo Classificação - 2º nível Observações de solo 

CX CAMBISSOLO HÁPLICO 44 

LVA LATOSSOLO VERMELHO-AMARELO 12 

LV LATOSSOLO VERMELHO 71 

NV NITOSSOLO VERMELHO 27 

NX NITOSSOLO HÁPLICO 11 

PVA ARGISSOLO VERMELHO-AMARELO 8 

PV ARGISSOLO VERMELHO 5 

RL NEOSSOLO LITÓLICO 8 

RR NEOSSOLO REGOLÍTICO 4 

Total 9 190 
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Para esse procedimento, duas novas matrizes de dados (Tabela 7) foram 

elaboradas reunindo o conjunto completo de variáveis preditivas.  

 

Tabela 7: Descrição das matrizes de dados 9 e 10 com base de treinamento expandida. 

Matriz Variáveis Nível Taxonômico 

9 Altitude, Declividade, Curvatura planar, Curvatura em 

perfil, Orientação das vertentes, Distância da drenagem, 

Índice topográfico de Umidade, Geologia, "Clay 

minerals", "Iron oxide" e NDVI 

4º Nível + textura 

10 Altitude, Declividade, Curvatura planar, Curvatura em 

perfil, Orientação das vertentes, Distância da drenagem, 

Índice topográfico de Umidade, Geologia, "Clay 

minerals", "Iron oxide" e NDVI 

2º nível 

 

O conjunto original composto por 190 linhas classificadas passou a ter 1710 

distribuídas em quatorze classes em 4º nível e textura na matriz 9 (Tabela 8) e em nove 

classes em 2º nível categórico na matriz 10 (Tabela 9). Assim, a proporção entre linhas 

classificadas/linhas não classificadas passou a ser de 1,25%. 

 

Tabela 8: Classes de solo em nível de subgrupo + textura e quantidade de observações 

da matriz de dados 9. 

 

  

Símbolo Classificação - 4º nível + textura Observações 

de solo 

CXTbdt, arg CAMBISSOLO HÁPLICO Tb Distrófico típico, argilosa 270 

CXTbet, arg CAMBISSOLO HÁPLICO Tb Eutrófico típico, argilosa 126 

LVAdt, arg LATOSSOLO VERMELHO-AMARELO Distrófico 

típico, argilosa 

72 

LVAdt, med LATOSSOLO VERMELHO-AMARELO Distrófico 

típico, média 

36 

LVdt, arg LATOSSOLO VERMELHO Distrófico típico, argilosa 279 

LVdt, med LATOSSOLO VERMELHO Distrófico típico, média 207 

LVet, arg LATOSSOLO VERMELHO Eutrófico típico, argilosa 153 

NVdt, arg NITOSSOLO VERMELHO Distrófico típico, argilosa 81 

NVet, arg NITOSSOLO VERMELHO Eutrófico típico, argilosa 162 

NXet, arg NITOSSOLO HÁPLICO Eutrófico típico, argilosa 99 

PVAdt, 

med/arg 

ARGISSOLO VERMELHO-AMARELO Distrófico 

típico, média/argilosa 

72 

PVdt, arg ARGISSOLO VERMELHO Distrófico típico, argilosa 45 

RLet, med NEOSSOLO LITÓLICO Eutrófico típico, média 72 

RLet, med NEOSSOLO REGOLÍTICO Eutrófico típico, média 36 

Total 14 1710 
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Tabela 9: Classes de solo em nível de subordem e quantidade de observações da matriz 

de dados 10. 

Símbolo Classificação - 2º nível Observações  

de solo 

CX CAMBISSOLO HÁPLICO 396 

LVA LATOSSOLO VERMELHO-AMARELO 108 

LV LATOSSOLO VERMELHO  639 

NV NITOSSOLO VERMELHO 243 

NX NITOSSOLO HÁPLICO 99 

PVA ARGISSOLO VERMELHO-AMARELO 72 

PV ARGISSOLO VERMELHO  45 

RL NEOSSOLO LITÓLICO 72 

RR NEOSSOLO REGOLÍTICO 36 

Total 9 1710 

 

As bases foram exportadas como tabela e convertidas em um arquivo delimitado 

por vírgula (CSV format - Comma Separated Values) para uso no software Weka 3.6.6 

(WITTEN & FRANCK, 2005). 

 

3.4 Análise das matrizes de dados 

 

Nesta etapa foram verificados o desempenho de três algoritmos de classificação 

implementados no Weka 3.6.6, sendo J48 (árvores de decisão), Random Forest 

(ensamble method) e MLP (redes neurais) pela elevada acurácia identificada em revisão 

de literatura. O melhor modelo para cada matriz de dados foi escolhido através da 

predição das classes de solo pelos algoritmos, estes geram automaticamente  uma 

avaliação de acurácia. Ainda, para cada algoritmo investigou-se o impacto das 

alterações na organização dos dados realizadas com a aplicação de técnicas específicas 

de discretização, balanceamento de classes e seleção de variáveis ou atributos.  

Em todos os procedimentos realizados foi utilizado o método conhecido como 

“K-fold Cross-Validation” como técnica para a estratificação da base dados em conjunto 

de treinamento e teste. Segundo WITTEN et al. (2011), essa técnica tem se tornado um 

padrão para aplicações que utilizam métodos de mineração de dados. Ainda, segundo 

estudos avaliados pelos mesmos autores, sugere-se a adoção do número 10 (dez) como 

valor padrão para o número de partições dos dados (K). A seguir, os procedimentos 

realizados são descritos: 
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Procedimento 1 - Discretização  

 

Este procedimento foi aplicado as variáveis contínuas e numéricas altitude, 

distância da drenagem, índice topográfico de umidade, “clay minerals”, “iron oxide” e 

NDVI. O processo se baseia em dividi-las em n intervalos ou classes, essa alternativa 

apoia-se no fato de que alguns algoritmos de mineração de dados apesar de capazes de 

trabalhar com valores contínuos podem apresentar melhores resultados relativos a 

acurácia e velocidade de execução quando se utilizam valores discretos (WITTEN et al., 

2011).  

No referido trabalho foram aplicadas duas técnicas de discretização não 

supervisionada, que não consideram as classes, disponível na ferramenta Weka. O 

primeiro divide o conjunto em intervalos de mesmo tamanho e o segundo em intervalos 

de mesma frequência ou mesmo número de amostras. 

 Dessa maneira, o desempenho dos classificadores foi avaliado em três diferentes 

arranjos sendo eles contínuo, discreto por intervalos iguais e discreto por frequências 

iguais. 

Procedimento 2 - Balanceamento de classes  

Este recurso é utilizado para não favorecer as classes majoritárias, com maior 

número de exemplos, ao gerar o modelo de classificação.  

Os balanceamentos utilizados foram 0, 0,5 e 1, que representam 

respectivamente, a distribuição original dos dados, a distribuição com subamostragem 

das classes com maior frequência de ocorrência e a distribuição com reamostragem das 

classes considerando igual frequência de ocorrência em todas as classes. 

 

Procedimento 3 - Seleção de variáveis 

 

O processo tem o objetivo de escolher um subconjunto ótimo de variáveis na 

tentativa de reduzir a base de dados, manter ou aumentar a acurácia dos modelos 

eliminando atributos redundantes ou irrelevantes e facilitar a compreensão dos 

resultados.  

Para isso foram aplicados dois algoritmos que selecionam e avaliam os variáveis 

de forma independente do algoritmo de classificação que será utilizado, o ChiSquared e 

o GainRatio, ambos através do método ranker que retorna uma lista ordenada.  
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GainRatio: Ranqueia as variáveis através da entropia, quanto menor for a entropia 

maior será o ganho de informação. A entropia corresponde a impureza da variável ou 

sua falta de homogeneidade. As variáveis com o maior ganho de informação são retidos, 

pois ajudam a discriminar a classe de solo, estas minimizam a informação necessária 

para classificar as instâncias com classes desconhecidas e refletem a menor 

aleatoriedade ou impureza (HALL, 1999). 

ChiSquared: Este método avalia as variáveis individualmente usando a medida x² com 

relação à classe, quanto maior o valor de x² mais provável é a correlação (FRANK, 

2002).  

O algoritmo estará sempre trabalhando com duas hipóteses, sendo a hipótese nula (H0) 

rejeitada para valores elevados de x². 

H0: não há associação entre as variáveis (independência) 

H1: há associação entre as variáveis 

Com o objetivo de verificar a efetividade do ordenamento, testes de acurácia 

foram realizados com os classificadores J48, Random Forest e MLP retirando-se das 

matrizes de dados as variáveis com menor poder preditivo de acordo com o 

ordenamento feito pelos algoritmos de seleção. 

  

3.5 Geração dos mapas pedológicos digitais 

 

 A partir da avaliação de desempenho dos procedimentos de discretização, 

balanceamento de classes e seleção de variáveis anteriormente descritos associados aos 

três algoritmos de classificação, para cada matriz de dados foi eleito o modelo de maior 

acurácia e a partir de sua aplicação, gerados os mapas pedológicos digitais.  

Os algoritmos adotados neste trabalho não produzem regras de classificação. 

Portanto, as matrizes de dados classificadas pelo modelo de maior acurácia foram 

extraídas do programa Weka através do comando “Visualize classifier errors”. Este 

comando acrescenta às matrizes de dados uma nova coluna denominada “Predicted” 

que  possui  as classes de solo preditas pelo modelo.  

Estas matrizes então foram exportadas para Excel no formato csv. e convertidas 

para tabelas. As tabelas foram inseridas no Arcgis 10 e através da ferramenta Feature to 

raster do menu Conversion Tools foram elaborados os mapas em que cada linha da 

matriz de dados corresponde a um pixel de 90x90m no mapa. 
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3.6 Elaboração do mapa pedológico pelo método tradicional 

 

Para elaboração do mapa tradicional foram utilizados os 298 pontos 

classificados, estas observações foram plotadas em imagens do satélite RapidEye com 

resolução espacial de 6,5 metros. Nas imagens foram delineadas as unidades de 

mapeamento com base na fotointerpretação e com auxílio das observações de solo. 

As unidades de mapeamento foram digitalizadas no formato shape (polígonos) 

no ArcGIS 10. 

Uma legenda descritiva foi elaborada a partir de um inventário das observações 

de solo por unidade mapeada acrescidos de informações do relevo. 

 

3.7 Avaliação da metodologia 

 

A avaliação da metodologia aplicada para o MDS da área de estudo foi realizada 

em três etapas.  

A primeira etapa foi a validação de cada um dos mapas gerados através dos 62 

pontos classificados em campo. Esses dados foram confrontados com os mapas preditos  

por meio de matrizes de erro e partir desses resultados foram calculadas as medidas de 

acurácia: exatidão global, exatidão do produtor, exatidão do usuário e índice kappa 

(CAMPBELL & MORTENSON, 1989; ROSSITER, 2001; FOODY, 2002). 

Os dados de referência (campo) são representados pelas colunas da matriz de 

erros e comparados com os dados preditos, representados pelas linhas. 

Na segunda etapa de avaliação, o conjunto dos 62 pontos de validação foi 

dividido em “Áreas planas”, com menos de 3% de declividade (EMBRAPA, 1999) 

onde foram identificados 28 pontos e “Áreas não planas” em condições de declividade 

superiores a 3%, em que estavam localizados os 34 pontos restantes. A partir dessa 

divisão, novas matrizes de erro foram elaboradas a fim de avaliar o desempenho dos 

conjuntos de variáveis preditivas considerando as duas condições de relevo. 

A terceira etapa consistiu na comparação dos mapas elaborados pelo método 

digital que obtiveram melhor acurácia e o mapa pedológico elaborado tradicionalmente.  

Para tanto, as classes de solo preditas foram comparadas com a classe do 

primeiro componente das unidades de mapeamento do mapa tradicional, posteriormente 

foram comparadas com o segundo componente e assim sucessivamente. 
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 A comparação foi realizada pixel a pixel através da função “SE” do Excel. Foi 

atribuída a condição “verdadeiro” às células que possuem a mesma classificação que 

qualquer componente da unidade de mapeamento do mapa tradicional e a condição 

“falso” àquelas que não possuem essa mesma classificação. 
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4 RESULTADOS E DISCUSSÃO 

 

4.1 Variáveis derivadas do modelo digital de elevação 

 

A partir do Modelo Digital de Elevação SRTM com resolução espacial de 90 

metros foram gerados mapas de sete variáveis geomorfométricas: altitude, declividade, 

curvaturas planar e em perfil, orientação das vertentes, distância da drenagem e índice 

topográfico de umidade. 

 A altitude média da área é de 576 metros acima do nível do mar e a altitude 

máxima encontrada de 854 metros. A faixa de altitude predominante é de 500 - 600 e 

está distribuída por toda a área. As faixas correspondentes a altitudes entre 700 e 900 

metros têm pouca expressão (Figuras 7 e 8a). 

 

 

 

 

 

 

 

 

 

 

 

 

 

       

                                             

 

 

 

 

                           

                              Figura 7: Classes de altitude na área de estudo. 
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Figura 8 - Frequência das variáveis geomorfométricas por classes de (a) Altitude (b) 

Declividade 

 

Cerca de 86% da área total tem declividades planas ou suave onduladas, o que 

revela um relevo bastante suavizado na faixa entre 0 e 8% de declividade. O restante da 

área, de maior ondulação, foram identificadas como onduladas, forte onduladas e 

montanhosas (Figuras 9 e 8b).  

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

                  

                  Figura 9: Classes de declividade na área de estudo. 
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Os resultados obtidos para curvatura planar mostram que cerca de 75 % da área 

tem curvaturas planas, as áreas convergentes e divergentes somadas correspondem a 

25%. Esse resultado pode ser explicado pela predominância de relevos suavizados que 

favorecem a ocorrência de curvaturas planas (Figuras 10 e 11a).  

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

                                 

                         Figura 10: Classes de curvatura planar na área de estudo. 

 

Figura 11 - Frequência das variáveis geomorfométricas por classes de (a) Curvatura 

planar e (b) Curvatura em perfil. 
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Quanto às curvaturas em perfil, a maior parte está representada pela classe 

convexa com aproximadamente 40 % da área, sendo que as curvaturas côncava e 

retilínea ocupam 38% e 22% respectivamente (Figuras 12 e 11b). 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

  

 

 

 

                          

                       Figura 12: Classes de curvatura em perfil na área de estudo. 

 

A variável orientação das vertentes mostra um predomínio das classes Norte 

(14,4%) e Oeste (16,7%), por outro lado as classes que ocupam menor área são Sudeste 

(10,8%), Sul e Noroeste com 11,3% cada. Ainda assim, as diferenças entre as maiores e 

as menores classes de orientação das vertentes são pequenas (Figura 13a e 14).  
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Figura 13: Frequência das variáveis geomorfométricas por classes de (a) Orientação 

das vertentes (b) Distância da drenagem e (c) Índice topográfico de umidade 

 

 

 

 

 

  

 

 

 

 

 

 

 

 

 

 

 

 

 

                Figura 14: Classes de orientação das vertentes na área de estudo. 

. 

A rede de drenagem distribuída pela área não é densa, o que se deve a suavidade 

do relevo, a permeabilidade dos solos e do substrato rochoso e ao clima seco da região. 

Como consequência, grande parte das distâncias de drenagem foram classificadas como 

muito grandes ou grandes abrangendo aproximadamente 85% da área total. As 
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distâncias médias, pequenas e muito pequenas que somadas representam 15% 

concentram-se onde o relevo é mais declivoso (Figura 15 e 13b). 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

                Figura 15: Classes de distância da drenagem na área de estudo. 

 

O valor do índice topográfico de umidade (Figuras 16 e 13c) variou de 1,11 a 

13,6, com um valor médio de 7,35, sendo que apenas 10% do total da área apresentam 

valores inferiores a 5. Os valores mais elevados estão relacionados a áreas de baixada 

que acompanham a planície dos rios ou áreas que favorecem o acúmulo de água no solo. 

De maneira geral, as áreas com declividades iguais ou inferiores a 8% apresentaram 

valores que variam entre 5,0 e 15,0. Já os topos de morro e locais elevados mostraram 

valores sempre inferiores a 5,0. 
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           Figura 16: Classes de índice topográfico de umidade na área de estudo. 

 

 

4.2 Variáveis derivadas de imagem Landsat 8 

 

 A partir da imagem do sensor OLI do Landsat 8, reamostradas para resolução 

espacial de 90 metros, corrigidas atmosférica e geometricamente foram derivados três 

índices: “Clay minerals”, “Iron Oxide” e o NDVI (http://landsat.usgs.gov/landsat8). 

A imagem resultante do índice “Clay minerals” apresenta valores mais elevados 

para presença de argilas em tons escuros, sendo possível correlacionar com solos em 

avançado estágio de intemperismo como os Latossolos, Argissolos e Nitossolos. Os 

baixos valores da imagem, em tons claros, representam solos com menor grau de 

alteração em razão da baixa intensidade de atuação dos processos pedogenéticos, de 

uma maior resistência ao intemperismo ou ainda por características de relevo que 

limitaram sua alteração, a exemplo dos Neossolos. 
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                          Figura 17:  Índice “Clay Minerals” na área de estudo. 

 

A imagem da razão “Iron Oxide” mostra baixa reflexão, valores claros, para 

solos com menor quantidade de óxidos de ferro em sua composição mineralógica e  por 

conseguinte, valores elevados em tons mais escuros (Figura 18). 

Com o intemperismo, os óxidos e hidróxidos de Fe acumulam-se no perfil e 

passam a ser abundantes nos solos altamente intemperizados (CAMARGO, 2006). O 

Brasil é um dos países com maior extensão de solos com significativa quantidade de 

óxidos de ferro, por isso, desde os primeiros esboços de classificação de solos a 

presença deles tenha sido utilizada como critério diagnóstico em altos níveis categóricos 

(OLIVEIRA, 2011).  

 É comum a ocorrência de elevados teores de óxidos de ferro, sendo aplicado o 

termo férrico em terceiro nível categórico para solos com teores acima de 18% para as 

ordens dos Argissolos, Cambissolos e Latossolos e acima de 15% para os Nitossolos. 
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                              Figura 18:  Índice “Iron Oxide” na área de estudo. 

 

Quanto ao NDVI, o coeficiente calculado varia em uma escala compreendida 

entre -1 e +1, quanto mais próximo de -1 menor será o índice de vegetação e quanto 

mais próximo de +1 maior será o índice de vegetação. 

Para a banda Landsat na região do vermelho, a vegetação verde, densa e 

uniforme fica escura. Por outro lado, para a banda infravermelho, os corpos d’água 

ficam escuros e a vegetação verde, densa e uniforme fica clara. Disto resulta uma nova 

banda espectral, representando a razão entre as bandas originais, onde as áreas claras 

indicam a presença de vegetação e as áreas escuras, sua ausência. (FREIRE & 

PACHECO, 2005). Dentre as áreas próximas ao valor +1, a identificação dos pivôs de 

irrigação é bastante simples, já que a área irrigada possui geometria regular. Também é 

clara a presença de vegetação acompanhando o delineamento da rede de drenagem, 

enquanto os corpos d’água podem ser identificados pela cores mais escuras da imagem 

com valores próximos a -1.   
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                       Figura 19:   Índice de vegetação (NDVI) na área de estudo. 

 

 

4.3 Treinamento dos dados 

 

 

A partir do cruzamento das variáveis preditivas com as classes de solo foram 

compostas dez matrizes de dados de acordo com os procedimentos descritos no item 3.3 

e iniciaram-se as análises pelo programa Weka. 

Iniciando pela matriz de dados 1, que reúne as variáveis geomorfométricas 

preditivas e as classes de solo em quarto nível categórico e textura como variável meta 

(a ser predita), foram realizados os procedimentos numerados no item  3.4. 

Com a finalidade de avaliar a influência da discretização na acurácia dos 

modelos, os algoritmos de classificação foram aplicados a três diferentes arranjos. O 

primeiro manteve as variáveis numéricas contínuas, o segundo dividiu as variáveis em 

cinco classes com intervalos ou tamanhos iguais e o terceiro as dividiu em cinco classes 
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considerando a mesma frequência ou quantidade de amostras por classe. Os resultados 

dos procedimentos aplicados à matriz de dados 1 mostram que houve um ligeiro 

aumento na acurácia quando discretizada por frequências iguais (Tabela 10). 

 

Tabela 10: Acurácia dos três algoritmos nos diferentes procedimentos e ordenamento 

das variáveis para escolha do melhor modelo da matriz de dados 1. 

*O ordenamento das variáveis assume valores decrescentes de cima para baixo. 

 

Baseado em SETTI (2009), isto pode ser explicado pelo fato de os valores 

contínuos algumas vezes dificultarem o processo de modelagem, algumas colunas 

podem conter tantos valores distintos que o algoritmo encontra dificuldade em 

identificar facilmente os padrões nos dados para os quais quer criar o modelo. Por sua 

vez, a divisão em intervalos de tamanhos iguais pode destruir distinções que poderiam 

ser úteis para o aprendizado colocando muitos valores de classes diferentes juntas ou 

separando valores de mesma classe. 

Discretização  
J48 

% 

Random Forest 

% 

MLP 

% 

Contínua 17,5 9,5 7,9 

Discreta por intervalos iguais 15,9 9,5 6,9 

Discreta por frequências 

iguais 

17,9 10,1 9,0 

Balanceamentos 
J48 

% 

Random Forest 

% 

MLP 

% 

0 17,9 10,1 9,0 

0,5 46,2 61,7 55,3 

1 51,0 61,9 53,1 

Ordenamento das variáveis* Entropia Qui-quadrado 

 

 

 

 

 

 

Altitude 

Orientação das vertentes 

Curvatura em perfil 

Distância da drenagem 

Índice topográfico de 

umidade 

Declividade 

Curvatura planar 

Altitude 

Curvatura em perfil 

Distância da drenagem 

Orientação das vertentes 

Índice topográfico de 

umidade 

Declividade 

Curvatura planar 

Variável excluída 
J48 

% 

Random Forest 

% 

MLP 

% 

Nenhuma 51,0 61,9 55,3 

Declividade 49,5 57,9 53,1 

Curvatura planar 44,1 52,6 50,0 

Declividade e curvatura 

planar 

43,0 45,2 46,8 
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O procedimento de discretização foi realizado na matriz de dados 1 em sua 

forma original, sem qualquer tratamento e com as classes desbalanceadas. É possível 

observar que o algoritmo J48 apresentou uma acurácia superior aos demais 

independentemente da forma de discretização, isso demonstra que o classificador por 

árvores de decisão é menos sensível ao desbalanceamento das classes. 

Definido o arranjo com maior acurácia (discreta por frequências iguais), este foi 

submetido ao segundo procedimento, o balanceamento das classes calibrado em 0, 0,5 e 

1. 

A acurácia aumentou significativamente para os três algoritmos com o 

balanceamento. No entanto, J48 e Random Forest apresentaram seu melhor desempenho 

para o balanceamento 1 cuja distribuição com reamostragem das classes considera igual 

frequência de ocorrência para todas elas, enquanto o algoritmo MLP teve maior 

acurácia com o balanceamento 0,5, com subamostragem das classes com maior 

frequência de ocorrência. 

Em seguida, a matriz 1 foi submetida a testes de seleção de atributos por duas 

técnicas, entropia (algoritmo GainRatio) e qui-quadrado (algoritmo ChiSquared), 

ambos retornaram um ordenamento que avaliou o poder preditivo das variáveis. A 

altitude se destacou como variável determinante na predição de classes de solo o que 

sugere controle litológico e morfométrico da distribuição dos solos, enquanto a 

curvatura planar e a declividade demonstraram pequeno poder preditivo em ambos os 

ordenamentos.  

Para verificar a efetividade da seleção, novos modelos foram gerados a partir da 

exclusão das variáveis consideradas de menor poder preditivo. Para fins de comparação, 

os valores de acurácia considerados para o modelo sem exclusão de nenhuma variável 

são aqueles que apresentaram melhor resultado após o balanceamento das classes.  

Observa-se que a combinação completa de variáveis se sobressai, com acurácia 

maior em relação as combinações simplificadas que excluem as variáveis de menor 

importância para o modelo. A acurácia decresce da mesma maneira para os três 

algoritmos quando retirada a variável declividade, quando retirada a curvatura planar e 

quando são retiradas as duas simultaneamente. 

Os resultados para a matriz 2 em que as variáveis preditivas são as 

geomorfométricas acrescidas da geologia também  mostram melhor acurácia em sua 

forma discreta por frequências iguais (Tabela 11). 
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Tabela 11: Acurácia dos três algoritmos nos diferentes procedimentos e ordenamento 

das variáveis para escolha do melhor modelo da matriz de dados 2. 

*O ordenamento das variáveis assume valores decrescentes de cima para baixo. 

 

O melhor resultado para discretização foi submetido ao balanceamento de 

classes. Os algoritmos J48 e MLP apresentaram maior acurácia para a calibração 1, 

enquanto o Random Forest teve melhor desempenho com  a calibração em 0,5. 

Após o procedimento de seleção de atributos, a ordem de importância das 

variáveis da matriz 2 mostra a altitude, como já havia ocorrido na análise da matriz 1, 

como determinante para a predição das classes de solo, desta vez acompanhada da 

geologia. 

Novamente, as variáveis declividade e curvatura planar não apresentaram grande 

relevância e,  quando suprimidas, o algoritmo J48 manteve sua acurácia estável, 

enquanto para Random Forest e MLP houve perda. 

 

Discretização  
J48 

% 

Random Forest 

% 

MLP 

% 

    Contínua 17,5 6,3 5,8 

Discreta por intervalos iguais 17,0 9,5 12,7 

Discreta por frequências iguais 18,5 10,1 13,8 

Balanceamentos 

 
J48 

% 

Random Forest 

% 

MLP 

% 

0 18,5 10,1 13,8 

0,5 56,3 63,8 47,3 

1 59,5 63,2 52,6 

Ordenamento das variáveis* Entropia          Qui-quadrado 

 Altitude 

Geologia 

Orientação das vertentes 

Curvatura em perfil 

Índice topográfico de 

umidade 

Distância da drenagem 

Declividade 

Curvatura planar 

Altitude 

Geologia 

Curvatura em perfil 

Distância da drenagem 

Orientação das vertentes 

Índice topográfico de 

umidade 

Declividade 

Curvatura planar 

Variável excluída 
J48 

% 

Random Forest 

% 

MLP 

% 

Nenhuma 59,5 63,8 52,6 

Declividade 59,5 59,8 52,1 

Curvatura planar 59,5 62,2 51,0 

Declividade e curvatura planar 59,5 58,5 49,4 
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Foram acrescentados às variáveis geomorfométricas e geologia, os índices “Clay 

minerals”, “Iron oxide” e NDVI como atributos preditivos para elaboração da matriz 3. 

Seus resultados demonstram que o primeiro procedimento também obteve melhores 

resultados em sua forma discreta com frequências iguais para os três algoritmos (Tabela 

12). 

 

Tabela 12: Acurácia dos três algoritmos nos diferentes procedimentos e ordenamento 

das variáveis para escolha do melhor modelo da matriz de dados 3. 

*O ordenamento das variáveis assume valores decrescentes de cima para baixo. 

 

Da mesma maneira, os resultados superiores foram então submetidos ao 

balanceamento das classes. Os algoritmos J48 e Random Forest apresentaram melhor 

Discretização  
J48 

% 

Random Forest 

% 

MLP 

% 

Contínua 9,0 11,7 6,9 

Discreta por intervalos iguais 12,7 12,7 15,4 

Discreta por frequências iguais 12,9 13,8 15,9 

Balanceamentos 
J48 

% 

Random Forest 

% 

MLP 

% 

0 12,9 13,8 15,9 

0,5 48,4 63,8 67,5 

1 55,8 67,5 65,3  

    Ordenamento das variáveis* Entropia Qui-quadrado 

 Altitude 

Geologia 

Declividade 

Curvatura em perfil 

“Clay minerals” 

Orientação das vertentes 

Distância da drenagem 

Índice topográfico de 

umidade 

“Iron oxide” 

Curvatura planar 

NDVI 

Altitude 

Geologia 

Clay minerals” 

“Iron oxide” 

Orientação das 

vertentes 

Distância da drenagem 

Índice topográfico de 

umidade 

Declividade 

Curvatura planar 

NDVI 

Variável excluída 
J48 

% 

Random Forest 

% 

MLP 

% 

Nenhuma 55,8 67,5 67,5 

Curvatura planar 55,8 69,1 57,9 

NDVI 55,8 67,5 68,6 

Curvatura planar e NDVI 55,8 68,6 60,6 
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desempenho com balanceamento 1, por sua vez o algoritmo MLP teve maior acurácia 

para o balanceamento 0,5. 

 O ordenamento das variáveis pelos métodos da entropia e qui-quadrado avaliou 

a altitude e a geologia como variáveis determinantes, assim como ocorreu na análise da 

matriz 2. A curvatura planar e o NDVI foram identificadas como as de menor poder 

preditivo e quando retiradas da matriz, a acurácia do classificador J48 permaneceu 

estável. O Random Forest apresentou ganho de acurácia após a exclusão da curvatura 

planar e após a exclusão da curvatura planar e NDVI simultaneamente, ao passo que o 

algoritmo MLP apresentou ganho de acurácia quando excluído apenas o NDVI. 

Para a composição da matriz 4 foram suprimidas as variáveis geomorfométricas 

e considerados apenas os índices derivados da imagem de sensor remoto e a geologia. 

Diferentemente das matrizes anteriormente avaliadas, os resultados mostram melhor 

acurácia para sua forma contínua, em que as variáveis numéricas não foram 

discretizadas (Tabela 13). 

 

Tabela 13: Acurácia dos três algoritmos nos diferentes procedimentos e ordenamento 

das variáveis para escolha do melhor modelo da matriz de dados 4. 

*O ordenamento das variáveis assume valores decrescentes de cima para baixo. 

Discretização  
J48 

% 

Random Forest 

% 

MLP 

% 

Contínua 16,4 13,2 13,2 

Discreta por intervalos iguais 14,0 9,5 9,5 

Discreta por frequências iguais 14,4 12,7 10,6 

Balanceamentos 
J48 

% 

Random Forest 

% 

MLP 

% 

0 16,4 13,2 13,2 

0,5 26,5 32,9 35,1 

1 28,7 29,7 36,7 

Ordenamento das variáveis* Entropia  Qui-quadrado 

 Geologia 

“Clay minerals” 

“Iron oxide” 

NDVI 

Geologia 

“Clay minerals” 

“Iron oxide” 

NDVI 

Variável excluída 
J48 

% 

Random Forest 

% 

MLP 

% 

Nenhuma 28,7 32,9 36,7 

NDVI 28,5 35,1 36,1 

Iron Oxide 23,9 27,6 27,6 

NDVI e Iron Oxide 23,9 27,6 28,1 
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Quando balanceada, a matriz 4 com dados contínuos apresentou melhores 

resultados para os algoritmos J48 e MLP quando submetida ao balanceamento 1, e para 

Random Forest quando submetida ao balanceamento 0,5.  

A ordem de importância das variáveis preditivas apontou a geologia como 

variável determinante, já que os atributos de relevo não fazem parte da composição 

desta matriz. O índice “Iron Oxide” e NDVI não foram bem avaliados quanto ao poder 

de predição mas, quando excluídos, houve perda de acurácia na avaliação do algoritmo 

J48. Porém, na avaliação dos algoritmos Random Forest e MLP houve ganho após a 

exclusão do NDVI. 

 De maneira geral, analisando as matrizes que buscaram predizer classes de solo 

em quarto nível categórico e textura (1, 2, 3 e 4) após a realização dos procedimentos, o 

modelo de maior acurácia para a matriz 1 foi de 61,9%, para a matriz 2 de 63,8% e para 

a matriz 3 de 69,1%, os maiores valores foram alcançados através da modelagem do 

algoritmo Random Forest.  

Fica clara a importância das variáveis do relevo para a predição das classes de 

solo, sendo que, quando não foram consideradas (matriz de dados 4), o melhor modelo 

atingiu o valor de 36,7% por meio do algoritmo de redes neurais MLP, muito abaixo 

dos valores alcançados pelos modelos das demais matrizes. 

Iniciando os procedimentos para as matrizes de dados cujas classes de solo estão 

em segundo nível categórico (5, 6, 7 e 8), os resultados para a matriz  de dados 5 

revelam melhor desempenho quando discretizada por frequências iguais (Tabela 14).  

Quando comparada  as matrizes com classificação em nível taxonômico inferior, 

a matriz de dados 5 cujas classes de solo estão em segundo nível categórico apresentam 

valores de acurácia superiores, mesmo antes das classes serem balanceadas e a diferença 

entre matriz original e após o balanceamento é menor. Quando realizado o 

procedimento do balanceamento das classes, obteve-se o melhor resultado na calibração 

1, para os três algoritmos. 

 O ordenamento das variáveis por meio do método da entropia considerou que a 

distância da drenagem e a curvatura planar têm menor poder preditivo, porém, pelo 

método do qui-quadrado, a declividade e a curvatura planar são as variáveis que menos 

contribuíram para o modelo. Quanto às variáveis determinantes, o resultado foi o 

mesmo para os dois métodos, sendo altitude e curvatura em perfil as mais importantes. 

Quando excluída a variável distância da drenagem todos os algoritmos perderam 

acurácia. Quanto à exclusão da declividade, o algoritmo J48 manteve-se estável, 
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apresentando a mesma acurácia quando mantidas todas as variáveis geomorfométricas 

enquanto Random Forest e MLP pioraram seu desempenho. Retiradas as três variáveis 

de maneira concomitante, os três algoritmos apresentaram queda nos valores. 

 

Tabela 14: Acurácia dos três algoritmos nos diferentes procedimentos e ordenamento 

das variáveis para escolha do melhor modelo da matriz de dados 5. 

*O ordenamento das variáveis assume valores decrescentes de cima para baixo. 

 

O resultados para a matriz 6 que  acrescentou a geologia como variável 

preditiva, mantém o resultado da matriz 5 para o procedimento de discretização ao 

apresentar melhor desempenho quando discreta por frequências iguais. Esta, quando 

balanceada, tem melhor desempenho para o balanceamento calibrado em 1 para todos 

os algoritmos (Tabela 15). 

  

Discretização  
        J48 

         % 

   Random Forest 

              % 

      MLP 

        % 

Contínua 37,7 27,6 25,5 

Discreta por intervalos iguais 37,2 27,6 27,1 

Discreta por frequências iguais 37,9 30,8 30,8 

Balanceamentos 

 

J48 

% 

Random Forest 

% 

MLP 

% 

0 37,9 30,8 30,8 

0,5 56,3 56,3 62,2 

1 57,9 65,4 67,0 

Ordenamento das variáveis* Entropia Qui-quadrado 

 Altitude 

Curvatura em perfil 

Orientação das 

vertentes 

Índice topográfico de 

umidade 

Declividade 

Distância da drenagem 

Curvatura planar 

Altitude 

Curvatura em perfil 

Orientação das 

vertentes 

Índice topográfico de 

umidade 

Distância da drenagem 

Declividade 

Curvatura planar 

Variável excluída 
J48 

% 

Random Forest 

% 

MLP 

% 

Nenhuma 57,9 65,4 67,0 

Distância da drenagem 57,4 64,3 60,1 

Curvatura planar 57,9 55,3 62,2 

Declividade 56,3 63,2 63,2 

Distância da drenagem, curvatura 

planar e declividade 

50,0 54,7 54,7 
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Tabela 15: Acurácia dos três algoritmos nos diferentes procedimentos e ordenamento 

das variáveis para escolha do melhor modelo da matriz de dados 6. 

*O ordenamento das variáveis assume valores decrescentes de cima para baixo. 

 

Com a nova distribuição das classes das matrizes que consideram nível de 

detalhamento menor, a curvatura em perfil aparece pela primeira vez com elevado poder 

preditivo, acompanhada da geologia apenas para o método da entropia. O método do 

qui-quadrado aponta a altitude e a curvatura em perfil como variáveis determinantes.  

Com relação as variáveis de menor importância, os métodos também discordam 

em parte. A entropia aponta para distância da drenagem e curvatura planar, enquanto o 

método do qui-quadrado avalia declividade e curvatura planar como as variáveis menos 

relevantes para o modelo. 

Discretização  
        J48 

         % 

    Random Forest 

               % 

      MLP 

         % 

Contínua 37,7 27,1 27,6 

Discreta por intervalos iguais 36,7 28,1 27,1 

Discreta por frequências iguais 37,9 30,8 30,8 

Balanceamentos 
J48 

% 

Random Forest 

% 

MLP 

% 

0 27,6 30,8 30,8 

0,5 54,2 56,9 61,7 

1 59,5 66,4 67,0 

Ordenamento das variáveis* Entropia Qui-quadrado 

 Curvatura em perfil 

Geologia 

Altitude 

Orientação das vertentes 

Índice topográfico de 

umidade 

Declividade 

Distância da drenagem 

Curvatura planar 

Altitude 

Curvatura em perfil 

Geologia 

Orientação das vertentes 

Índice topográfico de 

umidade 

Distância da drenagem 

Declividade 

Curvatura planar 

Variável excluída  
J48 

% 

Random Forest 

% 

MLP 

% 

Nenhuma 59,5 66,4 67,0 

Distância da drenagem 59,5 68,0 63,2 

Curvatura planar 57,9 63,2 67,0 

Declividade 59,0 68,6 69,6 

Distância da drenagem, 

curvatura planar e declividade 

54,2 61,7 55,3 
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O modelo gerado pelo J48 se mantém estável após a supressão da distância da 

drenagem e perde acurácia para as demais situações. Diferentemente, o Random Forest 

tem seu valor de acurácia elevado para a matriz sem a variável distância da drenagem e  

para a matriz sem declividade. Quanto ao algoritmo MLP, houve ganho apenas após a 

retirada da declividade. 

A matriz 7 possui maior número de variáveis ao combinar as geomorfométricas, 

a geologia e os índices derivados da imagem Landsat 8. De maneira distinta das 

matrizes 5 e 6, os resultados da  matriz 7 apontam melhor desempenho em sua forma 

contínua, sem procedimento de discretização, para os três algoritmos avaliados (Tabela 

16). 

Após o balanceamento, os modelos J48 e Random Forest atingem pela primeira 

vez valores acima de 70% de acurácia, sendo o melhor resultado para o balanceamento 

0,5 e 1 respectivamente. 

 Nesta matriz, os dois métodos de seleção de variáveis concordam ao apontar 

altitude e curvatura em perfil como as variáveis mais importantes para a predição das 

classes de solo e a curvatura planar e o NDVI como as de menor influência. O modelo 

gerado pelo J48 mantém seus valores de acurácia iguais após serem retiradas as 

variáveis de menor importância, enquanto os outros dois algoritmos apresentam 

melhora ao ser retirado o NDVI. Isto caracteriza uma influência negativa da variável 

para o modelo. 

Para avaliar a última matriz (matriz  de dados 8) cuja base de treinamento é a 

original, com 190 observações de solo classificadas, foram retiradas as variáveis 

geomorfométricas restando apenas geologia e os índices “Clay minerals”, “Iron Oxide” 

e NDVI. 
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Tabela 16: Acurácia dos três algoritmos nos diferentes procedimentos e ordenamento 

das variáveis para escolha do melhor modelo da matriz de dados 7. 

*O ordenamento das variáveis assume valores decrescentes de cima para baixo. 

  

 Seus resultados apontam o arranjo contínuo com maiores valores de acurácia 

para os modelos preditivos J48 e Random Forest, enquanto o modelo MLP alcança 

maior acurácia no formato discreto por frequências iguais no procedimento de 

discretização (Tabela 17). 

 

 

 

 

Discretização  
        J48 

         % 

     Random Forest 

                % 

     MLP 

        % 

Contínua 37,7 31,9 28,1 

Discreta por intervalos iguais 33,5 28,1 27,6 

Discreta por frequências iguais 36,7 30,3 26,5 

Balanceamentos 

 

J48 

% 

Random Forest 

% 

MLP 

% 

0 37,7 31,9 28,1 

0,5 72,8 68,6 69,6 

1 70,2 73,9 69,1 

Ordenamento das variáveis* Entropia Qui-quadrado 

 Altitude 

Curvatura em perfil 

Geologia 

“Clay minerals” 

Orientação das vertentes 

Índice topográfico de 

umidade 

Declividade 

Distância da drenagem 

“Iron oxide” 

Curvatura planar 

NDVI 

Altitude 

Curvatura em perfil 

Geologia 

“Clay minerals” 

Orientação das vertentes 

Índice topográfico de 

umidade 

Declividade 

Distância da drenagem 

“Iron oxide” 

Curvatura planar 

NDVI 

Variáveis excluídas 
J48 

% 

Random Forest 

% 

MLP 

% 

Nenhuma 72,8 73,9 69,6 

Curvatura planar 72,8 73,4 63,8 

NDVI 72,8 76,0 70,2 

Curvatura planar e NDVI 72,8 70,2 64,3 
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 Tabela 17: Acurácia dos três algoritmos nos diferentes procedimentos e ordenamento 

das variáveis para escolha do melhor modelo da matriz de dados 8. 

*O ordenamento das variáveis assume valores decrescentes de cima para baixo. 

 

Mesmo após o balanceamento das classes, nenhum dos modelos ultrapassa o 

valor de 40% de acurácia. Este resultado demonstra a relevância das variáveis do relevo 

para predição das classes de solo também em segundo nível categórico. 

 Na ausência das variáveis geomorfométricas, a geologia ocupa o lugar de 

variável determinante, enquanto “Iron Oxide” e NDVI mostram menor poder preditivo 

em ambos os ordenamentos, pelo método da entropia e qui-quadrado.  

 O modelo gerado pelo algoritmo J48  se mantém estável a retirada do NDVI e 

perde acurácia quando retirado “Iron Oxide” e quando os dois índices são excluídos 

simultaneamente. Random Forest e MLP respondem bem a retirada do NDVI 

apresentando um ligeiro aumento nos valores, para os demais casos, houve perda.  

Avaliando as matrizes 5, 6, 7 e 8 de maneira integral, seus valores máximos de 

acurácia são superiores ao das matrizes com classificação mais detalhada, em quarto 

nível categórico e textura.  

Discretização  
         J48 

          % 

  Random Forest 

              % 

      MLP 

         % 

Contínua 37,9 30,2 32,8 

Discreta por intervalos iguais 37,7 29,2 30,9 

Discreta por frequências iguais 37,7 29,7 34,0 

Balanceamentos 
J48 

% 

Random Forest 

% 

MLP 

% 

0 37,9 29,7 32,9 

0,5 38,8 39,3 34,0 

1 37,2 34,5 37,7 

Ordenamento das variáveis* Entropia Qui-quadrado 

 Geologia 

“Clay minerals” 

“Iron oxide” 

NDVI 

Geologia 

“Clay minerals” 

“Iron oxide” 

NDVI 

Variável excluída 
J48 

% 

Random Forest 

% 

MLP 

% 

Nenhuma 38,8 39,3 37,7 

Iron Oxide 30,3 29,2 22,8 

NDVI 38,8 40,4 38,8 

Iron Oxide e NDVI 30,3 29,2 21,2 
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A matriz 5 atinge valor máximo de 67% com o algoritmo baseado em redes 

neurais MLP. A matriz 6, com o acréscimo da geologia, eleva a acurácia para 69,6% 

com o mesmo algoritmo. Quando acrescentados os índices derivados de sensor remoto  

a acurácia se eleva ainda mais, 76% com o algoritmo Random Forest para a matriz 7. 

Novamente com o pior desempenho, a matriz que não considera as variáveis 

geomorfométricas (matriz 8) não ultrapassa a acurácia de 40,4%, valor máximo atingido 

com o algoritmo Random Forest. 

Finalizando a etapa de escolha dos melhores modelos para gerar os mapas 

pedológicos digitais, foram analisadas as matrizes 9 e 10. Estas reúnem todos os 

algoritmos preditivos cujos resultados mostraram acurácia mais elevada, porém, como 

descrito no item 3.3, as matrizes tiveram a base de treinamento expandida considerando 

de mesma classe uma janela de pixel 3x3 ao redor do ponto classificado em campo. 

 Os resultados da matriz de dados 9 que busca predizer classes de solo em quarto 

nível categórico e textura apresentou melhor desempenho para o arranjo discreto por 

frequências iguais. Quando submetida ao balanceamento 1, os três classificadores 

apresentaram sua maior acurácia (Tabela 18). 

 As duas técnicas utilizadas para seleção dos atributos revelaram ser altitude e 

geologia as variáveis com maior poder preditivo e curvatura em perfil e NDVI as menos 

relevantes. Os três algoritmos perderam em acurácia ao serem retiradas as variáveis de 

menor importância, o que demonstra que mesmo sendo pequeno, elas apresentam algum 

poder preditivo das classes de solo. 
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Tabela 18: Acurácia dos três algoritmos nos diferentes procedimentos e ordenamento 

das variáveis para escolha do melhor modelo da matriz de dados 9. 

Discretização  
         J48 

          % 

    Random Forest 

               % 

     MLP 

        % 

Contínua 25,6 18,8 24,0 

Discreta por intervalos iguais 26,5 26,0 24,0 

Discreta por frequências iguais 28,9 26,4 25,1 

Balanceamentos 
J48 

% 

Random Forest 

% 

MLP 

% 

0 28,9 26,4 25,1 

0,5 50,0 57,6 43,9 

1 67,0 73,3 64,4 

Ordenamento das variáveis* Entropia Qui-quadrado 

 Altitude 

Geologia 

Orientação das vertentes 

Declividade 

“Clay minerals” 

“Iron oxide” 

Distância da drenagem 

Índice topográfico de 

umidade 

Curvatura planar 

Curvatura em perfil 

NDVI 

Altitude 

Geologia 

Orientação das vertentes 

Declividade 

“Clay minerals” 

“Iron oxide” 

Distância da drenagem 

Índice topográfico de 

umidade 

Curvatura planar 

Curvatura em perfil 

NDVI 

Variável excluída 
J48 

% 

Random Forest 

% 

MLP 

% 

Nenhuma 67,0 73,3 64,4 

Curvatura em perfil 54,3 53,3 47,4 

NDVI 54,1 62,0 47,0 

Curvatura em perfil e NDVI 47,0 53,1 46,3 

*O ordenamento das variáveis assume valores decrescentes de cima para baixo. 

 

A matriz 10 também utiliza o conjunto completo de variáveis com a base de 

treinamento expandida, porém, para predizer classes de solo em segundo nível 

categórico. Seus resultados revelam novamente a matriz discreta por frequências iguais 

como melhor arranjo para o procedimento de discretização sendo o balanceamento 1 o 

que proporcionou maior acurácia para os três classificadores (Tabela 19). 

Da mesma forma que ocorreu na matriz 9, curvatura em perfil e NDVI 

demonstraram pequeno poder preditivo de acordo com as duas técnicas de seleção 

aplicadas. O algoritmo J48 mostrou ligeira perda de acurácia ao serem retiradas essas 
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variáveis. No entanto, Random Forest e MLP elevaram seus valores ao ser retirado o 

NDVI.  

Tabela 19: Acurácia dos três algoritmos nos diferentes procedimentos e ordenamento 

das variáveis para escolha do melhor modelo da matriz de dados 10. 

*O ordenamento das variáveis assume valores decrescentes de cima para baixo. 

 

As possibilidades metodológicas no MDS são tantas quantas forem as variáveis 

preditivas, os algoritmos, os métodos de pré-processamento e a aplicação que será dada 

aos mapas e, embora propostas venham sendo formuladas, diversas estratégias ainda 

carecem de experimentação. 

Neste trabalho, as matrizes discretizadas por frequências iguais mostraram 

resultados superiores quando comparadas às matrizes contínuas e as discretizadas por 

Discretização  
           J48 

            % 

    Random Forest 

              % 

      MLP 

        % 

Contínua 42,0 38,7 38,2 

Discreta por intervalos iguais 42,5 38,5 38,2 

Discreta por frequências iguais 44,7 39,3 39,3 

Balaceamentos 
J48 

% 

Random Forest 

% 

MLP 

% 

0 44,7 39,3 39,3 

0,5 56,6 65,3 52,8 

1 61,1 67,1 56,4 

Ordenamento das variáveis* Entropia Qui-quadrado 

 Altitude 

Geologia 

Orientação das vertentes 

Declividade 

“Clay minerals” 

Índice topográfico de 

umidade 

Curvatura planar 

“Iron oxide” 

Distância da drenagem 

Curvatura em perfil 

NDVI 

Altitude 

Geologia 

Orientação das vertentes 

Declividade 

“Clay minerals” 

Índice topográfico de 

umidade 

Curvatura planar 

“Iron oxide” 

Distância da drenagem 

Curvatura em perfil 

NDVI 

Variável excluída 
J48 

% 

Random Forest 

% 

MLP 

% 

Nenhuma 61,1 67,1 56,4 

Curvatura em perfil 57,2 60,5 54,3 

NDVI 61,0 67,9 56,8 

Curvatura em perfil e NDVI 57,0 60,5 53,3 
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intervalos iguais em 70% das avaliações. Na mesma proporção, o algoritmo de  

classificação por aprendizado de máquina Random Forest apresentou melhor 

desempenho como modelo preditivo das classes de solo. 

Quanto ao procedimento do balanceamento de classes, este contribuiu 

grandemente no aumento da acurácia dos modelos na avaliação de todas as matrizes. 

Em média, o aumento foi de aproximadamente 32,6% de acurácia, enquanto para o 

procedimento de discretização a média do aumento foi de apenas 3%. O balanceamento 

1 alcançou o modelo de maior acurácia em 80% das matrizes de dados analisadas.    

No que diz respeito à seleção das variáveis preditivas, teoricamente o uso de um 

maior número deveria fornecer maior poder de discriminação das classes, porém, isto 

pode não ocorrer para os casos em que haja variáveis irrelevantes e/ou redundantes, as 

quais, frequentemente, confundem o algoritmo de aprendizado (LEE, 2006). Por este 

motivo, em alguns modelos, houve aumento da acurácia quando retiradas as variáveis 

curvatura planar, declividade e principalmente o NDVI.  

Este resultado se deve ao fato de 86% da área ser classificada como de relevo 

plano ou suave ondulado e 75% da área com curvatura plana, tal homogeneidade não 

contribui para a discriminação das classes de solo pelas variáveis declividade e 

curvatura planar. Enquanto para o índice de vegetação, mesmo que muitas das 

características da vegetação sejam influenciadas pelos solos e vice e versa, a atividade 

agrícola compromete a detecção desta relação pelos sensores remotos.    

A partir dos melhores resultados obtidos no que se refere à modelagem para 

predição das classes de solo através de diferentes combinações de atributos e diferentes 

níveis taxonômicos, buscou-se contribuir com o desenvolvimento metodológico na 

geração de mapas digitais de solo e protocolos de execução puderam ser recomendados 

considerando as especificidades da área (Tabela 20). 
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Tabela 20: Protocolos de execução dos melhores modelos preditivos. 

Matriz 

Acurácia do 

melhor modelo 

(%) 

Discretização 
Balanceamento 

de classes 
Algoritmo 

Melhor 

conjunto 

de 

variáveis 

1 61,9 Discreta por 

frequências 

iguais 

1 Random 

Forest 

Completo 

2 63,8 Discreta por 

frequências 

iguais 

0,5 Random 

Forest 

Completo 

3 69,1 Discreta por 

frequências 

iguais 

1 Random 

Forest 

Sem 

curvatura 

planar 

4 36,7 Contínuo 1 MLP Completo 

5 67,0 Discreta por 

frequências 

iguais 

1 MLP Completo 

6 69,6 Discreta por 

frequências 

iguais 

1 MLP Sem 

declividade 

7 76,0 Contínuo 1 Random 

Forest 

Sem NDVI 

8 40,4 Contínuo 0,5 Random 

Forest 

Sem NDVI 

9 73,3 Discreta por 

frequências 

iguais 

1 Random 

Forest 

Completo 

10 67,9 Discreta por 

frequências 

iguais 

1 Random 

Forest 

Sem NDVI 

 

 

4.4 Mapas pedológicos digitais e validação por pontos classificados em campo 

 

Escolhidos os melhores modelos classificadores, para cada uma das matrizes de 

dados foi gerado um mapa pedológico digital. Estes foram validados por meio de 

matrizes de erro que confrontam as classes preditas pelo modelo com as classes reais 

identificadas em campo nos 62 pontos pré-selecionados para esta validação.  
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Através das matrizes de erro foram obtidos valores gerais de acurácia como 

exatidão global (%) e índice Kappa que  expressa o grau de concordância entre os dados 

preditos e os dados de referência (campo) excluindo efeitos do acaso, segundo critério 

proposto por LANDIS & KOCH (1977), além da exatidão do produtor (%) e exatidão 

do usuário (%) por classe de solo predita.  

O mapa pedológico digital gerado a partir da matriz de dados 1 resultou do 

modelo do algoritmo de classificação Random Forest (Figura 20). As classes preditas 

com maior expressão no mapa foram os Cambissolos Háplicos Tb distróficos típicos 

com textura argilosa (21,2%) concentrados principalmente no sul e sudoeste da área ou 

em manchas onde o relevo tem maior ondulação e os Latossolos Vermelhos distróficos 

típicos de textura argilosa (20,6%) bem distribuídos por toda a extensão do mapa. 

O Latossolos Vermelhos distróficos típicos com textura média e os Latossolos 

Vermelhos eutróficos que se concentram no norte da área também representam juntos 

área significativa (20,8%).  

As classes preditas que ocuparam menor área foram os Latossolos Vermelho-

Amarelos distróficos típicos, textura média (0,8%) e argilosa (2,6%), os Argissolos 

Vermelhos (1,9%) e os Neossolos Regolíticos (2%) e Litólitos (2,3%) eutróficos típicos 

de textura média. 

Quando validado, sua exatidão global foi de 45,1% e o índice Kappa de 0.38, 

indicando concordância considerável (Tabela 21). 

 

Tabela 21: Valores para exatidão global (%), índice Kappa e grau de concordância por 

mapa. 

  Índice Kappa 

Mapa Exatidão global Valor Concordância 

1 45,1 0,38 Considerável 

2 53,2 0,48 Moderada 

3 54,8 0,50 Moderada 

4 27,0 0,20 Ligeira 

5 50,0 0,35 Considerável 

6 54,8 0,41 Moderada 

7 58,0 0,44 Moderada 

8 32,3 0,13 Ligeira 

9 48,3 0,44 Moderada 

10 53,2 0,41 Moderada 
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             Figura 20:  Mapa pedológico digital gerado a partir da matriz de dados 1. 

 

As classes Latossolo Vermelho-Amarelo distrófico típico de textura argilosa e 

de textura média e os Neossolos Regolíticos apresentaram valor zero para exatidão do 

produtor (%), isso significa que nenhum dos pontos classificados em campo como 

pertencentes a estas três classes foi predito de maneira correta (Tabela 22).  
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Tabela 22: Exatidão do produtor (%) e exatidão do usuário (%) por classe de solo 

predita dos mapas 1, 2, 3 e 4. 

 Exatidão do produtor Exatidão do usuário  

 Mapa 

1 

Mapa 

2 

Mapa 

3 

Mapa 

4 

Mapa

1 

Mapa 

2 

Mapa 

3 

Mapa 

4 

CXTbdt, arg 36,3 37,5 27,3 9,0 50,0 50,0 37,5 12,5 

CXTbet, arg 50,0 25,0 100,0 20,0 25,0 25,0 50,0 25,0 

LVAdt, arg 0,0 0,0 0,0 33,3 0,0 0,0 0,0 50,0 

LVAdt, med 0,0 12,5 50,0 0,0 0,0 0,0 50,0 0,0 

LVdt, arg 58,3 85,7 100,0 60,0 58,3 58,3 50,0 25,0 

LVdt, med 42,8 100,0 45,4 14,2 60,0 60,0 100 20,0 

LVet, arg 75,0 50,0 100,0 50,0 60,0 60,0 40,0 60,0 

NVdt, arg 40,0 80,0 50,0 100 33,3 33,3 50,0 33,3 

NVet, arg 33,3 75,0 50,0 50,0 20,0 20,0 60,0 60,0 

NXet, arg 37,5 66,6 50,0 20,0 75,0 75,0 50,0 25,0 

PVAdt, 

med/arg 

40,0 33,3 33,3 0,0 66,6 66,6 33,3 0,0 

PVdt, med/arg 50,0 33,3 66,6 0,0 50,0 50,0 100,0 0,0 

RLet, med 100,0 100,0 100,0 50,0 50,0 50,0 100,0 50,0 

RRet, med 0,0 100,0 100,0 0,0 0,0 0,0 100,0 0,0 

 

Por outro lado, os Latossolos Vermelhos distróficos típicos, Latossolos 

Vermelhos eutróficos típicos ambos com textura argilosa e os Neossolos Litólicos 

eutróficos típicos de textura média apresentaram os maiores valores, sendo 58,3%, 75% 

e 100% respectivamente (Tabela 22). 

Em se tratando da exatidão do usuário (%), as classes de solo da ordem dos 

Latossolos, os Nitossolos Háplicos e os Argissolos Vermelho-Amarelos obtiveram os 

melhores índices. Os piores foram identificados nas classes dos Latossolos Vermelho-

Amarelos e Neossolos Regolíticos (Tabela 22).. O que realmente está sendo medido, 

neste caso, é a probabilidade de um ponto no mapa representar a verdade de campo, 

também podendo ser chamado de "confiança" (CONGALTON E REKAS, 1985)  

O mapa pedológico digital gerado a partir da matriz de dados 2 também foi 

produto das predições do algoritmo Random Forest (Figura 21). 

Este mapa apresenta áreas relativas muito próximas ao mapa anterior. No 

entanto, há um ligeiro aumento na área ocupada pelas classes Neossolo Litólico 

eutrófico tipico (3%) e Neossolo Regolítico eutrófico típico (2,6%), ambos de textura 

média. Este aumento se deve ao acréscimo da geologia como variável preditiva nesta 

matriz, que foi mais facilmente associada a estas classes de solo por eles guardarem 

características expressivas do material originário. 
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           Figura 21:  Mapa pedológico digital gerado a partir da matriz de dados 2. 

 

Quanto à sua validação, a exatidão global foi de 53,2%, maior quando 

comparada ao mapa citado anteriormente. O mesmo acontece com o índice Kappa que, 

para este mapa, foi de 0,48 ou de concordância moderada (Tabela 21). 
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Um maior número de classes apresenta bons resultados para exatidão do 

produtor (%) sendo Latossolos Vermelhos distróficos típicos de textura argilosa 

(85,7%) e média (100%), Nitossolos Vermelhos distróficos (80%) e eutróficos (75%) 

típicos de textura argilosa, Nitossolos Háplicos (66,6%) e Neossolos Regolíticos 

(100%) e Litólicos (100%). O valor 100% representa que todas as observações 

classificadas em campo para estas classes de solo foram corretamente classificadas pelo 

modelo que gerou o mapa a partir da matriz de dados 2. As classes que obtiveram piores 

resultados ainda para a exatidão do produtor (%) foram novamente os Latossolos 

Vermelho-Amarelos distróficos típicos de textura argilosa (0%) e média (12,5%) 

(Tabela 22). 

Quanto à exatidão do usuário ou “confiança”, os melhores desempenhos foram 

verificados nas classes Latossolo Vermelho distrófico típico de textura média (80%) e 

Neossolo Litólico eutrófico típico, textura média (100%) e os piores para os Latossolos 

Vermelho-Amarelos argilosos e para as classes da ordem dos Cambissolos (Tabela 22). 

O algoritmo Random Forest também foi responsável pelo modelo de maior 

acurácia para a matriz de dados 3 e por isso suas predições foram usadas para gerar o 

mapa (Figura 22). Esta matriz considerou como variáveis preditivas das classes de solo 

os atributos de relevo, a geologia e os índices derivados de sensor remoto.  

O mapa gerado a partir deste modelo é mais fragmentado que os citados 

anteriormente, apesar de apresentar o mesmo número de classes de solo. Esta 

característica não é necessariamente ruim, já que a classificação em quarto nível e 

textura busca detalhar o mapa e assume-se que as variações de fato ocorram. A 

fragmentação se justifica pelo maior número de variáveis preditivas consideradas, 

quanto maior for o conjunto de variáveis, maior o número de diferentes associações 

entre elas que podem  resultar em uma mesma classe de solo e consequentemente 

redundar em um maior número de pixels. 

Ainda assim, as classes dos Cambissolo Háplicos distróficos típicos com textura 

argilosa (19,4%) e os Latossolos Vermelhos distróficos típicos, textura argilosa (20,7%) 

permanecem representando a maior área relativa no mapa, porém, os Cambissolos 

aparecem mais bem distribuídos por toda a extensão do mapa. 
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Outras três classes se destacam neste mapa, os Latossolos Vermelhos distróficos 

típicos de textura média (14,5%), os Latossolos Vermelhos eutróficos típicos, textura 

argilosa (9,9%) ambos localizados no norte da área e os Nitossolos Vermelhos 

eutróficos típicos de textura argilosa (9,1%) localizados em sua maioria no centro do 

mapa. 

Figura 22:  Mapa pedológico digital gerado a partir da matriz de dados 3. 
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Os Argissolos Vermelho-Amarelos distróficos típicos (3,5%) de textura 

média/argilosa e os Neossolos Litólicos (2,6%) e Regolíticos (1,3%) eutróficos típicos 

com textura média localizam-se em áreas escuras para o índice “Clay minerals” pela 

textura com pouca argila dos Neossolos e dos horizontes superficiais dos Argissolos e 

também para “Iron oxide” revelando solos com baixo teor de ferro em sua composição 

mineralógica quando comparados a outras classes representadas no mapa.  

 A validação deste mapa aponta para um desempenho ainda melhor, com 

exatidão global de 54,8% e índice Kappa de 0,50 que representa uma concordância 

moderada de acordo com os critérios de avaliação adotados (Tabela 21). 

 Pela primeira vez as classes Cambissolo Háplico Tb eutrófico típico, textura 

argilosa (100%) e Argissolo Vermelho distrófico típico, textura média/argilosa (66,6%) 

aparecem entre as que obtiveram mais observações preditas corretamente. Este 

desempenho se repete para as classes Latossolo Vermelho distrófico típico de textura 

argilosa (100%) e para os Neossolos Litólico (100%) e Regolítico (100%), no entanto, 

caem para as classes da ordem dos Nitossolos (Tabela 22).  

  Quanto aos resultados para a exatidão do usuário (%), o bom desempenho 

também se repete quando comparado a avaliação do mapa anterior no caso da classe 

“LVdt, med” (100%) e “RLet, med” (100%). Também com excelentes resultados para 

“confiança” estão a classe dos Argissolos Vermelhos e dos Neossolos Regolíticos com 

100% cada (Tabela 22). 

O modelo gerado para a matriz de dados 4 obteve acurácia inferior (36,7%) 

quando comparado aos modelos das matrizes citadas anteriormente (Tabela 21), o que 

acredita-se ser resultado do não uso das variáveis geomorfométricas para predizer as 

classes de solo, por este motivo, o mapa gerado apresentou algumas características 

distintas (Figura 23). 

A área ocupada pelos Cambissolos Háplicos Tb distróficos típicos (13,6%) 

diminui significativamente e agora estes se concentram no norte da área diferentemente 

dos outros mapas. Os Latossolos Vermelhos distróficos típicos com textura argilosa 

também diminuem sua área relativa (14,8%), enquanto classes como os Nitossolos 

Vermelhos distróficos (4,3%) e eutróficos (9,5%) aumentam. Além disso, este mapa 

apresenta uma grande concentração de Argissolos Vermelhos no extremo sul da área. 

Como era esperado pela baixa acurácia do modelo, a validação do mapa 

pedológico digital gerado a partir da matriz de dados 4 também não alcançou bom 
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desempenho, sua exatidão global foi de apenas 27% e o índice kappa indica apenas uma 

concordância ligeira (0,20) (Tabela 21). 

 

Figura 23:  Mapa pedológico digital gerado a partir da matriz de dados 4. 
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Entretando, a classe “LVdt, arg” e “NVdt, arg” puderam alcançar valores 

elevados para exatidão do produtor (%), sendo 60% e 100% respectivamente e as 

classes “LVet, arg” e “NVet, arg” resultados significativos para exatidão do usuário 

com 60% de “confiança” cada (Tabela 22).  

Quando as matrizes de erro são comparadas em conjunto, algumas 

características quanto à proporção de amostras corretamente classificadas ficam mais 

claras. As classes “CXTbdt, arg”, “LVAdt, arg e “PVAdt, med/arg” não alcançaram 

valores acima de 40% em nenhum dos mapas, diferentemente das classes da ordem dos 

Latossolos que apresentaram bom desempenho em todos eles, exceto naquele que não 

considera as variáveis geomorfométricas. O melhor resultado para as classes da ordem 

dos Nitossolos ocorre no mapa 2, que considera as variáveis de relevo e a geologia para 

predição das classes e, por sua vez, as duas classes da ordem dos Neossolos alcançaram 

100% de acerto nos mapas 2 e 3. 

O mapa gerado a partir da matriz de dados 5 é menos fragmentado, com apenas 

nove classes de solo, já que foi trabalhado em segundo nível categórico (Figura 24).      

Este mapa, cujas variáveis preditivas são somente as geomorfométricas tem 

aproximadamente 53% de sua área mapeada como Latossolo Vermelho, concentrados 

principalmente na parte superior onde o relevo é suavizado. Também bastante 

representativos, os Cambissolos Háplicos ocupam 25% da área e se distribuem pela 

parte inferior do mapa, onde o relevo apresenta maior ondulação. Em seguida, porém 

com área já reduzida, aparecem os Nitossolos Vermelhos (9%), Háplicos (3,6%) e os 

Latossolos Vermelho-Amarelos (3,5%). 

As demais classes, dos Argissolos e Neossolos tem pequena expressão, menos 

de 6% da área mapeada e ocorrem em pequenas manchas onde o relevo é mais 

declivoso. 

Quando validado por meio da matriz de erros, o mapa apresenta valor para 

exatidão global de 50% e índice Kappa de 0,35, que indica concordância considerável 

entre o mapa predito e as observações de referência (Tabela 21). 

Para a exatidão do produtor (%), os melhores resultados foram identificados nas 

classes Latossolo Vermelho (60%) e Neossolo Regolítico (100%), por sua vez, 

Latossolo Vermelho-Amarelo e Neossolo Litólito apresentaram proporção de amostras 

corretamente classificadas nula (Tabela 23).  

Quanto à exatidão do usuário, o bom desempenho se repete para a classe dos 

Latossolos Vermelhos (68,1%) e Neossolos Regolíticos (100%), a classe dos Nitossolos 
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Háplicos também apresenta valor elevado para “confiança” (75%) enquanto novamente 

Latossolo Vermelho-Amarelo e Neossolo Litólico têm valor zero (Tabela 23). 

 

Figura 24:  Mapa pedológico digital gerado a partir da matriz de dados 5. 
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Tabela 23: Exatidão do produtor (%) e exatidão do usuário(%) por classe de solo 

predita dos mapas 5, 6, 7 e 8. 

 Exatidão do produtor Exatidão do usuário  

 Mapa

5 

Mapa 

 6 

Mapa  

7 

Mapa 

 8 

Mapa 

 5 

Mapa 

 6 

Mapa 

 7 

Mapa 

 8 

CX 42,8 46,6 46,7 23,5 50,0 58,3 58,3 33,3 

LVA 0,0 0,0 25,0 16,7 0,0 0,0 25,0 25,0 

LVA 60,0 62,9 65,4 54,5 68,1 77,2 77,3 54,5 

NV 42,8 60,0 57,1 14,3 27,2 27,2 36,7 9,0 

NX 42,8 42,8 75,0 20,0 75,0 75,0 750, 25,0 

PVA 33,3 50,0 50,0 0,0 33,3 66,6 66,6 0,0 

PVA 50,0 100,0 100,0 50,0 50,0 50,0 50,0 50,0 

RL 0,0 100,0 0,0 0,0 0,0 50,0 0,0 0,0 

RR 100,0 0,0 100,0 0,0 100,0 0,0 50,0 0,0 

 

Com o acréscimo da geologia como variável preditiva, foi gerado o mapa digital 

a partir da matriz de dados 6 (Figura 25).  Neste mapa, os Cambissolos tem um ligeiro 

aumento em área predita (26%), porém, ainda se concentram na parte inferior junto aos 

Argissolos Vermelhos (3,5%) e Vermelho-Amarelos (4%) que também elevam sua área 

com relação ao mapa anterior, enquanto para os Latossolos Vermelhos há uma pequena 

redução (46%).  

A validação deste mapa  mostra uma exatidão global maior (54,8%) que a do 

mapa anterior, em que a geologia não era variável preditiva e índice Kappa 0,41 ou 

concordância moderada (Tabela 21). 

As classes de solo com exatidão do produtor superiores a 50% aparecem em 

maior número, sendo Latossolos Vermelho (62,9%), Nitossolo Vermelho (60%), 

Argissolo Vermelho (100%) e Neossolo Litólico (100%). Latossolo Vermelho-Amarelo 

e Neossolo Regolítico não tiveram amostras corretamente classificadas (0%) (Tabela 

23).  

A exatidão do usuário (%)  aponta elevada probabilidade de um ponto no mapa 

representar a verdade de campo para Cambissolos Háplicos (58,3%), Latossolos 

Vermelhos (77,2%) e Argissolos Vermelho-Amarelos (66,6%) e probabilidades muito 

baixas para Nitossolos Vermelhos (27,2%) e nula para Latossolos Vermelho-Amarelos 

e Neossolos Regolíticos (Tabela 23). 
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Figura 25:  Mapa pedológico digital gerado a partir da matriz de dados 6. 

 

Assim como ocorreu para o mapa digital gerado a partir da matriz de dados 3, 

que utiliza o conjunto completo de variáveis preditivas incluindo os índices derivados 

da imagem Landsat 8 para predizer classes de solo em quarto nível categórico e textura, 
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o mapa pedológico digital produto da matriz de dados 7 também é bastante 

fragmentado, mesmo com classificação em nível taxonômico mais elevado (Figura 26). 

 

Figura 26:  Mapa pedológico digital gerado a partir da matriz de dados 7. 
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Neste caso, a área dos Latossolos Vermelhos volta a aumentar (49,6%) bem 

como os Nitossolos Vermelhos (11,3%), enquanto os Argissolos Vermelhos (3%) e 

Vermelho-Amarelos (1,1%) perdem área.   

Sua validação (Tabela 21)  identificou a acurácia mais elevada entre os mapas 

gerados (58,06%) e índice kappa com concordância moderada (0,44). 

Apenas duas classes apresentam exatidão do produtor muito baixa, os Latossolos 

Vermelho-Amarelos (25%) e Neossolos Regolíticos (0%), as demais classes tem valores 

acima de 45% sendo 100% a proporção de amostras corretamente classificadas para os 

Argissolos Vermelhos e Neossolos Litólicos (Tabela 23). 

Quanto à “confiança” (exatidão do usuário), novamente a classe Latossolos 

Vermelho-Amarelo e Neossolo Regolíticos apresentam mau desempenho sendo 25% e 

0% respectivamente. Os Nitossolos Vermelhos também não atingem porcentagem 

elevada (36,7%) (Tabela 23).                  

No mapa gerado a partir da matriz de dados 8 (Figura 27), sem as variáveis 

geomorfométricas como preditivas das classes de solo em segundo nível categórico, a 

área dos Latossolos Vermelhos diminui significativamente (22,1%), em contrapartida, 

houveram aumentos nas áras preditas como Cambissolos Háplicos (40,4%),  Argissolos 

Vermelhos (5,6%), Neossolos Litólicos (4,7%) e Regolíticos (3,8%). 

O pior resultado entre as validações dos mapas fica novamente a cargo da matriz 

de dados que não considera as variáveis geomorfométricas, com exatidão global de 

32,2% e índice Kappa 0,13 que indica apenas uma concordância ligeira entre os dados 

reais e os dados preditos (Tabela 21). 

Todas as classes apresentam exatidão do produtor abaixo de 50%, exceto os 

Latossolos Vermelhos (54,5%) e os Argissolos Vermelhos (50%). Os valores se 

repetem para as mesmas classes quando avaliada a exatidão do usuário, as demais 

apresentam porcentagem menor que 50% ou nulas (Tabela 23). 

As matrizes de erro dos mapas com classes de solo em segundo nível categórico 

mostram que a exatidão global é sempre maior em comparação com os mapas de 

classificação mais detalhada que utilizam o mesmo conjunto de variáveis preditivas, 

porém, este acréscimo foi de no máximo 5%, o que representa 3,1 observações de solo 

do conjunto das 62 destinadas a validação dos mapas.   

O aumento da exatidão global não se repete para o índice Kappa. Quanto a isso, 

houve uma limitação metodológica no que diz respeito a quantidade de pontos por 

classe para validação dos mapas. Algumas classes possuem apenas dois ou três 
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exemplos de referência, e se há muito poucas observações então há também 

probabilidade de obter bons resultados por acaso. Sendo assim, é difícil gerar uma 

matriz de erro que seja representativa para todas as classes preditas pelo mapa 

(MOREIRA, 2003). 

Figura 27:  Mapa pedológico digital gerado a partir da matriz de dados 8. 
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 Por sua vez, o índice Kappa elucida o quanto estas observações classificadas 

corretamente se afastam daquelas que já são esperadas, frutos do acaso, portanto 

dependem não só do número de classes como também da prevalência de uma delas. 

Para as bases em segundo nível categórico há uma forte prevalência dos Latossolos 

Vermelhos no conjunto de validação, esta prevalência resulta num alto nível de 

concordância esperada pelo acaso, o que justifica valores de Kappa mais baixos 

(CONGALTON, 1991). 

As matrizes 9 e 10 passaram pelo procedimento que expandiu a base de 

treinamento, por isso deram origem a mapas com proporções um tanto diferentes dos 

anteriores. 

As classes com maior área no mapa gerado a partir da matriz de dados 9 (Figura 

28) são os Latossolos Vermelhos distróficos típicos argilosos (19,7%) e os Latossolos 

Vermelho-Amarelos distróficos típicos de textura média (18,2%) localizadas 

principalmente no centro e no norte da área, enquanto as duas classes de solo da ordem 

dos Cambissolos distintas pela saturação por base representam juntas aproximadamente 

20%.  

Ao contrário do que se esperava, sua validação mostra que a expansão da base 

não foi capaz de gerar um mapa com exatidão global maior, sendo 48,3% e índice 

Kappa 0,44 de concordância moderada (Tabela 21).   

Com relação a acurácia do produtor, pela primeira vez a classe dos Latossolos 

Vermelho-Amarelos distróficos típicos de textura média atingem 100% das amostras 

classificadas corretamente, acompanhados pelos Neossolos Regolíticos eutróficos 

típicos, textura média. Outras classes como “CXTbet, argt”, “LVdt, arg”, “NVdt, arg” e 

“NVet, arg” também alcançam elevadas proporções (Tabela 24).  

Para a exatidão do usuário, ambos os Latossolos Vermelho-Amarelos tem 100% 

de probabilidade de um ponto predito representar a verdade de campo. O bom resultado 

se estende para os Nitossolos Vermelhos distróficos típicos de textura argilosa com 

83,3% (Tabela 24). 
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Figura 28:  Mapa pedológico digital gerado a partir da matriz de dados 9. 
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Tabela 24: Exatidão do produtor (%) e exatidão do usuário(%) por classe de solo 

predita do mapa 9. 

 Exatidão do produtor  Exatidão do usuário 

 Mapa 9 

CXTbdt, arg 40,0 25,0 

CXTbet, arg 66,6 50,0 

LVAdt, arg 28,5 100,0 

LVAdt, med 100,0 100,0 

LVdt, arg 66,6 25,0 

LVdt, med 33,3 40,0 

LVet, arg 50,0 60,0 

NVdt, arg 71,4 83,3 

NVet, arg 60,0 60,0 

NXet, arg 25,0 50,0 

PVAdt, med/arg 0,0 0,0 

PVdt, med/arg 25,0 50,0 

RLet, med 50,0 50,0 

RRet, med 100,0 50,0 

 

O mapa gerado a partir da matriz de dados 10, também  com  base de 

treinamento expandida, porém com classificações de solo em segundo nível categórico é 

predominantemente classificado como Latossolo Vermelho e Latossolo Vermelho-

Amarelo, que juntos representam cerca de 70% da área do mapa (Figura 29). 

Quando validado, nem sua exatidão global (53,2%), nem o índice Kappa (0,41)  

superam o resultado da matriz 7, que considera os mesmos atributos preditivos e a 

classificação em segundo nível categórico, no entanto, com o conjunto de treinamento 

original de 190 pontos (Tabela 21).  

As classes Latossolo Vermelho-Amarelo, Latossolo Vermelho, Nitossolo 

Háplico e Argissolo Vermelho têm elevada proporção de amostras corretamente 

classificadas com 66,6, 77,7, 57,1 e 100% respectivamente. Por outro lado, os 

Argissolos Vermelho-Amarelos tem apenas 25% e a proporção é nula para os Neossolos 

Regolíticos e Litólicos (Tabela 25). 

A “confiança” é elevada para as classes CX (66,6%), LV (63,6%), NX (100%) e 

PV (100%) , baixa para PVA (33,3%) e nula para RL e RR (Tabela 25). 
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Figura 29:  Mapa pedológico digital gerado a partir da matriz de dados 10. 
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Tabela 25: Exatidão do produtor (%) e exatidão do usuário(%) por classe de solo 

predita do mapa 10. 

 Exatidão do produtor  Exatidão do usuário  

 Mapa 10 

CX 50,0 66,6 

LVA 66,6 50,0 

LVA 77,7 63,6 

NV 50,0 54,5 

NX 57,1 100,0 

PVA 25,0 33,3 

PVA 100,0 100,0 

RL 0,0 0,0 

RR 0,0 0,0 

 

Os objetivos de expandir a base de treinamento de 190 para 1710 pontos foram 

de aumentar a representatividade do conjunto e não restringir a classificação de campo 

apenas a um pixel de 90x90 metros. As matrizes de erro (9 e 10) dos mapas gerados 

após a expansão mostraram que o resultado não foi o esperado pois apresentaram 

exatidão inferior àqueles que consideram o mesmo grupo de variáveis com conjunto de 

treinamento original e por isso exibiram classes com proporções de ocorrência bastante 

diferentes. 

Esse resultado pode ser justificado pelo fato de a variabilidade dos solos ser 

maior do que a considerada quando a base foi expandida. No momento em que são 

classificados nove pixels ao redor da observação de solo no campo, sua 

representatividade passa a ser de 270 x 270 metros e desta maneira, assumiu-se 

imprecisamente que nesta extensão haveria apenas uma classe de solo. 

Para todas as matrizes de dados, os algoritmos classificadores foram capazes de 

predizer a totalidade das classes de solo contempladas no conjunto de treinamento. Dois 

procedimentos utilizados foram responsáveis por este resultado, o balanceamento das 

classes e o método adotado para gerar os mapas.  

O primeiro procedimento aumentou a representatividade das classes com poucas 

observações de solo, o que possibilitou que fossem preditas pelo modelo. O segundo 

procedimento, descrito no item 3.5, foi utilizado em detrimento do uso de algoritmos 

que geram regras de classificação, sendo responsável pela total classificação das 

matrizes.  

As observações de solo em que os modelos são treinados para só então 

identificarem as regras, representam uma pequena parte das possíveis associações entre 
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as variáveis preditivas da área. Desta maneira, as regras dificilmente são capazes de 

gerar mapas sem espaços em branco, onde nenhuma classe de solo foi predita, quando 

aplicadas a um conjunto muito maior do que aquele em que foi realizada a modelagem e 

com novas associações entre variáveis que são desconhecidas pelo modelo. 

É notada uma discordância entre a acurácia verificada no modelo preditivo e a 

acurácia do mapa gerado a partir das predições (Tabela 26). 

 

Tabela 26: Comparação entre acurácia (%) do modelo e acurácia (%) do mapa por 

matriz de dados. 

Matriz de dados Acurácia do modelo  Acurácia do mapa 

1 61,9 45,1 

2 63,8 53,2 

3 69,1 54,8 

4 36,7 27,0 

5 67,0 50,0 

6 69,6 54,8 

7 76,0 58,0 

8 40,4 32,3 

9 73,3 48,3 

10 67,9 53,2 

 

 A acurácia do modelo depende da qualidade das matrizes de dados, dos 

procedimentos de pré-processamento nelas empregados e da capacidade do algoritmo 

em interpretar, extrair os padrões e associá-los as diferentes classes de solo. 

Quanto à elaboração das matrizes de dados, o potencial de uso dos dados do 

SRTM é muito grande, em função principalmente de sua boa qualidade, facilidade de 

aquisição, gratuidade e abrangência, embora apresente imperfeições que reduzem a 

exatidão de todo o conjunto de dados (CHAGAS, 2006) já que as variáveis 

geomorfométricas foram todas derivadas deste modelo digital de elevação. A escala não 

uniforme da base geológica também pode ter sido responsável por uma imprecisão, bem 

como o tamanho do pixel utilizado (90x90m) considerado compatível com o grau de 

detalhamento pretendido. 

Justificando a diferença entre a acurácia do modelo e acurácia do mapa, além 

desses fatores que influenciam no desempenho da modelagem, a acurácia do mapa 

ainda depende da representatividade do conjunto de treinamento composto pelas 

observações de solo em campo.  
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O tamanho da área de estudo e o grau de detalhe da elaboração dos atributos 

geraram uma variabilidade muito grande de combinações entre as variáveis preditivas 

das classes de solo e esta variabilidade dificilmente pode ser  representada pelo conjunto 

de treinamento por sua grande demanda operacional. 

As observações de solo requeridas foram locadas pelo programa cLHS, que por 

sua vez, utilizou as variáveis preditivas como fator condicionante. Se somente essas 

variáveis não são responsáveis por explicar toda a variabilidade de solos da área ou a 

quantidade de pontos solicitados não for suficiente, a amostragem representativa das 

classes de solo pode ter sido comprometida. 

Dessa forma, a qualidade do mapa está relacionada ao quanto à variabilidade de 

solos da área de estudo está sendo representada pelo conjunto de treinamento. Para 

HENGL et al. (2007) o mapeamento preditivo deve ser realizado a partir de um 

conjunto com  representatividade mínima de cada classe de solo, caso contrário, corre-

se o risco de os modelos não capturarem toda a complexidade do ambiente de formação 

do solo da área a ser mapeada. Este conjunto, no entanto, pode ou não conter uma 

sucessão de possíveis erros ou imprecisões que quando somados refletem na acurácia do 

modelo e do produto cartográfico final. 

Além disso, a opção por treinar o mapa utilizando apenas as classes dos solos 

com maior ocorrência na área desconsiderando aquelas com apenas uma ou duas 

observações de campo, reduziu o volume de dados de 298 pontos para 252 e, 

consequentemente sua representatividade quanto à variabilidade de solos que de fato 

ocorre na área.  

Por outro lado, utilizar todas as classes identificadas ocasionaria duas 

dificuldades. A primeira trata-se de uma fragmentação ainda maior dos mapas gerados 

tornando-os visualmente incompreensíveis e a segunda quanto ao incremento do 

desbalanceamento das classes, já que a quantidade de categorias com poucas 

observações se elevaria. 

Tendo em vista os valores máximos de exatidão global alcançados, eles se 

mostram comparáveis à alguns trabalhos anteriores que elaboraram mapas digitais 

buscando reproduzir mapas tradicionais preexistentes tais como BUI & MORAN (2003) 

que encontraram valores entre 53% e 79%. COELHO & GIASSON (2010) com uma 

média de 67% de acurácia para legendas original e simplificada. TEN CATEN et al. 

(2011) que reproduziram um mapa pedológico tradicional com classes em segundo 

nível categórico com 61,9% de acerto. GIASSON et al. (2011) que atingiram 66,4% de 
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acurácia com classes de solo em segundo nível categórico. SARMENTO et al, (2012) 

alcançaram 66,4% de reprodutibilidade do mapa tradicional utilizado para treinamento 

através do algoritmo MLP (redes neurais) para predizer ordens de solo e a avaliação de 

TESKE (2014) que resultou na maior concordância com o mapa convencional de 63% 

para unidades de mapeamento compostas. 

 

 

4.5 Validação considerando diferentes condições de relevo 

 

O relevo é tido como fator que modifica a distribuição dos processos hidrológicos e 

erosionais influenciando na formação dos horizontes e dos atributos do solo. Por isso, 

diferentes tipos de solos se formam em diferentes posições do relevo e em distintos 

segmentos da vertente (MOORE et al., 1991; MOORE et al., 1993). No entanto, para 

que os algoritmos utilizados no MDS possam relacionar diferentes condições de relevo 

com as classes de solo, é necessário que a matrizes de dados de treinamento revelem tais 

diferenças através das variáveis geomorfométricas. 

Dadas as características locais em que 86% da área total do estudo foi classificada 

como de relevo plano e suave ondulado sugerindo pequena diferenciação dos solos, 

propôs-se que os atributos derivados de razões de bandas de uma imagem de sensor 

remoto orbital do satélite Landsat 8 pudessem destacar informações sobre a resposta 

espectral das diferentes classes de solo e por isso fossem mais eficientes que as 

variáveis geomorfométricas e a geologia nestas condições. 

Para avaliar esta hipótese, o conjunto dos 62 pontos de validação foi dividido, 

em 28 pontos localizados em “Áreas planas” e 34 pontos nas “Áreas não planas” 

conforme descrito no item 3.7. Desta divisão, novas matrizes de erro foram elaboradas 

avaliando o desempenho dos conjuntos de variáveis preditivas considerando as duas 

condições do relevo. 

Os resultados para as matrizes com classes de solo em quarto nível categórico e 

textura confirmaram que, em áreas de maior ondulação, os atributos de relevo 

representam informações importantes para discriminação de classes de solo 

apresentando melhor desempenho para “Áreas não planas” quando consideradas apenas 

as variáveis geomorfométricas (Tabela 27).  
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Tabela 27: Acurácia dos modelos em diferentes condições do relevo e classificação em 

quarto nível categórico e textura. 

                                                               Acurácia (%) 

Conjunto de variáveis "Áreas planas" "Áreas não planas" 

Geomorfométricas 42,8 47,0 

Geomorfométricas e geologia 57,1 50,0 

Geomorfométricas, geologia e índices 

derivados da imagem Landsat 8 

53,6 55,9 

 

Incluída a geologia como variável preditiva, esta se mostrou determinante em 

áreas suavizadas ao inverter os maiores valores de acurácia para “Áreas planas”. De 

fato, a compilação dos mapeamentos em escalas 1:100.000 e 1:250.000 utilizada como 

base geológica da área apontam a ocorrência de diferentes litologias nas áreas 

aplanadas: (i) depósitos aluviais, (ii) depósitos colúvio-eluviais, (iii) metassiltitos e 

folhelhos, o que contribuiu para a discriminação das classes de solo com uso da base de 

dados de geologia. 

Quando considerado o conjunto completo de variáveis (relevo, geologia, índices 

de sensores), apesar da pequena diferença de 2,3%, as “Áreas não planas” voltam a 

apresentar melhor desempenho (55,9%) contrapondo à expectativa de aumento da 

acurácia nas áreas planas com o uso dos índices de sensores. 

A maior acurácia nas “Áreas planas” (57,1%) se deu com o uso conjunto das 

variáveis geomorfométricas e a geologia, mostrando que os índices derivados de sensor 

remoto, como calculados, foram pouco preditivos nessas condições de relevo (Tabela 

1). Por outro lado, para as áreas de maior ondulação, o conjunto completo de variáveis 

apresentou melhor desempenho (55,9%) sustentando o uso de todas elas na predição das 

classes de solo em relevos mais declivosos. 

As matrizes de erro com classes de solo em segundo nível categórico 

mantiveram as tendências dos resultados da avaliação anterior com as classes de solo 

em nível taxonômico inferior (Tabela 28).  

Novamente, com uma diferença de apenas 1,7%,  as matrizes que consideram os 

índices da imagem Landsat 8 têm valor mais elevado para “Áreas não planas” (58,8%). 

Assim como ocorreu para as matrizes com classificação de solo mais detalhada, 

a maior acurácia para “Áreas planas” também se deu no conjunto de variáveis 

geomorfométricas acrescidas da geologia (60,7%) novamente contrariando a hipótese 

inicial. 
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Tabela 28: Acurácia dos modelos em diferentes condições do relevo e classificação em 

segundo nível categórico.                                                                       

                                                                    Acurácia (%) 

Conjunto de variáveis "Áreas planas" "Áreas não planas" 

Geomorfométricas 50,0 61,8 

Geomorfométricas e geologia 60,7 47,5 

Geomorfométricas, geologia e índices 

derivados da imagem Landsat 8 

57,1 58,8 

 

No entanto, para “Áreas não planas”, somente as variáveis geomorfométricas 

demonstram serem suficientes para predizer as classes de solo em segundo nível 

categórico em áreas com maior declive (61,8%), em que as demais variáveis 

apresentaram pequeno poder preditivo.  

O baixo poder preditivo das variáveis derivadas do sensoriamento orbital nas 

áreas planas, contrariando a expectativa, pode estar relacionada à escolha dos índices de 

sensoriamento. A sensibilidade dos índices clay minerals e iron oxides, específicos para 

determinações em solos, pode ter sido neutralizada ou confundida pelo índice NDVI, 

sensível a variações na cobertura vegetal, mas nem sempre sensível a variação nas 

propriedades espectrais dos solos, especialmente quando há um mosaico diversificado 

de uso e cobertura do solo. Como a cobertura vegetal em toda a área é heterogênea, 

especialmente nas áreas mais planas ao norte, com maior aproveitamento agrícola e 

fragmentação de usos da terra, isso pode ter promovido variação no NDVI desvinculada 

e dispare das variações dos índices de solo.  

Além disto, utilizando este conceito, a presença de vegetação é uma das 

dificuldades no estudo dos solos em nível orbital já que apenas a obtenção de dados de 

solo exposto possuem boa empregabilidade na separação de atributos dos solos sendo 

muito importantes para o sucesso da avaliação (DEMATTÊ et al., 2013). 

 

 

4.6 Mapa pedológico tradicional vs. Mapa pedológico digital 

 

O mapa pedológico pelo método tradicional foi elaborado conforme a descrição do 

item 3.6 (Figura 30) . 
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                      Figura 30: Mapa pedológico tradicional da área de estudo. 

 

A ordem dos Latossolos ocupa a maior parte da área total com 38.980 ha (35,34 %) 

que se distribuem por relevos planos e suave ondulados sendo representada em sua 

maioria por Latossolos Vermelhos distróficos e eutróficos típicos e com ocorrência 

menor de Latossolos Vermelho-Amarelos distróficos e eutróficos típicos. 
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Estes solos estão por vezes associados um ao outro em unidades de mapeamento ou 

acompanhados dos Nitossolos. Suas texturas variam de média a muito argilosa e o 

horizonte superficial é predominantemente A moderado, características estas com 

grande variação em propriedades físicas e químicas, o que lhes imprime 

comportamentos bastante distintos. 

As unidades cujos Cambissolos Háplicos e Flúvicos são predominantes ocupam a 

segunda maior área, com 35.464 ha (32,15 %) associados aos Argissolos, Neossolos 

Litólicos e Regolíticos, Latossolos Vermelhos e Nitossolos Vermelhos em relevos que 

variam de planos à forte ondulados.  Suas texturas são médias ou argilosas podendo 

apresentar atividade da argila alta e o horizonte superficial A moderado prevalece. 

Os Nitossolos totalizam 22.145 ha (20 %), sendo Vermelhos e Háplicos distróficos 

ou eutróficos típicos. As situações de maior ondulação predominam, no entanto, quando 

posicionados em relevo plano e suave ondulado encontram-se associados aos 

Argissolos, Cambissolos e Latossolos. Em sua maioria têm elevada saturação por bases 

e horizonte superficial A moderado. 

Os solos identificados próximos aos cursos d’água, em planície aluvial ou terraços 

foram mapeados na forma de complexos de solo em relevo plano com 8.324 ha (7,54 

%) da área total. São Gleissolos Háplicos e Melânicos com saturação por sódio de 

média a elevada, Cambissolos e Neossolos Flúvicos, todos com texturas que variam de 

argilosa a muito argilosa e  horizonte superficial A moderado ou A proeminente.  

Os Neossolos ocupam 2.705 ha (2,45 %) representados por associações de Neossolo 

Litólico e Cambissolo Háplico em relevos que variam de suave ondulado a montanhoso.  

A ordem dos Argissolos é representada pelas classes Argissolo Acinzentado 

eutrófico, Argissolo Amarelo distrófico e Argissolo Vermelho-Amarelo eutrófico 

totalizando 2.671 ha (2,42 %) sobre relevos planos e suave ondulados. Estes solos 

apresentaram incremento de argila no horizonte subsuperficial, sendo a textura do 

horizonte A média e do horizonte B argilosa. 

Fica evidente a diferença entre os mapas pedológicos digitais e o mapa pedológico 

realizado de maneira tradicional logo em suas apresentações visuais.  

O mapa clássico é constituído por manchas contínuas chamadas de unidades de 

mapeamento, que deixam implícita sua heterogeneidade. Estas unidades de mapeamento 

são os delineamentos de áreas de solos, estabelecidas para possibilitar a representação 

em mapas e mostrar a distribuição espacial, a extensão e os limites de um solo para 

outro, podendo ser designada por uma única unidade taxonômica (classe de solo) ou por 
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vários componentes (IBGE, 2007). Estes mapas apresentem algumas limitações , como 

por exemplo, a inviabilidade de identificar a ocorrência e localização de uma 

determinada classe dentro da unidade de mapeamento. 

Por sua vez, os mapas pedológicos digitais, da maneira como foram elaborados, 

expressam a distribuição das classes de solo fragmentadas, sem necessariamente formar 

grupamentos ou unidades. Assim, a desagregação desses polígonos de solos resultam 

em mapas pedológicos mais detalhados ao separarem as classes de solo constituintes 

das unidades de mapeamento e mapeá-las individualmente (TESKE, 2014). 

 Em etapa de avaliação da metodologia utilizada para elaboração dos mapas 

digitais, foi efetuada uma comparação entre os mapas descrita no item 3.7 (Tabela 29).  

 

Tabela 29: Coincidência entre as classificações dos mapas pedológicos digitais (3 e 7) e 

tradicional por pixel. 

 Mapa digital (4º nível 

categórico e textura) 

Mapa digital (2º nível 

categórico) 

Mapa tradicional 

(Unidades de mapeamento) 
    Acurácia (%) 

1º componente 26,4 37,0 

2º componente 7,2 7,5 

3º componente 4,0 3,9 

Total 37,6 48,4 

 

Os mapas digitais comparados ao tradicional foram aqueles derivados das 

matrizes de dados 3 e 7. Estes que obtiveram as proporções mais elevadas de 

observações de solo corretamente classificadas quando confrontadas às referências de 

campo por meio das matrizes de erro, com 54,83% e 58,06% de exatidão global 

respectivamente. 

A proporção de pixels com a mesma classe de solo entre o mapa tradicional e o 

mapa digital da matriz 3 foi de 37,6%. As classes com maior concordância foram 

“CXTbdt, arg” (40,5%), “LVdt, arg” (35,3%) e “LVet, arg” (30,2%) e com menores as 

classes “PVAdt, med/arg” (1,7%) e “LVAdt, arg” (2,4%). Neste caso, a uniformidade 

foi avaliada em quarto nível categórico e textura.  

Quando comparado o mapa tradicional e o mapa digital da matriz 7, a proporção 

se elevou para 48,4%, fato que se deve ao menor detalhamento da classificação, em 

segundo nível categórico, apresentado concordância elevada para Latossolos Vermelhos 
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(64%) e muito baixa para Argissolos Vermelho-Amarelos (4%) e Latossolos Vermelho-

Amarelos (1,6%).  

Com o propósito de uma comparação mais efetiva entre os métodos de 

mapeamento, recomenda-se a validação também do mapa tradicional por meio de 

observações de referência em campo. Esta validação não pôde ser realizada neste 

trabalho devido a falta de um conjunto independente de observações de solo. As 298 

observações foram utilizadas como apoio ao delineamento das unidades de mapeamento 

e validar o mapa utilizando as mesmas informações seria sobremaneira tendencioso. 

 De acordo com HUDSON (1992), o levantamento de solos é um exemplo de 

uma ciência baseada em um paradigma, o das relações solo-relevo, estas são sobretudo 

baseadas no conhecimento tácito, obtido através da experiência. Porém, por este 

conhecimento não ser explícito, tanto seu aprendizado quanto sua disseminação perdem 

efetividade. 

Por isso, os produtos dos levantamentos de solo devem ser mais quantitativos 

facilitando o entendimento (INDORANTE et al., 1996), já que entre outras ciências dos 

recursos naturais, é uma das poucas que mantém a maioria da informação coletada e 

apresentada em forma qualitativa (BURROUGH, 1993). 

Os levantamentos de solo devem buscar informações quantitativas sobre os solos 

e sobre a forma como estes variam no tempo e espaço. Para tanto, devem trabalhar com 

modelos matemáticos e com o uso de métodos geoestatísticos para entender as relações 

entre as forma do terreno e propriedades do solo que possam tratar com sua 

variabilidade espacial melhor do que os métodos qualitativos convencionais 

BURROUGH (1993). 

Deste modo, a modelagem quantitativa da associação solo-paisagem pode ser 

tratada como um novo paradigma para o levantamento de solos, capaz de auxiliar no 

entendimento dos padrões da distribuição dos solos constituindo parte das novas 

tendências (HUDSON, 1992), os métodos digitais. Estes possibilitam integrar o 

conhecimento tácito dos pedólogos sobre as relações solo-paisagem e a otimização dos 

procedimentos via mapeamento digital de propriedades e classes de solos. 
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5 CONCLUSÕES 

 

a)  A influência da geologia diversificada foi confirmada neste estudo e, 

acompanhada da altitude, foi determinante para todos os modelos preditivos em 

que foi considerada.   

 

b) O aumento na proporção de observações corretamente classificadas com classes de 

solo em nível de subordem mostra confiabilidade superior dos mapas com maior 

generalização taxonômica e menor fragmentação dos polígonos de solo mapeados. 

 

c) Os índices derivados da imagem Landsat 8 não contribuíram para o aumento da 

acurácia na predição de classes de solo nas áreas planas. 

 

d) A expansão do conjunto de treinamento com aumento da representatividade da 

observação de campo reduziu a acurácia dos mapas por assumir maior 

homogeneidade pedológica que a existente na área de estudo. 

 

e) A classificação dos dados faltantes pelos algoritmos como forma de gerar os 

mapas digitais mostrou-se uma alternativa vantajosa ao uso de regras de 

classificação pela possibilidade de predição de  todos os pixels da área. 

 

f) O treinamento dos modelos preditivos por observações de solo em campo se 

mostrou viável ao gerar mapas com valores de acurácia próximos àqueles 

treinados em mapas tradicionais preexistentes e, realizados desta maneira, 

independem da qualidade dos mapas tradicionais 

 

g) O treinamento dos MDS com dados de campo tem demanda operacional de 

levantamento  dados de solos equivalente aos levantamentos tradicionais. 
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ANEXO I: Matriz de erros do mapa pedológico digital gerado a partir da matriz de dados 1.  

 

CXTbdt 

arg 

CXTbet 

arg 

LVAdt

arg 

LVAdt

med 

LVdt 

arg 

LVdt 

med 

LVet 

arg 

NVdt 

arg 

NVet 

arg 

NXet 

arg 

PVAt 

med/arg 

PVdt 

med/arg 

RLet 

med 

RRet 

med 
Total 

Exatidão do 

usuário (%) 

CXTbdt, arg 4 0 0 0 0 0 0 0 0 3 0 1 0 0 8 50,0 

CXTbet, arg 0 1 0 0 0 2 0 1 0 0 0 0 0 0 4 25,0 

LVAdt, arg 1 0 0 1 0 0 0 0 0 0 0 0 0 0 2 0,0 

LVAdt, med 0 0 0 0 0 0 0 0 1 1 0 0 0 0 2 0,0 

LVdt, arg 2 0 1 0 7 0 0 0 1 0 1 0 0 0 12 58,3 

LVdt, med 0 0 0 0 1 3 1 0 0 0 0 0 0 0 5 60,0 

LVet, arg 0 0 0 0 2 0 3 0 0 0 0 0 0 0 5 60,0 

NVdt, arg 1 0 0 0 1 0 0 2 0 1 1 0 0 0 6 33,3 

NVet, arg 2 1 0 0 0 1 0 0 1 0 0 0 0 0 5 20,0 

NXet, arg 0 0 0 0 0 0 0 1 0 3 0 0 0 0 4 75,0 

PVAdt, med/arg 0 0 0 0 0 1 0 0 0 0 2 0 0 0 3 66,6 

PVdt, med/arg 0 0 0 0 0 0 0 0 0 0 1 1 0 0 2 50,0 

RLet, med 0 0 0 0 0 0 0 1 0 0 0 0 1 0 2 50,0 

RRet, med 1 0 0 0 1 0 0 0 0 0 0 0 0 0 2 0,0 

Total 11 2 1 1 12 7 4 5 3 8 5 2 1 0 62 
 

Exatidão do 

produtor (%) 
36,3 50,0 0,0 0,0 58,3 42,8 75,0 40,0 33,3 37,5 40,0 50,0 100,0 0,0 

  

Exatidão Global 

(%) 
45,1% 

               

Índice Kappa 0,38 
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ANEXO II: Matriz de erros do mapa pedológico digital gerado a partir da matriz de dados 2. 

 

 

 

 

 

 

 

CXTbdt 

arg 

CXTbet 

Arg 

LVAdt 

arg 

LVAdt 

med 

LVdt 

Arg 

LVdt 

med 

LVet 

arg 

NVdt 

arg 

NVet 

arg 

NXet 

arg 

PVAdt 

med/arg 

PVdt 

med/arg 

RLet 

med 

RRet 

med 
Total 

Exatidão do 

usuário (%) 

CXTbdt, arg 3 1 0 3 0 0 0 0 0 0 1 0 0 0 8 37,5 

CXTbet, arg 1 1 0 1 0 0 1 0 0 0 0 0 0 0 4 25,0 

LVAdt, arg 0 0 0 2 0 0 0 0 0 0 0 0 0 0 2 0,0 

LVAdt, med 1 0 0 1 0 0 0 0 0 0 0 0 0 0 2 50,0 

LVdt, arg 2 2 0 0 6 0 0 0 0 1 1 0 0 0 12 50,0 

LVdt, med 0 0 0 0 0 4 1 0 0 0 0 0 0 0 5 80,0 

LVet, arg 0 0 1 0 0 0 3 1 0 0 0 0 0 0 5 60,0 

NVdt, arg 0 0 0 0 0 0 0 4 0 0 2 0 0 0 6 66,6 

NVet, arg 0 0 0 0 1 0 1 0 3 0 0 0 0 0 5 60,0 

NXet, arg 0 0 0 0 0 0 0 0 1 2 0 1 0 0 4 50,0 

PVAdt, 

med/arg 
0 0 0 0 0 0 0 0 0 0 2 1 0 0 3 66,6 

PVdt, med/arg 0 0 0 1 0 0 0 0 0 0 0 1 0 0 2 50,0 

RLet, med 0 0 0 0 0 0 0 0 0 0 0 0 2 0 2 100,0 

RRet, med 1 0 0 0 0 0 0 0 0 0 0 0 0 1 2 50,0 

Total 8 4 1 8 7 4 6 5 4 3 6 3 2 1 62 
 

Exatidão do 

produtor (%) 
37,5 25,0 0,0 12,5 85,7 100,0 50,0 80,0 75,0 66,6 33,3 33,3 100,0 100,0 

  

Exatidão Global 

(%) 
53,2% 

               

Índice Kappa 0,48 
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ANEXO III: Matriz de erros do mapa pedológico digital gerado a partir da matriz de dados 3. 

 

CXTbdt 

arg 

CXTbet 

arg 

LVAdt 

arg 

LVAdt 

med 

LVdt 

arg 

LVdt 

med 

LVet 

arg 

NVdt 

arg 

NVet 

arg 

NXet 

arg 

PVAdt 

med/arg 

PVdt 

med/arg 

RLet 

med 

RRet 

med 
Total 

Exatidão do 

usuário (%) 

CXTbdt, arg 3 0 1 1 0 0 0 0 1 2 0 0 0 0 8 37,5 

CXTbet, arg 0 2 1 0 0 1 0 0 0 0 0 0 0 0 4 50,0 

LVAdt, arg 2 0 0 0 0 0 0 0 0 0 0 0 0 0 2 0,0 

LVAdt, med 0 0 0 1 0 1 0 0 0 0 0 0 0 0 2 50,0 

LVdt, arg 3 0 0 0 6 0 0 0 0 0 2 1 0 0 12 50,0 

LVdt, med 0 0 0 0 0 5 0 0 0 0 0 0 0 0 5 100,0 

LVet, arg 0 0 0 0 0 3 2 0 0 0 0 0 0 0 5 40,0 

NVdt, arg 1 0 0 0 0 0 0 3 2 0 0 0 0 0 6 50,0 

NVet, arg 0 0 0 0 0 0 0 2 3 0 0 0 0 0 5 60,0 

NXet, arg 0 0 0 0 0 1 0 1 0 2 0 0 0 0 4 50,0 

PVAdt, med/arg 2 0 0 0 0 0 0 0 0 0 1 0 0 0 3 33,3 

PVdt, med/arg 0 0 0 0 0 0 0 0 0 0 0 2 0 0 2 100,0 

RLet, med 0 0 0 0 0 0 0 0 0 0 0 0 2 0 2 100,0 

RRet, med 0 0 0 0 0 0 0 0 0 0 0 0 0 2 2 100,0 

Total 11 2 2 2 6 11 2 6 6 4 3 3 2 2 62 
 

Exatidão do 

produtor (%) 
27,3 100,0 0,0 50,0 100,0 45,4 100,0 50,0 50,0 50,0 33,3 66,6 100,0 100,0 

  

Exatidão Global 

(%) 
54,8% 

               

Índice Kappa 0,50 
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ANEXO IV: Matriz de erros do mapa pedológico digital gerado a partir da matriz de dados 4. 

 CXTbdt 

arg 

CXTbet 

arg 

LVAdt 

arg 

LVAdt 

med 

LVdt 

arg 

LVdt 

med 

LVet 

arg 

NVdt 

arg 

NVet 

arg 

NXet 

arg 

PVAdt 

med/arg 

PVdt 

med/arg 

RLet 

med 

RRet 

med 
Total 

Exatidão do 

usuário (%) 

CXTbdt, arg 1 0 0 0 1 0 0 0 1 0 1 4 0 0 8 12,5 

CXTbet, arg 1 1 1 0 0 1 0 0 0 0 0 0 0 0 4 25,0 

LVAdt, arg 1 0 1 0 0 0 0 0 0 0 0 0 0 0 2 50,0 

LVAdt, med 0 1 0 0 0 0 1 0 0 0 0 0 0 0 2 0,0 

LVdt, arg 1 1 1 1 3 0 2 0 0 3 0 0 0 0 12 25,0 

LVdt, med 4 0 0 0 0 1 0 0 0 0 0 0 0 0 5 20,0 

LVet, arg 1 0 0 0 1 0 3 0 0 0 0 0 0 0 5 60,0 

NVdt, arg 0 0 0 0 0 2 0 2 1 0 1 0 0 0 6 33,3 

NVet, arg 1 0 0 0 0 0 0 0 3 1 0 0 0 0 5 60,0 

NXet, arg 1 0 0 0 0 0 0 0 0 1 0 1 1 0 4 25,0 

PVAdt, 

med/arg 
0 1 0 1 0 0 0 0 1 0 0 0 0 0 3 0,0 

PVdt, med/arg 0 0 0 0 0 2 0 0 0 0 0 0 0 0 2 0,0 

RLet, med 0 1 0 0 0 0 0 0 0 0 0 0 1 0 2 50,0 

RRet, med 0 0 0 0 0 1 0 0 0 0 1 0 0 0 2 0,0 

Total 11 5 3 2 5 7 6 2 6 5 3 5 2 0 62 
 

Exatidão do 

produtor (%) 
9,0 20,0 33,3 0,0 60,0 14,2 50,0 100,0 50,0 20,0 0,0 0,0 50,0 0,0 

  

Exatidão Global 

(%) 
27,0% 

               

Índice Kappa 0,20 
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ANEXO V: Matriz de erros do mapa pedológico digital gerado a partir da matriz de dados 5. 

 CX LVA LV NV NX PVA PV RL RR Total Exatidão do usuário (%) 

CX 6 0 2 1 2 1 0 0 0 12 50,0 

LVA 1 0 2 0 0 0 1 0 0 4 0,0 

LV 2 1 15 1 2 1 0 0 0 22 68,1 

NV 4 1 3 3 0 0 0 0 0 11 27,2 

NX 0 0 1 0 3 0 0 0 0 4 75,0 

PVA 1 0 0 1 0 1 0 0 0 3 33,3 

PV 0 0 0 1 0 0 1 0 0 2 50,0 

RL 0 0 2 0 0 0 0 0 0 2 0,0 

RR 0 0 0 0 0 0 0 0 2 2 100,0 

Total 14 2 25 7 7 3 2 0 2 62  

Exatidão do produtor (%) 42,8 0,0 60,0 42,8 42,8 33,3 50,0 0,0 100,0   

Exatidão Global (%) 50,0%           

Índice Kappa 0,35           
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ANEXO VI: Matriz de erros do mapa pedológico digital gerado a partir da matriz de dados 6. 

 
CX LVA LV NV NX PVA PV RL RR Total Exatidão do usuário (%) 

CX 7 1 0 1 3 0 0 0 0 12 58,3 

LVA 1 0 2 0 1 0 0 0 0 4 0,0 

LV 2 1 17 0 0 2 0 0 0 22 77,2 

NV 3 0 5 3 0 0 0 0 0 11 27,2 

NX 0 0 1 0 3 0 0 0 0 4 75,0 

PVA 1 0 0 0 0 2 0 0 0 3 66,6 

PV 0 0 0 1 0 0 1 0 0 2 50,0 

RL 0 0 1 0 0 0 0 1 0 2 50,0 

RR 1 0 1 0 0 0 0 0 0 2 0,0 

Total 15 2 27 5 7 4 1 1 0 62 
 

Exatidão do produtor (%) 46,6 0,0 62,9 60,0 42,8 50,0 100,0 100,0 0,0 
  

Exatidão Global (%) 54,8% 
          

Índice Kappa 0,41 
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ANEXO VII: Matriz de erros do mapa pedológico digital gerado a partir da matriz de dados 7. 

 

 

 

 

 

 

 

 

 

 

 

 

 CX LVA LV NV NX PVA PV RL RR Total Exatidão do usuário (%) 

CX 7 1 2 2 0 0 0 0 0 12 58,3 

LVA 0 1 3 0 0 0 0 0 0 4 25,0 

LV 2 2 17 0 0 1 0 0 0 22 77,3 

NV 3 0 2 4 1 1 0 0 0 11 36,7 

NX 0 0 0 1 3 0 0 0 0 4 75,0 

PVA 1 0 0 0 0 2 0 0 0 3 66,6 

PV 1 0 0 0 0 0 1 0 0 2 50,0 

RL 1 0 1 0 0 0 0 0 0 2 0,0 

RR 0 0 1 0 0 0 0 0 1 2 50,0 

Total 15 4 26 7 4 4 1 0 1 62 
 

Exatidão do produtor (%) 46,7 25,0 65,4 57,1 75,0 50,0 100,0 0,0 100,0 
  

Exatidão Global (%) 58,0% 
          

Índice Kappa  0,44 
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ANEXO VIII: Matriz de erros do mapa pedológico digital gerado a partir da matriz de dados 8. 

 CX LVA LV NV NX PVA PV RL RR Total Exatidão do usuário (%) 

CX 4 3 3 2 0 0 0 0 0 12 33,3 

LVA 1 1 1 1 0 0 0 0 0 4 25,0 

LV 7 1 12 1 1 1 0 0 0 22 54,5 

NV 2 1 3 1 2 1 1 0 0 11 9,0 

NX 0 0 1 1 1 0 0 0 1 4 25,0 

PVA 1 0 1 1 0 0 0 0 0 3 0,0 

PV 0 0 1 0 0 0 1 0 0 2 50,0 

RL 1 0 0 0 1 0 0 0 0 2 0,0 

RR 2 0 0 0 0 0 0 0 0 2 0,0 

Total 17 6 22 7 5 2 2 0 1 62 
 

Exatidão do produtor (%) 23,5 16,7 54,5 14,3 20,0 0,0 50,0 0,0 0,0 
  

Exatidão Global (%) 32,2% 
          

Índice Kappa 0,13 
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ANEXO IX: Matriz de erros do mapa pedológico digital gerado a partir da matriz de dados 9. 

 

 

 

 

 

 

 

 

 CXTbdt 

arg 

CXTbet 

arg 

LVAdt 

arg 

LVAdt 

med 

LVdt 

arg 

LVdt 

med 

LVet 

arg 

NVdt 

arg 

NVet 

arg 

NXet 

arg 

PVAdt 

med/arg 

PVdt 

med/arg 

RLet 

med 

RRet 

med 
Total 

Exatidão do 

usuário (%) 

CXTbdt, arg 2 1 0 0 1 0 0 1 0 1 0 1 1 0 8 25,0  

CXTbet, arg 1 2 1 0 0 0 0 0 0 0 0 0 0 0 4 50,0  

LVAdt, arg 0 0 2 0 0 0 0 0 0 0 0 0 0 0 2 100,0  

LVAdt, med 0 0 0 2 0 0 0 0 0 0 0 0 0 0 2 100,0  

LVdt, arg 0 0 0 0 4 4 0 0 0 2 0 2 0 0 12 25,0  

LVdt, med 0 0 2 0 1 2 0 0 0 0 0 0 0 0 5 40,0  

LVet, arg 0 0 2 0 0 0 3 0 0 0 0 0 0 0 5 60,0  

NVdt, arg 1 0 0 0 0 0 0 5 0 0 0 0 0 0 6 83,3  

NVet, arg 1 0 0 0 0 0 0 0 3 1 0 0 0 0 5 60,0  

NXet, arg 0 0 0 0 0 0 1 0 1 2 0 0 0 0 4 50,0  

PVAdt, med/arg 0 0 0 0 0 0 2 0 0 1 0 0 0 0 3 0,0  

PVdt, med/arg 0 0 0 0 0 0 0 1 0 0 0 1 0 0 2 50,0  

RLet, med 0 0 0 0 0 0 0 0 1 0 0 0 1 0 2 50,0  

RRet, med 0 0 0 0 0 0 0 0 0 1 0 0 0 1 2 50,0  

Total 5 3 7 2 6 6 6 7 5 8 0 4 2 1 62 
 

 

Exatidão do 

produtor (%) 
40,0 66,6 28,5 100,0 66,6 33,3 50,0 71,4 60,0 25,0 0,0 25,0 50,0 100,0 

  

 

Exatidão Global 

(%)  
48,3% 

               

 

Índice Kappa 0,44 
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ANEXO X: Matriz de erros do mapa pedológico digital gerado a partir da matriz de dados 10. 

 CX LVA LV NV NX PVA PV RL RR Total Exatidão do usuário (%) 

CX 7 0 3 2 0 0 0 0 0 12 66,6 

LVA 0 2 1 1 0 0 0 0 0 4 50,0 

LV 1 1 12 5 1 2 0 0 0 22 63,6 

NV 2 0 1 6 2 0 0 0 0 11 54,5 

NX 0 0 0 0 4 0 0 0 0 4 100,0 

PVA 2 0 0 0 0 1 0 0 0 3 33,3 

PV 0 0 0 0 0 1 1 0 0 2 100,0 

RL 2 0 0 0 0 0 0 0 0 2 0,0 

RR 1 0 0 0 0 1 0 0 0 2 0,0 

Total 15 3 17 14 7 5 1 0 0 62 
 

Exatidão do produtor (%) 50,0 66,6 77,7 50,0 57,1 25,0 100,0 0,0 0,0 
  

Exatidão Global (%) 53,2% 
          

Índice Kappa  0,41 
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ANEXO XI: Legenda descritiva do mapa pedológico tradicional da área de estudo. 

Símbolo Descrição 

CXd1 CAMBISSOLO HÁPLICO Tb Distrófico típico, A moderado, textura média e argilosa, relevo ondulado e forte ondulado 

CXd2 Associação de: CAMBISSOLOS HÁPLICOS Tb Distróficos típicos e lépticos, textura argilosa + ARGISSOLOS VERMELHO-

AMARELOS Distróficos típicos, textura média/argilosa, ambos A moderado, relevo suave ondulado 

CXd3 Associação de: CAMBISSOLO HÁPLICO Tb Distrófico típico, textura argilosa + NEOSSOLO LITÓLICO Distrófico típico, textura média, 

ambos A moderado, relevo forte ondulado 

CXd4 Associação de: CAMBISSOLO HÁPLICO Tb Distrófico léptico e típico, A moderado + NEOSSOLO REGOLÍTICO Distrófico fragipânico 

e léptico fragipânico, A fraco, ambos textura média, relevo plano e suave ondulado 

CXe1 CAMBISSOLO HÁPLICO Ta Eutrófico típico, A moderado, textura argilosa, relevo suave ondulado 

CXe2 CAMBISSOLO HÁPLICO Tb e Ta Eutrófico típico, A moderado, textura argilosa, relevo suave ondulado 

CXe3 Associação de: CAMBISSOLO HÁPLICO Tb Eutrófico típico + LATOSSOLO VERMELHO Eutrófico e Distrófico típico, ambos A 

moderado, textura argilosa, relevo suave ondulado 

CXe4 Associação de: CAMBISSOLO HÁPLICO Tb e Ta  Eutrófico típico, textura argilosa + ARGISSOLO VERMELHO-AMARELO Distrófico 

típico, textura média/argilosa e argilosa/muito argilosa, ambos A moderado, relevo suave ondulado 

CXe5 Associação de: CAMBISSOLO HÁPLICO Tb Eutrófico típico, textura argilosa + NITOSSOLO VERMELHO Eutrófico e Distrófico típico, 

textura argilosa + NEOSSOLO REGOLÍTICO Eutrófico típico e léptico, textura média, todos A moderado, relevo suave ondulado 

CXe6 Associação de: CAMBISSOLO HÁPLICO Ta Eutrófico léptico + NEOSSOLO LITÓLICO, ambos A moderado, textura argilosa, relevo 

ondulado e forte ondulado 

CXe7 CAMBISSOLO HÁPLICO e FLÚVICO Ta Eutrófico típico, A moderado, textura argilosa, relevo plano 

GXe1 GLEISSOLO HÁPLICO Ta Eutrófico vértico e típico, A moderado + CAMBISSOLO FLÚVICO Ta Eutrófico gleissólico, A fraco e 

moderado, ambos textura argilosa, relevo plano 

GXe2 Complexo de: GLEISSOLO HÁPLICO e MELÂNICO Sódico + CAMBISSOLO FLÚVICO Ta Eutrófico + NEOSSOLO FLÚVICO 

Eutrófico, todos A moderado e proeminente, textura argilosa e muito argilosa, relevo plano 

LVAd1 LATOSSOLO VERMELHO-AMARELO Distrófico típico, A moderado, textura média,  relevo plano e suave ondulado 

LVAd2 Associação de: LATOSSOLO VERMELHO-AMARELO e VERMELHO Distrófico típico + NITOSSOLO VERMELHO Distrófico típico, 

ambos A moderado, textura argilosa e muito argilosa, relevo plano e suave ondulado 

LVAe1 Associação de: LATOSSOLO VERMELHO AMARELO Eutrófico típico + NITOSSOLO HÁPLICO Eutrófico típico, ambos A moderado, 

textura argilosa, relevo plano e suave ondulado 

LVd1 LATOSSOLO VERMELHO Distrófico típico, A moderado, textura argilosa e muito argilosa, relevo plano 

LVd2 LATOSSOLO VERMELHO Distrófico típico, A moderado, textura argilosa, relevo suave ondulado 

LVd3 Associação de: LATOSSOLO VERMELHO Distrófico típico + NITOSSOLO VERMELHO Distrófico típico, ambos A moderado, textura 

argilosa, relevo plano e suave ondulado 
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LVe1 LATOSSOLO VERMELHO Eutrófico típico, A moderado, textura muito argilosa, relevo plano 

LVe2 LATOSSOLO VERMELHO Eutrófico típico,A moderado, textura argilosa, relevo plano 

LVe3 LATOSSOLO VERMELHO Eutrófico típico, A moderado, textura média, relevo plano e suave ondulado 

NVd1 NITOSSOLO VERMELHO Distrófico típico, A moderado, textura argilosa, relevo plano e suave ondulado 

NVd2 Associação de: NITOSSOLO VERMELHO e HÁPLICO Distrófico típico,  textura argilosa + ARGISSOLO VERMELHO-AMARELO e 

VERMELHO Distrófico típico, textura argilosa/muito argilosa e média/argilosa + CAMBISSOLO HÁPLICO Tb Distrófico típico, textura 

argilosa, todos A moderado, relevo suave ondulado 

NVe1 NITOSSOLO VERMELHO Eutrófico típico, A moderado, textura argilosa, relevo suave ondulado e ondulado 

NVe2 NITOSSOLO VERMELHO Eutrófico fragmentário e típico, A moderado, textura argilosa, relevo suave ondulado e ondulado 

NVe3 Associação de: NITOSSOLO VERMELHO Eutrófico típico e latossólico + LATOSSOLO VERMELHO Eutrófico típico, ambos A 

moderado, textura argilosa, relevo plano 

NVe4 NITOSSOLO VERMELHO e HÁPLICO Eutrófico e Distrófico típico, A moderado, textura argilosa, relevo suave ondulado 

NVe5 Associação de: NITOSSOLO VERMELHO e HÁPLICO + LATOSSOLO VERMELHO-AMARELO, ambos Eutrófico e Distrófico típico, 

A moderado, textura argilosa, relevo suave ondulado e plano 

PACe1 ARGISSOLO ACINZENTADO Eutrófico típico, A moderado, textura média/argilosa, relevo plano 

PAd1 ARGISSOLO AMARELO Distrófico típico, A moderado, textura média/argilosa, relevo suave ondulado 

PVAe1 Associação de: ARGISSOLO VERMELHO-AMARELO Eutrófico típico, textura média/argilosa + LATOSSOLO VERMELHO Eutrófico 

típico, textura argilosa, ambos A moderado, relevo plano 

RLd1 Associação de: NEOSSOLO LITÓLICO Distrófico típico + CAMBISSOLO HÁPLICO Tb Distrófico típico e léptico, ambos A fraco, 

textura média, relevo suave ondulado 

RLe1 Associação de: NEOSSOLO LITÓLICO Eutrófico típico, textura média + CAMBISSOLO HÁPLICO Tb Eutrófico léptico, textura argilosa, 

ambos A moderado, relevo forte ondulado e montanhoso 

 


