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MAPA PEDOLÓGICO DIGITAL POR ÁREA DE REFERÊNCIA 

ESTRUTURADA EM DETALHES NA BACIA DO RIO JAÚ (UGRH 13), SP  

RESUMO 

 

 

A necessidade de informação acerca de classes e atributos dos solos em nível de 

reconhecimento de alta intensidade tem impulsionado a pesquisa por metodologias 

robustas de elaboração e validação de mapas digitais de solos. No estado de São Paulo, 

15 % da área estadual é coberta por levantamentos semidetalhados em escala 1:100.000, 

o que ainda é insuficiente frente à demanda. A partir da década de 1980 também se 

intensificaram no estado de SP levantamentos de solo em nível detalhado por demanda 

do setor sucroenergético. Estes últimos foram elaborados em áreas de interesse 

exclusivamente agrícola, o que resultou em um conjunto de mapas com distribuição 

descontínua apresentando legendas não alinhadas integralmente ao Sistema Brasileiro da 

Classificação de Solos (SiBCS). O presente estudo objetivou avaliar a viabilidade de 

utilização de mapas de solo detalhados, com distribuição descontínua, para uso por 

técnicas de aprendizado de máquina, para geração de mapa contínuo, com detalhamento 

equivalente ao nível de reconhecimento de alta intensidade e legenda alinhada ao nível 

de Subgrupo (quarto nível categórico) do Sistema Brasileiro de Classificação de Solos 

acrescido de grupamento textural. O estudo buscou também avaliar, no aprendizado de 

máquina, o balanceamento de classes para aumento da acurácia de mapas, bem como 

validar estes mapas digitais por meio de observações de solo no campo. Covariáveis de 

geologia, de geomorfologia e geomorfométricas foram associadas aos mapas pedológicos 

detalhados, que é a variável meta, gerando mapas digitais de classes de solo. Durante a 

geração dos mapas realizou-se balanceamento de classes nos níveis 0 (dados não 

balanceados), 0,25, 0,50, 0,75 e 1,00 (base de dados homogênea). Os mapas gerados 

foram validados por observações de solo no campo obtidas de duas fontes distintas, na 

primeira fonte usaram-se observações de solo realizadas durante a execução de 

mapeamentos pedológicos já existentes (dados legados) e na segunda fonte foi feita 

caracterização de solo em campo e em laboratório, com distribuição da amostragem em 

campo estratificada por cinco covariáveis ambientais e aleatorizadas pelo hipercubo 

latino. O mapa elaborado com a base de dados balanceada no nível 0,50 alcançou maior 

acurácia quando validado com pontos aleatorizados pelo hipercubo latino, obtendo 

exatidão global 52% e coeficiente kappa 0,45 no nível de subgrupo além de exatidão do 

usuário igual ou superior a 50 % em todas as classes de solo em nível de Grande Grupo. 

Isto o qualifica como mapa de classes de solo em nível de reconhecimento de baixa 

intensidade. A base de pontos aleatorizada pelo hipercubo foi mais eficiente para 

representar a distribuição dos solos da área quando comparada à base de pontos legados 

de levantamentos resultando em maior diversidade de classes de solos classificadas 

corretamente. O processo de balanceamento se mostrou eficaz em aumentar a acurácia de 

mapas gerados a partir de base de dados com classes desbalanceadas. 

Palavras chaves: aprendizado de máquina em mapeamentos digitais de classes de solo, 

mapeamento digital com classes desbalanceadas, validação de mapas digitais de solo em 

campo; dados de solo legados  
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DIGITAL SOIL MAPPING OF THE JAÚ RIVER BASIN (UGRH 13), SP USING 

AREAS STRUCTURED IN DETAIL AS REFERENCE  

 

 

ABSTRACT 

 

 

The need for information of soil classes and attributes at high intensity reconaissance 

level soil surveys has driven research for robust methodologies to elaborate and validate 

digital soil maps. In the state of São Paulo, semi-detailed soil surveys on a 1:100,000 scale 

cover 15% of its territory, which is not enough to meet demand. From the 1980s onwards, 

detailed soil surveys in the state of SP were intensified in response to a demand from the 

sugar-energy sector. These latter surveys were carried out exclusively in areas of 

agricultural potential, which resulted in a set of maps with discontinuous distribution with 

legends not fully equivalent to the Brazilian System of Soil Classification (SiBCS). The 

current study aimed to evaluate the feasibility of using detailed soil maps with 

discontinuous distribution, by means of machine learning techniques, to generate a 

continuous map, equivalent to a high intensity reconaissance level soil survey map, with 

legend aligned to the Subgroup of the SiBCS. The study also sought to evaluate class 

balancing by machine learning to increase map accuracy, validated by soil observation 

and sampling in the field. Geology, geomorphology and geomorphometric covariates 

were associated to detailed soil maps, its map units taken as target variables, generating 

digital maps of soil classes. During the generation of the maps, classes were balanced at 

levels 0 (imbalanced data), 0.25, 0.50, 0.75 and 1.00 (totally balanced dataset). The 

generated maps were validated by soil observations in the field obtained from two 

different sources. In the first source, we used soil observations taken during the execution 

of legacy soil surveys (legacy data). In the second source, soil characterization and 

identification carried out in the field. and in the laboratory, with sampling distribution in 

the field stratified by five environmental covariates and randomized by Latin hypercube 

sampling. The map generated with the dataset balanced at 0.50 level showed the greatest 

overall accuracy as validated with points randomized by Latin hypercube, obtaining 52% 

of global accuracy and a kappa coefficient of 0.45 at the Subgroup level, in addition to a 

user’s accuracy equal to or greater than 50 % across all soil classes at Great Group level. 

These results qualify the map of soil classes as low intensity reconnaissance level. The 

soil field observations randomized by the hypercube was more efficient in representing 

the distribution of soils in the area as compared to the soil field observations extracted 

from legacy soil surveys. The balancing process proved to be effective to increase the 

accuracy of maps generated from a database with imbalanced classes. 

Keywords: machine learning for digital mapping of soil classes, digital mapping with 

imbalanced classes, soil classes mapping validation in the field; legacy soil data 
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1 INTRODUÇÃO 

 

 

Entre as décadas de 1970 e 1980 foi realizado, no Brasil, o levantamento 

pedológico exploratório do Projeto Radambrasil, responsável por mapear 100% do 

território nacional em escala 1:1.000.000. Embora seja considerado um trabalho de 

grande relevância, a escala adotada por esses documentos limitava sua utilização a fins 

exploratórios. Esses documentos não são indicados para planejamento geral de programas 

de conservação e manejo do solo com finalidades agrícolas, pastoris ou outras atividades 

relacionadas ao uso e à ocupação do solo como, por exemplo, seleção de áreas para 

implementação de núcleo de colonização e seleção de áreas experimentais. Para tais 

finalidades, é recomendado a adoção de mapas de reconhecimento de alta intensidade ou 

mais detalhados (IBGE, 2015). 

No estado de São Paulo, os levantamentos de solos em nível semidetalhado 

iniciaram-se na década de 1970 e duraram até o ano 2000. Durante esse período, foram 

mapeadas um total de 14 quadrículas em escala de 1:100.000, abrangendo cerca de 15% 

da área do estado (Oliveira et al., 1977; Coelho et al., 2000) o que implica em considerável 

carência por esse tipo de documento no território paulista. 

A interrupção dos levantamentos está associada a uma série de fatores, como 

elevado investimento financeiro e de tempo, além da necessidade de equipes treinadas 

por pedólogos experientes. Se faz necessária a adoção de medidas capazes de contornar 

esse problema, diminuindo assim o déficit de mapas de solos, sobretudo em escalas 

grandes (McBratney et al., 2003; Crivelenti et al., 2009). 

Paralelamente a essa situação, uma série de mapas de solo foram elaborados ao 

longo dos anos por demanda do setor sucroenergético em áreas de lavouras de cana-de-

açúcar com o objetivo de classificar ambientes de produção. São mapas elaborados em 

escalas consideradas grandes (em torno de 1:20.000), apresentando legendas não 

necessariamente alinhadas integralmente ao Sistema Brasileiro de Classificação de Solos. 

Tratam-se de documentos elaborados de forma descontínua em área de interesse 

exclusivamente agrícola, limitando-se quase sempre às atividades vinculadas à produção 

de cana-de-açúcar. 

É necessário a busca por ferramentas e metodologias capazes de possibilitar a 

produção de mapas de solo de forma ágil e com baixo investimento financeiro. Os Mapas 
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Digitais do Solo (MDS) têm se apresentado como ferramenta capaz de impulsionar o 

acréscimo de informações acerca das diversas classes de solo em escalas grandes. 

Avanços alcançados nas geociências, aliados ao aumento da capacidade de 

armazenamento e processamento de computadores, têm contribuído para popularização 

dos MDS (Kämpf e Curi, 2015)  

Os modelos ambientais que, anteriormente, eram feitos mentalmente, de forma 

subjetiva, pautados nos conhecimentos tácitos dos pedólogos, passaram a adotar critérios 

mais quantitativos, ganhando assim evidência o conceito de pedometria (Cancian et al., 

2018). 

Uma série de abordagens têm sido empregadas ao longo dos anos na elaboração 

de MDS, dentre elas, a mineração de dados que se apresenta como uma alternativa viável 

na execução sistemática desses mapeamentos. Modelos de predição são obtidos a partir 

da identificação de padrões em bases de dados extensas, formadas por covariáveis 

ambientais relacionadas aos fatores de formação do solo (variáveis preditivas) e 

informação acerca de classes ou atributos de solos (informação que se pretende predizer).  

A escassez de informação acerca de classes e/ou atributos de solos, principalmente 

em nível de reconhecimento, bem como de metodologias eficazes de avaliação do 

resultado dos mapas gerados têm dificultado o reconhecimento dessa abordagem por 

parte dos usuários de mapas de solo e, ao mesmo tempo, incentivado pesquisas na busca 

de fontes alternativas de informação de solos passíveis de serem utilizadas na etapa de 

treinamento de máquina, assim como por  metodologias robustas capazes de indicar o 

nível de precisão dos documentos gerados. 

Em função da situação acima descrita, o presente trabalho foi dedicado à análise 

das seguintes hipóteses: 

1. Mapas pedológicos detalhados quando analisados por técnicas de aprendizado 

de máquina produzem mapas em nível de reconhecimento de alta intensidade. 

2. Mapas pedológicos produzidos em áreas descontínuas podem ser utilizados 

para produção de mapas contínuos. 

3. o balanceamento da base de dados heterogênea resulta em modelos 

matemáticos de predição de classes de solo mais fiéis à realidade de campo. 
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Nesse sentido, o objetivo central deste trabalho consiste em produzir mapas de 

solos em nível de reconhecimento de alta intensidade na área da bacia do Rio Jaú (Rio 

Jaú, Ribeirão Ave Maria, Ribeirão do Sapé e afluentes direto do Rio Tietê), a partir de 

mineração de dados, utilizando-se como dados de treinamento mapas pedológicos 

produzidos em forma descontínua em escala de detalhe em áreas de lavoura de cana-de-

açúcar a partir dos seguintes objetivos específicos; 

1. Gerar modelos matemáticos para predição de classes de solos por meio de 

aprendizado de máquinas utilizando mapas detalhados e covariáveis 

ambientais. 

2. Avaliar a capacidade do balanceamento em aumentar acurácia de mapas 

digitais de solo. 

3. Confeccionar mapas das classes de solo preditas. 

4. Avaliar a acurácia de mapas digitais de solo por meio de validação de campo.  

 

 

2 REVISÃO BIBLIOGRÁFICA 

 

 

2.1 Mapas Digitais de Solo a partir de Aprendizado de Máquina  

 

 

O Mapeamento Digital de Solo (MDS) surgiu como uma alternativa para 

possibilitar o aumento da execução e disponibilização de mapas de solos (Höfig et al., 

2014). De acordo com Dalmolin e Ten Caten (2015), a utilização de MDS permite que 

informações espaciais acerca da classes e atributos de solos possam ser produzidas de 

forma mais dinâmica quando comparadas aos métodos convencionais. 

McBratney e colaboradores propuseram em 2003 um modelo de predição de 

classes de solo conhecido como modelo “scorpan”. O modelo é baseado na equação de 

“fatores de formação do solo” de (Jenny, 1941), mas oferece um novo paradigma para o 

estudo de gênese e distribuição do solo. Nessa nova visão, as diferentes classes de solo 

passam a ser vistas como resultantes também do solo, bem como da sua localização 

espacial, conforme pode ser observado na equação I. 

Sc = (s,c,o,r,p,a,n) + e (I) 
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Na equação acima, “Sc” representa as classes de solo (ou atributos) a ser predita, 

“s” representa o solo, “c” o clima, “o” os organismos vivos, “r” o relevo, “p” o material 

parental, ‘a” o tempo de exposição, “n” representa a localização geográfica e “e”, 

corresponde a erros espacialmente relacionados.  

A equação Scorpan é considerada diferente da equação proposta por Jenny não 

apenas por abordar a espacialidade. Deve-se ter em mente que, enquanto a equação de 

Jenny foi criada para gerar conhecimento acerca da formação do solo, a equação scorpan 

se apresenta como um pragmático modelo empírico, capaz de ser utilizado na predição 

de classes e atributos de solos  (Ma et al., 2019) 

As covariáveis solo – ambientais identificadas por Jenny (1941) possibilitaram 

estabelecer as relações entre solo e ambiente, onde propriedades ambientais facilmente 

mensuradas passam a ser utilizadas para predição de propriedades de solos (Heung et al., 

2017). 

O modelo que anteriormente era baseado no conhecimento tácito do pedólogo, 

passa, então, a ser amparado na pedometria sendo esta definida como o desenvolvimento 

de modelos numéricos capazes de descrever a variação do solo (McBratney et al., 2000; 

Scull et al., 2003). 

A utilização de regressão logística para a predição de ocorrência de classes de solo 

a partir da identificação de relações entre estas e os atributos do terreno se mostrou eficaz 

(Giasson et al., 2006), podendo ser considerado um dos marcos iniciais do MDS no Brasil 

(Cancian et al., 2018). Cabe destacar também que o aumento da disponibilidade de dados 

espacializados, aliado ao aumento da capacidade de armazenamento e processamento dos 

computadores, tem impulsionado a popularização dos mapas digitais ao redor do mundo 

desde a década de 1960 (McBratney et al., 2000; Cancian et al., 2018). 

Ao longo de sua evolução, o MDS foi absorvendo uma série de técnicas e 

conhecimentos, merecendo destaque o aprendizado de máquina em base de dados 

extensas (Bui, 2004; Crivelenti et al., 2009).  

O aprendizado de máquina não é uma metodologia desenvolvida exclusivamente 

para ciências naturais, de modo que seu uso nesse ramo da ciência pode ser considerado 

recente (McBratney et al., 2000; Kumar e Kannathasan, 2011). Trata-se de uma parte de 

um processo maior denominado Knowledge Discovery in Databases (KDD) que busca 
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identificar padrões não triviais em base de dados por meio de utilização de algoritmo de 

aprendizado (Figura 1).  

A utilização desses algoritmos tem se mostrado como técnica viável em MDS e, 

desde 2014 sua aplicação tem superado a Krigagem em atividades de predição ambiental 

(McBratney et al., 2003; Veronesi e Schillaci, 2019). 

 

Figura 1 – Etapas do processo de máquinas (KDD). 

Fonte: Fayyad et al., 1996 

Em MDS, as relações solo-paisagem estabelecidas em uma determinada área de 

referência poderão ser extrapoladas para áreas com características fisiograficamente 

semelhantes (Ma et al., 2019). O conceito de área de referência (em MDS) é baseado na 

ideia da possibilidade de delimitação de porções naturais de área que contenha um finito 

número de classes de solos (atributos) possibilitando reconhecer um padrão 

repetidamente distribuído no interior da mesma. Sua dimensão é de fundamental 

importância, de modo que a mesma deva ser capaz de representar relação solo-paisagem 

referente à extensão territorial que se pretenda mapear (Ten Caten et al., 2011). 

Aprendizado de máquinas realizado em áreas de grandes extensões, quando 

caracterizadas por alta diversidade de solos, tende a resultar em modelos com baixa 

capacidade preditiva. A solução para esta questão está no equilíbrio entre a experiência 

do pedólogo e o conhecimento do analista (minerador) de dados durante a etapa de 

escolha, processamento dos dados e analise dos resultados obtidos (Heung et al., 2016; 

Cancian et al., 2018; Ma et al., 2019).  



16 

 

Embora não se trate ainda de abordagem consagrada, o MDS tem obtido uma série 

de resultados relevantes. De acordo com Ma et al (2019) diversos trabalhos vêm sendo 

realizados, ao longo dos anos, buscando comparar o mapeamento digital com aqueles 

realizados por método convencional quanto a sua precisão (Lorenzetti et al., 2015), custo 

e eficácia (Kempen et al., 2012; Zeraatpisheh et al., 2017), nível de detalhamento e 

coerência espacial (Roecker et al., 2010; Bazaglia Filho et al., 2013). Os resultados 

mostraram que o MDS foi superior em quase todos os quesitos comparados. A exceção 

se deu na avaliação da coerência espacial, onde as duas abordagens (convencional e 

automatizada) apresentaram resultados semelhantes.  

É necessário apontar algumas questões relevantes acerca dos mapas digitais no 

que diz respeito a sua capacidade de predição. Meier et al (2018) avaliando a eficácia de 

oito algoritmos de aprendizado constataram que o valor de acurácia foi menor em locais 

que apresentavam relevos acidentados quando comparado a áreas de planícies 

hidromórficas.  

A quantidade de classes de solos presentes em uma área está diretamente 

relacionada à heterogeneidade e complexidade dos fatores pedogenéticos atuantes na 

mesma. Em áreas demasiadamente heterogêneas, o algoritmo de aprendizado tende a 

encontrar dificuldade em estabelecer modelos de predição capazes  de obter elevados 

índices de acerto (Ma et al., 2019). 

A escolha do algoritmo empregado em classificação supervisionada depende de 

uma série de fatores como características da área, bem como da base de dados disponível. 

Dentre as abordagens de mineração de dados merecem destaque as do tipo Multi-Layer 

Perceptron que utilizam as Redes Neurais Artificiais como algoritmos de aprendizado 

(Chagas et al., 2017), Máquina de Vetor de Suporte, operacionada pelo algoritmo 

LibSVM, as árvores de decisão e seu algoritmo de aprendizado J48 (C4.5) (Quinlan, 

1992) e as abordagens do tipo comitê (Ensemble Methods for Prediction), sustentadas 

pelas Random Forest (Breiman, 2001). 
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2.2 Diferentes abordagens de aprendizado de máquina 

 

 

As abordagens de classificação do tipo árvores têm ganhado destaque em 

atividade de mapeamento de solos. Os algoritmos J48 (árvore de decisão) e o Random 

Forest (abordagem do tipo comitê) são amplamente utilizados nesse tipo de atividade. A 

árvore de decisão é vista como uma abordagem capaz de gerar regras de predição com 

significativa precisão. Embora tenha sido usada em tarefas de predição de vegetação 

desde início da década de 1990, seu emprego em predição de classe /atributo de solo é 

considerado recente (Schmidt et al., 2008; Weckmüller e Vicens, 2011;Moura-Bueno, 

2019).  

O processo é baseado em particionamento sucessivo de dados, buscando obter 

subconjuntos cada vez mais homogêneos. As regras de subdivisões são realizadas com 

base em regras de estatística da informação capazes de definir a eficiência do 

particionamento em diminuir a impureza dentro do conjunto de dados. Esse processo é 

baseado no valor explicativo de uma determinada variável, obtido por meio de 

comparação do valor de pureza após o particionamento. Trata-se de um processo 

interativo que ocorre do nó raiz até os nós terminais. Uma vez formada, a árvore pode ser 

decodificada e o conjunto das regras usadas no particionamento, responsáveis por gerar 

o modelo, poderá ser utilizado para predição (Scull et al., 2003). 

Embora seja uma abordagem recente em MDS, a adoção de árvores tem se 

mostrado bastante promissora e apresenta uma série de vantagens quando comparadas às 

técnicas estatísticas padrões, como, por exemplo, a capacidade em capturar padrões não 

lineares e possibilitar a interação entre pedólogos e especialistas em modelagem, uma vez 

que o formato de saída das regras (caixa branca) permite esse tipo de interação (Chagas 

et al., 2017). 

O J48 é um dos algoritmos mais comuns a ser utilizado na indução de árvores de 

decisão. Trata-se do algoritmo C4.5 criado por Ross Quinlan na década de 90 adaptado à 

linguagem Java. Uma série de fatores estão associados à popularização deste algoritmo, 

dentre eles, sua capacidade em lidar com diferentes tipos de dados, podendo estes se 

apresentarem de forma qualitativa, discreta ou contínua (Araujo Vieira et al., 2018). 
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O algoritmo permite trabalhar com base de dados que apresentem ruídos, 

incertezas ou mesmo dados faltantes e, ainda assim, apresentar resultados robustos, 

utilizando-se de um baixo investimento computacional (Bagatini et al., 2016). 

Ao longo dos últimos anos uma série de trabalhos voltados ao estudo do solo tem 

sido realizado por meio da utilização da árvores de decisão, como, por exemplo, a 

utilização da árvore de decisão para MDS em região subtropicais em montanhas 

basálticas (Giasson et al., 2011) e para o estabelecimento da inferência da relação solo-

paisagem em mapeamento digital de solo na área de folha de Dois Córregos, estado de 

São Paulo (Crivelenti et al., 2009). O algoritmo foi utilizado também para predição de 

classes de solo a partir da extrapolação de modelo treinado em área de referência (Wolski 

et al., 2017). 

Como o próprio nome sugere, o Random Forest corresponde a um conjunto de 

árvores de decisão construídas a partir de amostras bootstrap. Esse tipo de abordagem 

apresenta vantagens semelhantes às descritas para árvores de decisão, sendo o resultado 

representado pelo valor mais recorrente (Breiman, 2001; Heung et al., 2016).  

Apesar do modelo ser baseado em árvores, sua construção apresenta algumas 

diferenças quando comparado às árvores de decisão. Esse algoritmo é resultado da 

combinação de diversos classificadores desenvolvidos especialmente para árvores de 

decisão, organizados (em árvores) de acordo com a função {h(XƟk), k =1...}, onde Qk 

corresponde a vetores independentes e distribuídos de forma similar (Breiman, 2001).   

A escolha do primeiro nó da árvore é feita de forma aleatória e calculada entre 

duas ou mais variáveis do conjunto de dados que apresenta maior ganho de informação. 

A escolha do segundo nó ocorre de forma semelhante a do primeiro, atentando-se para o 

fato de que variáveis selecionadas durante a escolha do primeiro nó não serão utilizadas 

na segunda etapa de construção da árvore. O processo se repetirá até o último nó 

(Breiman, 2001; Witten et al., 2011; Pavlov, 2019). 

Apesar da possibilidade da escolha de variável pouco informativa como sendo o 

nó principal, a robustez do modelo não é afetada, uma vez que inúmeras árvores são 

criadas simultaneamente (Breiman, 2001; Gómez, 2012; Heung et al., 2016; Veronesi e 

Schillaci, 2019).  
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A Random Forest (RF) que a princípio era adotada em análises de dados voltadas 

principalmente à bioinformática, tem sido empregada com frequência em MDS, trazendo 

uma série de vantagem para a atividade. Nas últimas duas décadas, o uso de técnicas de 

mineração de dados em mapeamento digital de solo tem sido crescente e, quando 

observado os últimos dez anos, a utilização de RF merece destaque (Heung et al., 2016; 

Dharumarajan et al., 2017; Khaledian  e Miller, 2020). 

Quando comparados os principais algoritmos de aprendizado, observa-se que a 

Máquina de Vetor Suporte (VSM) é comumente utilizada em mapeamento de uso e 

cobertura da terra a partir de dados de sensoriamento remoto, bem como para predição de 

atributos químicos e físicos do solo. As Redes Neurais Artificiais têm apresentado 

importantes resultados na predição de variáveis de variação continua do solo, como, por 

exemplo, textura e taxa de erosão. No entanto, quando se trata de predição de classes de 

solo, as abordagens do tipo árvores tem apresentado os modelos de predição mais 

robustos (Heung et al., 2016). 

O Random Forest possui uma série de vantagens como, por exemplo, a não 

necessidade de podas. Não são tão sensíveis a overfitting como o que ocorre com as 

árvores de decisão (J48). Embora o algoritmo J48 seja muito eficaz em identificar a 

relação solo-paisagem, o Random Forest apresenta maior poder de predição. Esse fato 

pode ser explicado pela utilização de conjunto de árvores independentes, onde cada árvore 

foi treinada por um conjunto “bootsrapped”, cuja escolha das variáveis preditoras, como 

visto, é realizada de forma aleatorizada (Breiman, 2001). 

 

 

2.3 Seleção e adequação da base de dados   

 

 

2.3.1 Seleção das covariáveis ambientais preditivas  

 

 

Independente de qual abordagem de mineração de dados escolhida, a etapa de 

seleção dos elementos que irão compor a base de dados é de suma importância. A eficácia 

do modelo de predição está atrelada a uma série de fatores que vão desde a escolha dos 

componentes da base de dados de treinamento, características apresentadas por esses 

dados e capacidade computacional disponível. Em determinadas situações, a seleção das 
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variáveis pode se mostrar mais relevante para a robustez do modelo que o algoritmo de 

aprendizado escolhido (McKenzie & Ryan, 1999 ; Ma et al., 2019). 

Essa etapa busca otimizar a matriz de dados, de modo a selecionar covariáveis 

ambientais que efetivamente contribuam com ganho de informação do modelo de 

predição, descartando assim dados irrelevantes, implicando em redução da base de dados 

e, consequentemente, em menor investimento computacional (Neves, 2003).  

A escolha das informações que irão compor a base de dados pode ser realizada de 

forma automatizada ou por meio da experiência do pedólogo (Mackenzie e Ryan, 1999; 

Ma et al., 2019). A seleção das variáveis realizadas baseadas no conhecimento dos 

pedólogos tem resultado em menor capacidade de predição quando comparada com 

aquelas feitas de forma automatizadas, pois ao se deparar com uma base de dados 

ambientais de grande dimensão, as relações pedogenéticas existentes costumam não ser 

completamente entendida pelos pedólogos ou ainda, interpretadas de forma equivocada, 

o que resultará em uma seleção pouco eficiente (Ma et al., 2019). 

Não existe um consenso acerca de quais covariáveis ambientais devam integrar a 

base de dados durante a etapa de treinamento em um processo de aprendizado de máquina. 

Ao longo dos anos, uma série de dados ambientais têm sido utilizados como covariável 

de predição em MDS. Comumente, são utilizadas informações ambientais diretamente 

associadas ao terreno, como dados geológicos, geomorfológicos e geomorfométricos 

(Wolski et al., 2017; Moura-Bueno et al., 2019), além de informações acerca de classes 

ou atributos de solos. 

Brungard e colaboradores (2015) utilizaram 113 covariáveis derivadas de modelo 

digital de elevação, como declividade, curvatura em perfil, plano de curvatura, índice de 

umidade topográfica, além de covariáveis derivadas de imagens de satélites para geração 

de modelo matemático de predição de classes de solo. Ao realizar mapeamento digital de 

solo em área de bacia hidrográfica referente aos rios Santo Cristo e Arroio Portão no 

estado do Rio Grande do Sul, Bagatini e colaboradores (2016) utilizaram um total de 6 

variáveis geomorfométricas para identificar o padrão entre solo e variáveis do terreno. 

Não existe um consenso acerca da quantidade ideal, bem como de quais 

covariáveis ambientais devam compor a base de treinamento durante o processo de 

aprendizado de máquina. As covariáveis ambientais apresentam diferentes graus de 

influência no processo da pedogênese. De acordo com (Odeh et al (1991), a declividade 
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e a curvatura (plano e perfil) explicam, em grande parte, os casos de variabilidade de 

solos. A declividade é considerada como sendo umas das principais covariáveis 

geomorfométricas primárias a controlar os processos pedogenéticos, por influenciar 

sobretudo as taxas de agradação e degradação, dada sua capacidade de interferir 

diretamente na velocidade do fluxo superficial e subsuperficial, impactando, dentre outros 

atributos, o teor de água no solo (Sirtoli et al., 2008). 

Em mapeamento digital para predição de classes de solos realizado em paisagem 

complexa no sul do Brasil, a covariável Índice de Umidade Topográfico (TWI) 

apresentou resultado nulo, no que diz respeito a sua capacidade de impor ganho de 

informação ao modelo (Moura-Bueno et al., 2019). No entanto, em MDS em área 

montanhosa do estado de Minas Gerais, usando um conjunto de 73 covariáveis 

relacionadas aos fatores pedogenéticos, o TWI foi selecionado entre as 10 covariáveis 

ambientais com maior capacidade de agregar informações ao modelo, sendo a quarta mais 

importante dentre as covariáveis geomorfométrica (Meier et al., 2018).  

Isso significa dizer que uma determinada variável pode assumir diferentes níveis 

de importância durante o processo da pedogênese a depender das características da área 

de estudo. Desse modo, as covariáveis (preditivas) que compõem uma determinada base 

de dados, devem ser submetidas ao processo de avaliação de sua capacidade de agregar 

informações ao modelo de predição. 

Essa avaliação pode ser realizada a partir do valor de entropia, indicando, assim, 

o nível de pureza dos dados. Menores valores de entropia estão associados a maiores 

ganhos de informações do modelo de predição (Crivelenti et al., 2009; Dias et al., 2016). 

Assegurar que todas as covariáveis utilizadas na base de dados contribuam com ganho de 

informação garante a não utilização de dados irrelevantes e, consequentemente, menor 

investimento computacional durante o processo de aprendizado de máquina.  

 

 

2.3.2 Mapas pedológicos e a etapa aprendizado de máquinas 

 

 

Diferentes tipos de informação sobre o solo (constituição, localização etc.) 

possibilitam estabelecer padrões entre esse recurso e as covariáveis ambientais a partir do 

aprendizado de máquina, o que possibilita a geração do modelo matemático de predição. 
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Tais informações podem ser obtidas, principalmente, de levantamento convencional de 

campo realizado em área de referência (Wolski et al., 2017; Meier et al., 2018) ou ainda, 

a partir de dados legados existente para a referida área.  

Como de conhecimento, os levantamentos convencionais demandam alto 

investimento financeiro e de tempo, além da necessidade de pedólogos experientes para 

sua execução o que em muitas situações, faz com que a execução desse tipo de atividade 

se torne inviável (McBratney et al., 2003; Chagas et al., 2010).  

Os dados legados, definidos como sendo o conjunto de informações apresentadas 

em forma de mapas e/ou relatórios elaborados em etapa anterior por método 

convencional, se apresentam como fonte de dados alternativa em MDS (Omuto et al., 

2013). Há uma tendência mundial de utilização desse tipo de informação como elemento 

de entrada para suprimento da demanda por dados de solo em atividade de MDS 

sobretudo, em escala global ou regional (Cancian et al., 2018).  

Esse tipo de documento costuma fornecer informações valiosas dos solos no que 

se refere, sobretudo, às classes e propriedades. De modo geral, quando se trata de escalas 

consideradas grandes, tais informações comumente se apresentam de forma agrupada em 

áreas de interesse específicos (Wadoux et al., 2020). A popularização de aprendizado de 

máquina em atividade de MDS está diretamente associada à disponibilidade de mapas 

legados (Zhang et al., 2017).  

O estado de São Paulo apresenta carência por mapas de solo e, quando se trata de 

documentos elaborados em escala de 1:100.000 ou maior, o problema torna-se ainda mais 

evidente, sendo que apenas 15% do seu território apresenta esse tipo de informação em 

escala de 1:100.000, resultado de um total de 14 quadrículas mapeadas no estado entre 

1970 e o ano 2000 (Figura 2). 
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Figura 2 – Estado de são Paulo com destaque em cinza para as unidades de 

gerenciamento de recursos hídricos e, em vermelho, as quadrículas com levantamentos 

pedológicos publicados em escala de 1:100000. 

Essa cobertura não é suficiente para atender a demanda existente por esse tipo de 

informação. Paralelamente, uma série de mapas de solos vêm sendo produzidos em áreas 

de lavoura de cana-de-açúcar, com objetivo de classificar ambientes de produção em 

função da expansão desta cultura em território paulista (Koga-Vicente et al., 2013). 

A alta demanda sobre os produtos do setor sucroenergético fez com que o sistema 

de produção de cana-de-açúcar passasse por aprimoramentos, surgindo, então, o conceito 

de ambiente de produção. Antes da década de 1990, período em que a pressão mundial 

por fontes alternativas de energia renováveis era crescente, os pesquisadores já buscavam 

classificar o solo em diferentes ambientes, de modo a associar tal recurso com a 

produtividade da cana. Ainda nessa década, é apresentado o conceito de ambiente de 

produção, estabelecendo relação entre o conhecimento em pedologia com a produtividade 

da referida cultura. Esse conceito é baseado nas características químicas dos solos, bem 

como nas diferentes texturas apresentadas (Ripoli; et al., 2006; Prado et al., 2008; 

Garofalo et al., 2020). 
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Em 1997 a Copersucar definiu ambiente de produção para cana-de-açúcar 

baseado, exclusivamente, nas condições químicas dos solos. O conceito foi sendo alterado 

ao longo dos anos, no entanto, o fator pedológico sempre assumiu relevância 

significativa. De acordo com Prado et al. (2008), são considerados elementos do ambiente 

de produção para cana-de-açúcar a profundidade, a textura, os níveis de matéria orgânica, 

a capacidade de troca catiônica e a disponibilidade hídrica do solo. Esse conceito fez com 

que as informações acerca dos solos fossem consideradas como elementos indispensáveis 

para o setor sucroenergético, impondo significativa importância aos mapas de solos em 

escala grande (Calvalcante e Prado, 2010). 

A expansão do setor sucroenergético em território paulista, sobretudo na região 

oeste onde se concentra mais de 50% da produção de cana, fez com que as usinas locais 

investissem na classificação de ambiente de produção e, consequentemente, na produção 

de mapas pedológicos em escala de detalhe, próximo a 1:20 000 (Lourenzani e Caldas, 

2014). A disponibilidade desse tipo de documento alerta para a possibilidade de sua 

utilização como informação de entrada em atividades de MDS. 

Embora a utilização dos mapas legados durante a etapa de treinamento para 

obtenção do modelo matemático de predição de classes / atributos de solo apresente uma 

série de vantagens, há de se levar em consideração alguns pontos acerca dos referidos 

documentos.  

A escala, bem como a variabilidade de pureza dentro das unidades individuais 

desses mapas se apresentam como um problema a ser considerado. Quanto menor a escala 

do mapa legado utilizado como base de dados durante um mapeamento (digital ou 

convencional), menor a diversidade de classe de solo no mapa gerado (Heung et al., 

2017). 

Durante realização de mapeamento, tanto pelo método convencional ou 

automatizado, é comum a utilização de documentos em diferentes escalas. Com objetivo 

de empregar maior nível de detalhe ao mapa de solo elaborado em escala 1:500 000 para 

o estado de São Paulo, foi produzido para o estado um mapa pedológico em escala 1:250 

000 a partir da utilização do levantamento pedológico das quadrículas de Campinas, 

Descalvado, Brotas, Ribeirão Preto, Piracicaba, Guaíra, Assis, Mogi – Mirim, Maracaí e 

Marília, todas elaboradas na escala 1:100 000, do mapa de solo da região do Vale do 
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Ribeiro de Iguape, elaborado na escala de 1:250 000, além de outros documentos 

cartográficos relacionados principalmente ao relevo (Rossi, 2017).  

O trabalho acima citado mostra a capacidade de utilização de dados legados para 

o ganho de informação de solos em uma determinada área. No entanto, há de chamar 

atenção para a capacidade que o mapeamento digital de solo possui no que se refere a 

otimização dessa atividade, haja vista sua capacidade de extrapolar de forma 

automatizada o conhecimento adquirido para áreas fisiograficamente semelhantes (Ten 

Caten et al., 2011; Bagatini et al., 2016). 

O documento obtido a partir de uma base de dados composta por informações em 

diversos níveis de detalhe demandará a realização de generalização cartográfica em 

função da redução de escala do produto gerado quando comparada àquelas apresentadas 

pelos documentos utilizados durante sua elaboração. A generalização cartográfica pode 

ser definida como conjunto de técnicas cuja finalidade é a adaptação das características 

das feições presentes no mapa e suas relações para a escala adotada (Santana et al., 2017). 

Dentre as técnicas utilizadas durante o processo de generalização, merecem 

destaque a classificação, a agregação e a eliminação. Entende-se por classificação a 

organização de elementos semelhantes em uma classe mais generalizadas. Já a agregação 

busca agrupar diferentes áreas mapeadas transformando-as em um único objeto. Por fim, 

a eliminação ocorre a partir da exclusão de objetos com dimensões inferiores àquelas 

mínimas estipuladas, como, por exemplo, o valor de área mínima mapeável (Borborema 

e Martinelli, 2012; Freiman e Santos, 2022 ). 

O processo de generalização cartográfica se confunde com a própria história da 

cartografia. Originalmente, esse processo era baseado no contexto analógico, tendo como 

um dos mais antigos documentos cartográficos o mapa da região de Nuzi, elaborado em 

argila, sendo uma peça caracterizada pelo alto nível de emprego de abstração e 

generalização (Sester, 2020). 

A partir do advento da cartografia digital, impulsionada pela popularização de 

computadores e aumento da sua capacidade de armazenamento e processamento, o 

emprego de algoritmos tem sido cada vez mais comum durante a generalização. A 

princípio, as operações de generalização como, por exemplo, classificação, agregação e 

eliminação eram realizadas a partir de operadores individuais. Entretanto, ao longo das 

últimas décadas, a evolução alcançada na área de geociências, sobretudo nas ferramentas 
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de geoprocessamento, tem possibilitado a execução de múltiplos operadores por meio da 

utilização de comandos simples (Sester, 2020; Freiman e Santos, 2022).  

Além da questão da escala, as legendas dos mapas de solo legados merecem 

destaque uma vez que, em função da finalidade, esses documentos nem sempre se 

apresentam integralmente alinhados ao SiBCS. Deve-se atentar, ainda, para a importância 

da homogeneidade desse documentos, pelo fato do algoritmo demandar um número 

comparável de classes de solo durante o processo de aprendizado de máquina, o que nem 

sempre é possível, em função do objetivo para o qual esses documentos foram produzidos 

(Wadoux et al., 2020). 

 

 

2.4 Tratamento das informações e organização da matriz de dados  

 

 

Identificado o problema, escolhida qual abordagem de aprendizado será utilizada 

e selecionadas as covariáveis ambientais, a etapa seguinte constitui na adequação da base 

de dados. Essa etapa é considerada como sendo de grande importância, e dela depende o 

sucesso do modelo matemático de predição de classe de solo gerado. Cerca de 80% do 

tempo total do processo de aprendizado de máquina podem ser gastos durante a etapa de 

pré-processamento dos dados (Barros et al., 2011). 

Por se tratar de dados oriundos de diversas fontes, os mesmos devem ser 

integralizados em um arquivo único chamado de matriz de dados (Costa et al., 2012; 

Amo, 2004;). Em função da origem e falta de padronização com que as informações 

existentes na matriz foram coletadas e armazenadas, se faz necessário que as mesmas 

sejam padronizadas. A etapa de padronização envolve uma série de procedimentos que 

vão desde a limpeza, discretização, transformação e balanceamento desses dados (Camilo 

e Silva, 2009;Vianna et al., 2010).  

A etapa de limpeza visa a eliminação de problemas relacionados a ruídos e dados 

inconsistentes. A inconsistência pode se apresentar em forma de registros incompletos, 

dados faltantes para determinadas instâncias ou, ainda, de informações digitadas de forma 

equivocada (quando se trata de arquivo de texto) (Amo, 2004). 

Esta etapa não se restringe à exclusão de dados, podendo abranger uma série de 

técnicas que vão desde atribuição de valores padrões, utilização de técnicas de 

agrupamento o que possibilitará a descoberta de novos valores e, quando possível, a 
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eliminação de ruído pode ser feita por meio de correção dos valores incoerentes (Camilo 

e Silva, 2009).  

As transformações visam, quase sempre, adequar os dados ao algoritmo de 

aprendizado escolhido, uma vez que alguns desse algoritmos conseguem operar apenas 

com valores numéricos, enquanto para outros o processo de aprendizado é baseado em 

valores categóricos. Há ainda algoritmos capazes de trabalhar com ambos os tipos de 

dados, nesse caso, a realização de uma categorização seria importante para melhorar a 

interpretação das informações contidas na matriz (Amo, 2004; Camilo e Silva, 2009). 

Diversas técnicas podem ser empregadas para transformação dos dados e a 

escolha entre elas dependerá, principalmente, do objetivo a ser alcançado. Dentre as 

técnicas de transformação, merecem destaque a suavização, agrupamento, generalização, 

normalização e, até mesmo, criação de novo atributo (Amo,; Camilo e Silva, 2009). 

Ainda em relação ao tratamento da base de dados, o balanceamento de classes 

pode ser considerado como um ponto relevante dentro do processo de aprendizado de 

máquina, uma vez que o algoritmo de aprendizado tende a ignorar classes menos 

representativas, o que implica em sobreajuste do modelo matemático de predição (Dias 

et al., 2016; Biswas e Zhang, 2018).  

Quando se trata de MDS, é comum a ocorrência de base de dados não equilibrada 

para a informação (classes ou atributos do solo) para a área que se pretende mapear. 

técnicas de balanceamento de classes podem ser empregadas para contornar tal situação 

(Wadoux et al., 2020).  

O algoritmo SMOTE (Synthetic Minority Oversampling Technique) ajusta a base 

de dados por meio da introdução sistemática de instâncias contendo a classe minoritária 

utilizando a abordagem do vizinho mais próximo K-nn.(Witten et al., 2011). 

O equilíbrio da base de dados pode, também, ser realizado a partir da 

subamostragem da base de dados com ou sem adoção de substituição. É comum a 

utilização de valores de peso compreendido entre 0 e 1, durante a realização desse 

processo, sendo que valor de peso igual a zero indica base de dados original (não 

balanceada), enquanto que o valor de peso igual a 1 implica em base de dados homogênea 

para a variável que se pretende predizer, como por exemplo, classes ou atributos de solo 

(Crivelenti et al., 2009; Dias et al., 2016).  
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É importante que a etapa de balanceamento não superestime classes de pouca 

representatividade de modo a descaracterizar a paisagem física real, comprometendo a 

acurácia do documento gerado.  

Em mapeamento digital realizado por Crivelenti et al (2009) a base de dados 

utilizada foi submetida ao processo de balanceamento a níveis 0; 0,5 e 1,0. Após validação 

dos documentos produzidos, observou-se aumento do valor de acurácia do mapa 

elaborado a partir da base nível 0,5 de balanceamento, quando comparada aos demais 

mapas produzidos. Em atividade de mapeamento digital de solo por mineração de dados 

em área de bacia sedimentar, Dias et al. (2016), ao compararem o efeito do balanceamento 

de classes de solo utilizando-se valor de pesos igual a 0, 0,5 e 1,0 observaram  melhores 

resultados para o mapa gerado a partir de base de dados homogênea (valor de peso igual 

a 1,0). 

Durante realização de MDS, no estado de São Paulo, por Valadares (2017) a base 

de dados foi submetida aos níveis de balanceamento 0; 0,5 e 1,0. Após a validação dos 

documentos gerados, observou-se que o processo de balanceamento não implicou em 

aumento de acurácia.  

Embora a questão do desequilíbrio de classes seja considerada como uma etapa 

relevante em atividade de aprendizado de máquina, a discussão acerca da eficácia dessa 

técnica em MDS carece de estudos aprofundados (Heung et al., 2016). 

 

 

 2.5 Classificação supervisionada e validação do modelo matemático de predição de 

classes de solo  

 

 

Selecionadas as variáveis e realizada a adequação das base de dados, o algoritmo 

de aprendizado a ser empregado é escolhido em função dos dados disponíveis e, 

principalmente, em função do problema que se deseja abordar, como por exemplo, se o 

objetivo é realizar um agrupamento, uma classificação ou uma associação (Witten et al., 

2011). 

Durante a etapa do aprendizado de máquina, a matriz de dados é dividida em dois 

subconjuntos, sendo um deles denominado de conjunto de treinamento, dedicado ao 



29 

 

aprendizado de máquina, enquanto o segundo conjunto (denominado conjunto de teste) é 

utilizado na avaliação do modelo gerado (McBratney et al., 2003; Gómez, 2012). 

A eficácia de um modelo predição de classe de solo está associada a uma série de 

fatores, dentre eles, quantidade de classes taxonômicas e a frequência de distribuição 

dessas classes. Por exemplo, a existência de muitas classes e poucas observações 

implicará em modelo de baixo desempenho (Ma et al., 2019). 

Técnicas de validação cruzada têm sido comumente empregadas na validação dos 

modelos de predição obtidos a partir de diferentes abordagens, de modo a possibilitar a 

identificação e escolha daquele com potencial de predição mais elevado (Gómez, 2012; 

Cunha, 2019). Dentre as referidas técnicas cabe destacar a hold out e K-Fold. A hold out, 

também chamada de validação simples, consiste em separar a base de dados em dois 

subconjuntos, sendo um dedicado, exclusivamente, à etapa de treinamento enquanto o 

outro, chamado de conjunto de teste é usado para validar a capacidade de predição do 

modelo criado na etapa anterior (Devroye & Wagner, 1979). Essa técnica de validação 

apresenta como ponto negativo o fato de apenas uma parte da matriz de dados ser 

efetivamente utilizada na obtenção do modelo. A depender da dimensão da matriz, o 

algoritmo pode não ser capaz de identificar de forma eficiente os padrões contidos no 

conjunto de dados (Kohavi, 1995). 

O problema acima descrito pode ser contornado pela utilização do método K-Fold, 

a partir da divisão de uma amostra de tamanho D em K partes (d1, d2,..,dk). A amostra dk 

com k=1,2,3,..k será utilizada para validar o modelo matemático de predição gerado a 

partir do conjunto de dados k-1 restante da base de dados representado por d (k-1) = (d1, 

d2, d3,..,dk-1) (Burman, 1989). Ao término do processo, todas as K amostras terão sido 

utlizadas tanto na etapa de treinamento quanto para etapa de teste. Valores elevados de K 

resultam em uma base de dados dividida em maior número de subconjunto e, 

consequentemente, em um modelo menos tendencioso. Essa condição de K implicará em 

quantidade reduzida de informações disponíveis para treinamento (e também para 

validação), o que poderá comprometer a capacidade do modelo em estabelecer 

corretamente padrões existentes na matriz (Borra & Ciaccio, 2010). Em contrapartida, 

baixo valor de K demandará alto investimento computacional, em função da dimensão da 

base treinamento e validação. É recomendado utilizar valor de K compreendido entre 2,5 

e 10, sendo esse último o mais recorrente (Devroye & Wagner, 1979; Kohavi, 1995). 
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Um modelo, ainda que bem avalidado quando confrontado com a base de teste 

(validação), não necessarimante será capaz de representar de forma fidedigna uma 

determinada paisagem. Dados ambientais estão sujeitos a ruídos que se constituem em 

variações aleatórias, o que pode afetar a precisão dos modelos gerados pelos algoritmos.  

Buscando contornar esse problema, os algoritmos realizam os ajustes de todos os 

pontos mais próximos, isso pode fazer com que pontos problemáticos (ruídos) sejam 

tratados como pontos corretos (sinal real), causando assim um super ajustamento do 

modelo, os chamados overfitting, superestimando sua capacidade de predição (Veronesi 

& Schillaci, 2019). 

A situação descrita acima explica, de certa forma, o fato dos modelos que 

apresentam excelentes índices de acerto em uma base de dados não obterem sucessos 

semelhantes quando confrontados com a verdade de campo. Daí a necessidade de adoção 

de metodologia robusta de validação de MDS. 

 

 

2.6 Validação de Mapeamento Pedológico Digital  

 

 

2.6.1 Amostragem 

 

 

É importante se ter mente que um mapa nada mais é que uma generalização da 

realidade, e que por mais robusto que seja o modelo matemático de predição de classes 

de solo utilizado em sua elaboração, todo processo de predição apresentará erros e a 

confiabilidade do documento produzido está sujeita à validação das informações contidas 

no mesmo. O erro observado em um mapa pode estar relacionado à localização de uma 

determinada informação ou mesmo à veracidade da informação, os chamados erros 

categóricos (Hord & Brooner, 1976; Foody, 2002)  

Ao se comparar dois mapas de solo referentes à mesma área, certamente serão 

notadas uma série de divergências de informações, ainda que os documentos tenham sido 

elaborados em mesma escala. Diversos fatores podem explicar em parte essa situação, 

como, por exemplo, diferentes modelos de interpretação das relação solo-paisagens por 

parte das diferentes equipes envolvidas, sobretudo quando se trata de documentos 
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elaborados em diferente épocas, haja vista os avanços ocorridos nas áreas de pedologia e 

geomorfologia ao longo das décadas (Drohan et al., 2003).  

Para que seja possível atestar a confiabilidade de um mapa, é necessário a 

definição do conceito precisão, exatidão e acurácia. Enquanto precisão se refere à 

harmonia que um conjunto de observações apresenta entre si e está relacionada a erros 

aleatórios, exatidão se refere ao valor estimado (tendência central) de um determinado 

atributo. A acurácia reflete a proximidade do valor medido com o valor real observado 

em campo, ou seja, quão próximo determinado valor se encontra da exatidão. Geralmente 

a acurácia está relacionada a erros sistemáticos e, quanto menor estes, mais exato será o 

mapa produzido (Hord & Brooner, 1976; Antunes & Lingnau, 1997). 

A acurácia de um mapa pode ser requerida sobre três diferentes aspectos 

(interligados): posicional, em relação à área total, ou ainda, acurácia temática (Antunes e 

Lingnau, 1997). Entende-se por acurácia temática a verificação realizada com o objetivo 

de constatar se o mapa gerado pode ser considerado correto no que diz respeito aos rótulos 

apresentados, possibilitando avaliar a robustez do modelo utilizado para predição e, em 

determinadas situações, efetuar alterações no documento, de modo a corrigir os erros 

verificados em campo (Mastella & Vieira, 2018). 

A verificação de robustez de um mapa ocorre por meio da comparação deste com 

dados de referência capazes de representar a verdade de campo. Apesar de ser considerada 

uma etapa fundamental do processo de elaboração de mapas digitais de solo, não há ainda 

uma metodologia consagrada para validação desses documentos (Silva et al., 2013).  

A avaliação dos MDS pode ser realizada por meio da análise de sua capacidade 

de reprodutibilidade ou da sua exatidão. A análise de reprodutibilidade é realizada por 

meio da comparação do MDS com outros mapas pedológicos, ao passo que a análise da 

exatidão resulta da comparação entre o MDS gerado e pontos levantados em campo e é 

realizada a partir da amostragem em área de abrangência do mapa e considerada como 

sendo a forma mais indicada de se avaliar a confiabilidade de um MDS (Coelho et al., 

2021). 

A amostragem dos pontos a serem caracterizados durante o levantamento de 

campo é um tópico que merece atenção durante o processo de validação de MDS. A 

adoção da amostragem aleatória estratificada possui uma série de vantagens como, por 
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exemplo, a facilidade de construção dos delineamentos. Contudo, esse tipo de abordagem 

tende a subamostrar classes minoritárias ( McBratney et al., 2003; Adami et al., 2011). 

O conceito de projeto (esquema) de amostragem adquire importância, sendo o 

tamanho das unidades de amostra uma questão a ser discutida levando-se em 

consideração uma série de quesitos, como, por exemplo, o investimento financeiro e a 

abrangência espacial que se pretende obter (Biswas & Zhang, 2018). 

De acordo com Hay (1979), quando se trata de mapas temáticos, a amostragem da 

área deveria conter o mínimo de 50 unidades para cada classe existente. Em situações em 

que o mapa apresente mais que 12 categorias, o número de unidade de amostragem deve 

ser algo entre 75 a 100. Em 1982, Rosenfield e colaboradores propuseram que a 

quantidade de unidades de amostragem para mapas temáticos fosse obtida por meio da 

equação II. 

𝑛 = 𝑍𝛼
2⁄ √

𝜌0(1−𝜌0)

𝑛+1
2𝑛⁄

 (II) 

Onde 𝑛  corresponde ao tamanho da amostra, 𝑍𝛼
2⁄  corresponde a função da 

distribuição acumulada da distribuição normal referente a área 1 −
𝛼

2
 e 𝜌0, a exatidão 

mínima esperada pelo mapeamento. 

Na ausência de uma padronização de validação de mapas digitais de solo, métricas 

utilizadas para elaboração de mapas convencionais se apresentam com uma alternativa 

viável, capaz de apresentar medidas de confiabilidade dos mapas digitais produzidos. Não 

há um consenso quanto à densidade de observações adotadas, o valor de pontos 

amostrados é estabelecido em função de uma série de fatores como escala do mapa, 

extensão e heterogeneidade da área mapeada (Santos et al., 1995). 

De acordo com Santos e colaboradores (1995), quando se trata de levantamento 

pedológico de reconhecimento, a densidade amostral utilizada deve ter valores 

compreendidos entre 0,04 e 2,00 observações por km2. Em levantamento pedológico de 

alta intensidade (escala variando entre 1:50.000 e 1:100.000), recomenda-se a 

amostragem de um perfil completo, bem como um ponto extra por classe de solos 

identificada (IBGE, 2015). 

As unidades de amostragem podem se constituir em pontos, transeções e áreas. A 

principal dificuldade de utilização de pontos consiste em sua localização precisa em 
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campo. A utilização de área como unidade de amostra se apresenta como uma alternativa 

para essa questão, entretanto não resolve integralmente o problema, uma vez que a 

questão do tamanho ideal da área a ser utilizada se apresenta como um obstáculo a ser 

contornado. A dimensão do píxel utilizado no projeto do mapa e/ou a utilização do valor 

da área mínima mapeável são comumente adotados como a dimensão da área de unidade 

de amostragem (Adami et al., 2011; Brus, 2019).  

Tão importante quanto a escolha correta da unidade de amostragem e sua 

densidade, é estabelecer a localização dos pontos a serem descritos durante o 

levantamento de campo. Tradicionalmente, a localização dessas unidades é feita a partir 

do conhecimento tácito de pedólogos por meio de prospecção de campo amparadas em 

imagens aéreas, buscando correlacionar solo com covariáveis ambientais. Em suma, a 

distribuição espacial dos pontos deve ser adequada à representatividade da área mapeada 

(Carvalho Júnior et al., 2014). 

A escolha dos locais onde deverão ser amostrados os pontos de validação do MDS 

pode ser realizada adotando-se uma série de metodologias como, por exemplo, 

amostragem aleatória, amostragem aleatória estratificada, lógica fuzzy e geoestatística. A 

adoção do Hipercubo Latino Condicionado (cLHS) possibilita a obtenção de pontos de 

amostragem baseada em variáveis ambientais. Trata-se de uma amostragem aleatório-

estratificada condicionada a variáveis ambientais (Carvalho Júnior et al., 2014). 

Não há uma metodologia clássica de amostragem destinada à mapeamento do 

solo, sendo essa etapa limitada quase sempre pela disponibilidade de recurso financeiro 

e/ou humano. A busca por uma estratégia de amostragem eficiente, capaz de otimizar 

esses levantamentos, se faz necessária. 

A realização de amostragem pautada na utilização de covariáveis ambientais se 

apresenta como uma alternativa de viável aplicação em MDS. Nesse sentido, por se 

caracterizar como uma ferramenta robusta, capaz de associar covariáveis contínuas e / ou 

categóricas, o hipercubo latino tem sido adotado durante a etapa de amostragem em 

atividade de mapeamento digital de solo (Adami et al 2011; Carvalho Júnior, 2014). 
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2.6.2 Medidas de precisão de uma classificação 

 

 

A avaliação da acurácia de um mapa predito pode ser obtida a partir de 

coeficientes de concordância extraídos de matriz de confusão, também chamada de matriz 

de erro (Figueiredo & Vieira, 2007). A matriz é formada por um arranjo quadrado de 

linhas e colunas. De modo geral, as linhas apresentam as classes preditas por um 

classificador, enquanto que as colunas apresentam a verdade de campo (Tabela 1). 

Tabela 1 - Exemplo de matriz de confusão 

Classificação 
Dados de referência 

1 2 z Soma linha ni+ 

1 X11 X12 X1z X1+ 

2 X21 X22 X2z X2+ 

Z Xz1 Xz2 Xzz Xz+ 

Soma coluna 

n+i 
X+1 X+2 X+z n 

Exatidão global, exatidão do usuário, exatidão do produtor e o coeficiente Kappa 

são índices extraídos da matriz de confusão comumente empregados como métricas de 

avaliação da acurácia em MDS. 

A exatidão global é obtida pelo somatório da diagonal principal da matriz de 

confusão que corresponde ao número de classes classificadas corretamente, dividida pelo 

número total de amostras de validação (Figueiredo & Carvalho, 2006). Esse parâmetro 

oferece uma visão geral da acurácia do mapa, e, por si só, não é capaz de atestar acerca 

da robustez do documento avaliado, uma vez que não apresenta a precisão individual de 

classes. Ainda que apresente um alto valor de exatidão global, um mapa pode não 

representar de forma fiel a realidade de campo. 

Durante a avaliação de MDS, é preciso atentar-se para os erros comissão e 

omissão, os quais estão diretamente relacionados às exatidões do usuário e do produtor, 

respectivamente. Erros de comissão ocorrem quando uma determinada área é incluída em 

uma classe à qual ela não pertence, enquanto que o erros de omissão ocorrem quando uma 

área é excluída de uma classe da qual ela realmente faz parte (Vieira et al., 2009). 

A exatidão do produtor consiste em quantificar as amostras que foram 

classificadas como pertencentes a sua classe correta e, como pode ser observado, está 

diretamente relacionada aos erros de omissão. A exatidão do usuário indica a 

probabilidade de um ponto classificado como sendo de uma determinada classe refletir, 
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de fato, a verdade de campo, esse índice está diretamente associado aos erros de comissão 

(Figueiredo & Vieira, 2007). 

O coeficiente kappa, obtido através da equação III, é uma técnica multivariada de 

avaliação da precisão temática (Cohen, 1960). É considerado como um índice robusto de 

validação, por considerar todos os elementos da matriz de confusão, inclusive aqueles 

localizados fora da diagonal principal e que representam discordâncias na classificação 

(Congalton, 1991). 

K=
𝑛 ∑ 𝑥𝑖𝑖

𝑐
𝑖=1 −∑ 𝑥𝑖+𝑥+𝑖

𝑐
𝑖=1

𝑛2−∑ 𝑥𝑖+𝑥+𝑖
𝑐
𝑖=1

  (III) 

 

 

Onde K= o valor do coeficiente Kappa, ∑ 𝑥𝑖𝑖
𝑐
𝑖=1 ,= ao valor do somatório da diagonal da 

matriz de confusão; n = número de total de amostras; c= número total de classes: xi+ = 

somatório das linhas da matriz de confusão; x+i= somatório das colunas da matriz de 

confusão (Cohen, 1960). 

O valor do coeficiente pode variar entre 0 e 1 (valor absoluto), sendo que valores 

menores ou iguais a zero indicam péssima qualidade de classificação por parte do 

classificador, enquanto que valor de coeficiente kappa igual a 1 indica a excelência do 

modelo de classificação utilizado. Valores intermediários são organizados em faixas, e 

correspondem a diferentes níveis de qualidades da classificação realizada, conforme pode 

ser observado abaixo (tabela 2).  

Tabela 2 - Coeficiente Kappa e desempenho de classificação 

Valor do coeficiente Kappa Qualidade da classificação 

<0 Péssima 

0,0 – 0,2 Baixo 

0,2 -0,4 Razoável 

0,4 – 0,6 Boa 

0,6 -0,8 Muito boa 

0,8 – 1,0 Excelente 

Fonte: Adaptada de Landis e Koch (1977) 
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3 MATERIAIS E MÉTODOS 

 

 

3.1 Área de estudo 

 

 

A área de estudo possui 1540 km2 e se encontra inserida nos limites da Bacia do 

Rio Jaú, parte integrante da Unidade de Gerenciamento de Recursos Hídricos 13 (UGRHI 

13), conforme estabelecido na Lei Estadual N. 7.663 de setembro de 1991, conhecida 

como Lei das Águas, que dividiu o Estado de São Paulo em 22 unidades de gerenciamento 

de recursos hídricos. A UGRHI 13 é dividida em seis sub-bacias, sendo uma delas a Bacia 

do Rio Jaú. A área é localizada na porção central do Estado de São Paulo, abrangendo 

totalmente ou em parte os municípios de Barra Bonita, Bariri, Bocaina, Dois Córregos, 

Itapuí, Jaú e Mineiros do Tietê (Figura 3).  

Geologicamente a área é sustentada pela Formação Serra Geral, Formação 

Itaqueri, Formação Vale do Rio do Peixe e uma pequena extensão da Formação Botucatu 

(Perrota et al., 2006). A Formação Serra Geral é constituída por basalto do grupo São 

Bento, que ocupa toda a porção ocidental do território paulista, se apresentando como 

afloramentos dispostos e faixas ao longo da rede de drenagem. 

 

Figura 3 – Área de estudo em azul. 
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De acordo com Almeida (2018) e Freitas (1955), a formação Itaqueri compreende 

os depósitos areno - conglomeráticos responsáveis por recobrir as serras do Itaqueri, de 

Santana, São João e Cuscuzeiro. É caracterizada por apresentar depósitos descontínuos e 

de abrangência reduzida em território paulista. 

A formação é constituída por intercalação de arenitos com cimento argiloso, 

folhelhos e conglomerados. Os arenitos possuem granulação variada, podendo apresentar 

textura desde muito fina, passando a textura síltica ou mais grossa. Na área de estudo, de 

acordo com Sardinha et al (2013), a formação está associada a relevos declivosos.  

Informações apresentadas pelo mapa geológico do Estado de São Paulo para o 

local mostram que a Formação Itaqueri abrange porções territoriais dos municípios de 

Barra Bonita, Jaú, Mineiros do Tietê, Torrinha, Dois Córregos e Bocaina (Figura 3) 

(Perrota et al., 2006).  

A Formação Vale do Rio do Peixe, parte constituinte do grupo Bauru, é 

considerada como sendo a formação de maior extensão desse grupo e se encontra 

depositada diretamente sobre os basaltos da Formação Serra Geral. Essa formação é 

constituída por camadas tabulares de arenitos com textura geralmente fina, apresentando 

coloração marrom e, em alguns pontos, pode se mostrar alaranjada. Possui aspecto maciço 

e pode apresentar estratificação cruzada tabular e acanalada de pequeno a médio porte 

(Fernandes & Coimbra, 2000; Silvero et al., 2019).  

A Formação Botucatu pertencente ao grupo São Bento é observada em uma 

pequena porção territorial localizada no município de Bocaina (Figura 3), em área de 

baixa altitude, próximo à base de encosta. Essa formação é composta por arenitos de 

granulação fina a média, de origem eólica, com presença de estratificação cruzada. 

(Montanheiro et al., 2002; Sardinha, 2015).  

O arcabouço geológico descrito acima é responsável por sustentar um relevo com 

característica de Cuestas, de acordo com a subdivisão geomorfológica do estado de São 

Paulo. Na bacia é observado uma série planaltos de transição interplanálticas, formando 

assim, um imenso interflúvio que avança em sentido à Depressão Periférica (Sardinha et 

al., 2013). 

Hidrograficamente, a bacia é composta por 22 afluentes e pelo Ribeirão do Bugio 

e do Peixe. Em relação à pedologia local, de acordo com o mapa de solos realizado em 
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forma de quadrícula, em escala de 1:100 000 (Figura 4), a classe LATOSSOLO 

VERMELHO é a que apresenta maior expressão para o local, abrangendo todos os 

municípios presentes na bacia.  Os LATOSSOLOS VERMELHO-AMARELOS se 

encontram localizados, principalmente, na região sul (sudoeste) da bacia, nos limites do 

município de Dois Córregos e Mineiros do Tietê. Ainda na região do município de 

Mineiros do Tietê, é observada a maior expressão de ARGISSOLO VERMELHO – 

AMARELO.  

 

Figura 4 - Recorte das quadrículas pedológicas de Brotas e Jaú para a área de estudo. 

Fonte: Almeida et al. (1981; 1982)  

Em relação aos NITOSSOLOS VERMELHOS, essa classe é observada, 

principalmente, na região central da bacia (Figura 4), majoritariamente no município de 

Jaú e também se apresentam em pequenas manchas espalhadas pela área, abrangendo os 

municípios de Barra Bonita e Bariri. 

São observadas no local porções diminutas de NEOSSOLO LÍTOLICO, no 

município de Jaú, e de NEOSSOLO QUARTZARÊNICO, no município Boracéia. Dentre 

os solos presentes na área, os GLEISSOLOS HÁPLICOS possuem a menor expressão e 

se apresentam em forma de pequenas áreas abrangendo, principalmente, a porção 

sudoeste do município de Jaú.  
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Em termos de uso e cobertura, desde início da década de 1950, os solos locais são 

dedicados ao cultivo de cana-de-açúcar, cultura que, desde a década de 1980, é 

considerada como de maior expressão no local. O clima da região, de acordo com a 

classificação proposta por Köppen, é definido como Cwa, tropical de altitude, 

apresentando verão úmido e inverno seco com precipitação variando entre 1400 mm a 

1500 mm anuais (Rezende et al., 2011).  

 

 

3.2 Extração das covariáveis e variável meta 

 

 

As informações referentes à geologia (formações geológicas) e à geomorfologia 

(morfoescultura e modelado de relevo), utilizadas na presente pesquisa, foram extraídas, 

respectivamente, do mapa geológico do Estado de São Paulo, elaborado pelo Serviço 

Geológico do Brasil-CPRM em escala 1:750.000 (Perrota et al., 2006), disponível em 

https://geosgb.cprm.gov.br, e do mapa geomorfológico do Estado de São Paulo elaborado 

em escala 1:250.000 (Ross & Moroz, 1997) disponível no sitio do Instituto Brasileiro de 

Geografia e Estatística. Ambos os arquivos foram extraídos em formato shapefile e 

tiveram e seus respectivos sistemas de projeções atualizados para o datum Sirgas 2000.  

A análise geormorfométrica da área teve início com a elaboração do Modelo Digital 

do Terreno Hidrologicamente Consistente (MDTHC). Para a elaboração do MDTHC, foi 

necessária uma base de dados composta por informações topográficas (curvas de nível 

equidistantes 20 metros e pontos de altitude) e hidrológicas (canais de drenagem e corpos 

hídricos). Tais informações foram extraídas a partir das cartas topográficas elaboradas 

pelo Exército Brasileiro em escala de 1:50.000 e disponibilizadas pelo Instituto Brasileiro 

de Geografia e Estatística (IBGE) em formato “DNG”, sendo necessária a sua imediata 

conversão para o formato Shapefile. Essa alteração de formato foi realizada utilizando-se 

o software ArcGis, versão 10.6. 

Após a etapa de conversão dos arquivos, a rede de drenagem foi submetida ao 

processo de direcionamento de fluxo. Esse procedimento garantiu que todos os canais 

apresentassem sentido nascente-foz, possibilitando uma interpolação consistente com a 

hidrografia local.  
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Dando sequência, todas as informações altimétricas e hidrológicas tiveram seus 

sistemas de projeção alterado para o datum Sirgas 2000. A etapa seguinte consistiu na 

interpolação das informações e obtenção do MDTHC. Para isso, utilizou-se a ferramenta 

Topo to Raster (ArcGis 10.6), e como informação de entrada, curvas de nível (contour), 

pontos de elevação (point elevation), rede de drenagem (stream), corpos hídricos (lake) e 

a área de abrangência do MDTHC (Boundary). Ao término do processo de interpolação, 

foi gerado um documento em formato raster com tamanho de píxel equivalente a 30 

metros.  

A partir de informações acerca de altitude contidas no MDTHC, foram calculadas 

variáveis geomorfométricas primárias declividade (em grau e em percentagem), curvatura 

em plano e curvatura em perfil (Curvature), e a direção de fluxo (Flow Direction), e, a 

partir delas, calculou-se as variáveis geomorfométricas secundárias fluxo acumulado 

(Flow Direction), distância até a rede de drenagem (Path Distance), e o índice de umidade 

topográfica (twi), como indicado por Crivelenti et al., (2009). As variáveis foram geradas 

adotando-se valor de pixel igual a 30 metros. O cálculo do índice de umidade topográfica 

foi realizado por meio da equação abaixo (Equação IV). 

TWI = ln(As/tanß) (IV) 

Onde: As = Área de acúmulo de fluxo e ß = declividade em graus 

As informações acerca de classes e textura de solos, utilizadas durante o 

aprendizado de máquina, são resultado de levantamentos de solos realizados de forma 

descontinuas em área de lavoura de cana-de-açúcar. Esses documentos foram produzidos 

em escalas consideradas grandes (em torno de 1:20.000) e disponibilizados em formato 

kml por CSolos Mapeamentos e Consultoria (Bertolani, 2019)) e, em seguida, convertidos 

em arquivos shapefile. As informações morfológicas e analíticas disponíveis para os 

referidos mapas foram adicionadas à tabela de atributos do arquivo gerado. As atividades 

acima descritas foram realizadas utilizando-se do software ArcGis 10.6. 

Por terem sido elaborados com o objetivo exclusivo de atender aos interesses 

produtivos das usinas do setor sucroenergético, no que diz respeito à classificação de 

ambiente de produção de cana-de-açúcar, os mapas pedológicos cedidos não 

apresentavam legendas integralmente alinhadas ao sistema de classificação de solos 

vigente, 5ª edição do Sistema Brasileiro de Classificação de Solos (SiBCS).  
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A padronização da legenda foi realizada a partir da comparação das informações 

presentes nos mapas e planilhas com a quinta edição do SiBCS. As informações acerca 

da textura dos solos também não se encontravam padronizadas, sendo representadas de 

forma binária e numérica. Para que essa informação pudesse ser utilizada, houve 

necessidade de sua adequação às normas adotadas para representação de grupamento 

textural para as diversas classes de solo. Como a legenda desses mapas de solos em escala 

1:20.000 não continha o tipo de horizonte A do solo, este atributo também não foi incluído 

na legenda dos mapas digitais de classes de solo preditos.  

Na tabela de atributos referentes aos arquivos dos mapas pedológicos, criou-se 

uma nova coluna contendo informações acerca de classes de solo alinhadas ao nível de 

subgrupo do SiBCS acrescida de grupamento textural. A nova coluna passou a conter a 

informação meta (que se pretende predizer) a ser utilizada durante o aprendizado de 

máquina.  

 

 

3.3 Sobreposição das informações espaciais e criação da base de dados 

 

 

O arquivo formato raster referente ao MDTHC foi convertido em arquivo de ponto 

(formato Shapefile) e em seguida, as covariáveis ambientais preditoras e variável meta 

(Tabela 3) foram incorporadas à sua tabela de atributos, resultando na matriz de dados, 

onde cada linha corresponde a uma localização geográfica existente no interior da área de 

estudo e as colunas correspondem a covariáveis ambientais existentes na base de dados. 

Ao todo, a matriz é composta de 13 colunas e 1840235 linhas e, após salva em arquivo 

formato de texto, foi exportada ao software Weka 3.8.4 para ser submetida ao processo 

de aprendizado de máquina.  

Tabela 3 – Variável meta e covariáveis preditivas utilizadas durante o aprendizado de 

máquina (Continua) 

Covariável Descrição Origem  Fonte  

Geológica 
Unidade 

Geológica 

Mapa 

geológico, 

escala 1:750 00 

 

Perrota 

et al. 

(2006) 

 

Geomorfológica 

Morfoescultura 

e Modelado de 

Relevo 

Mapa 

Geológico, 

escala 1:250 

000 

 

Ross e 

Moroz 

(1997 
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Tabela 3 - ...Continuação 

Covariável Descrição Origem  Fonte  

Modelo Digital de 

Terreno 

Hidrologicamente 

Consistente 

Variável 

Morfométrica 

Primária 

Folha 

Topográfica, 

escala 1:50 000 

(Exército 

Brasileiro) 

 O autor  

Declividade em 

Graus 

Variável 

Morfométrica 

Primária 

MDTHC  O autor  

Declividade em 

Porcentagem 

Variável 

Morfométrica 

Primária 

MDTHC  O autor  

Curvatura em 

Perfil 

Variável 

Morfométrica 

Primária 

MDTHC  O autor  

Plano de 

Curvatura 

Variável 

Morfométrica 

Primária 

MDTHC  O autor  

Direção de Fluxo 

Variável 

Morfométrica 

Primária 

MDTHC  O autor  

Fluxo Acumulado 

Variável 

Morfométrica 

Secundária 

Direção de 

Fluxo 
 O autor  

Distância Até a 

Rede de 

Drenagem 

Variável 

Morfométrica 

Secundária 

Direção de 

Fluxo 
 O autor  

Índice de 

Umidade 

Topográfica 

Variável 

Morfométrica 

Secundária 

Fluxo 

Acumulado e 

Declividade em 

porcentagem 

 O autor  

Classes de Solo + 

Classes texturais 

Mapas de Solos 

elaborados de 

forma 

descontínuas em 

área de lavoura 

de cana-de-

açúcar 

CSolos 

Mapeamentos e 

Consultoria. 

 
Bertolani 

(2019) 
 

3.4 Pré-processamento dos dados e geração do modelo matemático de predição de 

classes de solo 

 

 

A etapa de pré-processamento teve início com a reclassificação das variáveis 

declividade (em porcentagem), plano de curvatura e curvatura em perfil. Após a 
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reclassificação, a declividade até então expressa em porcentagem, passa a ser 

representada por classes, conforme descrito em Santos et al. (2015). 

Assim como ocorreu com a declividade, as covariáveis ambientais plano de 

curvatura e curvatura em perfil foram submetidas ao processo de reclassificação, 

alterando a forma de representação das mesmas de numérica (contínua) para categórica. 

Foram adotadas três classes para ambas as covariáveis de acordo com Valeriano (2008). 

A etapa de reclassificação de covariáveis ambientais foi realizada utilizando-se os 

softwares ArcGis 10.6.e Weka 3.8.4.   

Dando sequência ao pré-processamento, a matriz de dados foi exportada para o 

Weka 3.8.4, onde foi submetida ao processo de balanceamento de classes com o objetivo 

de buscar equilíbrio entre classes minoritárias e majoritárias. Durante o processo, foram 

produzidas subamostras do conjunto original de dados a partir de valores de pesos 0 

(matriz não balanceada); 0,25; 0,50; 0,75 e 1,0 (matriz homogênea).  

A etapa seguinte consistiu em realizar a hierarquização das covariáveis ambientais 

no que se refere a sua capacidade de influenciar no ganho de informação do modelo 

matemático de predição de classes de solo e, em seguida, as cinco matrizes foram 

submetidas aos processos de aprendizado de máquina por mineração de dados. O 

algoritmo utilizado foi o Random Forest. Durante o processo, adotou-se valor de iteração 

igual a 25. A escolha desse valor foi baseada no aumento de acurácia do modelo gerado 

e, também, no investimento computacional necessário à execução do algoritmo. Como 

resultado, foram gerados cinco diferentes modelos matemáticos de predição de classes de 

solo (acrescidas de textura). 

Uma vez gerado os modelos matemáticos de predição de classes de solo, foram 

validados quanto sua capacidade de predição dentro da própria base de dados por meio 

de validação cruzada k -fould, com valor de k = 10 e, em seguida, utilizados para geração 

dos mapas digitais de solos (MDS) contínuos para a área de estudo, preenchendo os 

espaços vazios não ocupados pelos mapas pedológicos detalhados (escala. 1:20.000) 

utilizados para o treinamento dos modelos. 
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3.5 Geração de mapas digitais de solo (MDS) 

 

 

Os documentos gerados na etapa anterior foram salvos em formato “.csv” (separado 

por vírgulas) e, em seguida, exportado ao ArcGis 10.6, onde foram convertidos em 

arquivos formato raster que prontamente foram submetidos aos filtros de substituição de 

células (pixel) e ao filtro de limpeza de borda. 

O primeiro filtro teve como objetivo realizar a substituição da informação (classe de 

solo a nível de subgrupo e textura) contida em uma determinada célula com base nas 

informações contidas em oito células vizinhas. A adoção de oito células faz com que 

ocorra a suavização da borda do polígono gerado. O segundo filtro aplicado aos mapas 

realizou a suavização dos polígonos gerados por meio de redução ou ampliação dos 

mesmos. 

Após a aplicação dos filtros de substituição e suavização, o arquivo raster foi 

convertido em formato shapefile. Os documentos gerados foram submetidos ao processo 

de generalização a partir das operações eliminação, agregação e classificação. Durante 

essa etapa, adotou-se o valor de área mínima mapeável igual a 10 hectares, que 

corresponde a mapas pedológicos de escala 1:50 000 (IBGE, 2015). 

Os polígonos, nos mapas, com dimensões inferiores à área mínima mapeável, foram 

excluídos. Uma vez identificados, esses polígonos foram agregados aos polígonos 

próximos de maior dimensão. Esse processo foi repetido até que o polígono gerado 

apresentasse valor de área igual ou superior àquele estipulado como sendo o valor da área 

mínima mapeável adotado pelo projeto em função de sua escala. Dando sequência, os 

polígonos gerados que correspondem às unidades de mapeamento foram rotulados com o 

nome das classes de maior expressão. 

As unidades de mapeamento, caracterizadas pela predominância de uma classe em 

70% ou mais de sua área, foram classificadas como unidades simples, sendo as demais 

classificadas como compostas, conforme padronizado em IBGE (2015). A etapa final de 

edição dos documentos gerados consistiu em adotar a simbologia padrão no que se refere 

à coloração correspondente ao estabelecido no Sistema Brasileiro de Classificação de 

Solos a nível de subordem. Ao final do processo, foram gerados cinco mapas digitais de 

solo para a área  
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3.6 Validação dos mapas pedológicos  

 

 

Durante o processo de validação, os mapas digitais de solo foram confrontados com 

duas diferentes bases de dados, a fim de verificar se as informações (rótulos) apresentadas 

pelos documentos preditos representam a verdade de campo. 

A primeira base de dados correspondeu a pontos resultantes de levantamento de 

campo realizado na área durante a realização do presente estudo. A escolha dos locais de 

descrição dos pontos foi feita de forma aleatório-estratificada condicionada às covariáveis 

ambientais com maior capacidade de oferecer ganho de informação aos modelos de 

predição. Ao todo, foram utilizadas 5 covariáveis ambientais, sendo elas, MDTHC, 

declividade, distância até a rede de drenagem, índice de umidade topográfica e geologia. 

Durante essa etapa, utilizou-se o algoritmo hipercubo latino condicionado (cLHS), como 

recomendado por McKay e colaboradores (1979) . 

Durante o levantamento de campo, um total de 100 pontos foram amostrados na área 

para que pudessem ser classificados a nível de subgrupo (SiBCS) acrescido de informação 

grupamento textural.  

A classificação foi realizada por tradagem (profundidade igual a um metro) e, em 

situações em que essa metodologia não se mostrou eficiente, foram abertas mini 

trincheiras. Durante a descrição dos solos, foram aferidos vários atributos morfológicos, 

como coloração (utilizando a carta Munsell), estrutura, consistência, textura, espessura de 

horizontes e profundidade do solo, conforme Santos et al., (2018), o que permitiu 

identificar os horizontes diagnósticos e classificar os solos conforme o SiBCS (Santos et 

al., 2018). Amostras (deformadas) foram coletadas e encaminhadas ao laboratório para 

que fossem submetidas à análise granulométrica, quantificação de matéria orgânica por 

colorimétrico, verificação de pH por CaCl2, quantificação de fósforo, potássio, cálcio e 

magnésio por resina, quantificação da acidez do solo (H + Al) por solução tampão SMP, 

quantificação da soma de base, da capacidade de troca catiônica e também, da saturação 

por base. 

A segunda base de dados utilizada para validação dos mapas preditos consistiu em 

um conjunto de 212 pontos extraídos do Sistema Computadorizado de Informações 

Pontuais (SISPONTO), base digital de dados de observações pontuais de solo 
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identificadas no campo e analisadas em laboratório (amostras extras ou complementares), 

excluídos os solos descritos em perfis completos, dos trabalhos realizados no IAC (Menk, 

1995). Esse conjunto de pontos foi obtido durante o levantamento pedológico 

semidetalhado das quadrículas de Brotas e Jaú do IAC (Almeida et al., 1981; 1982) e 

durante o levantamento detalhado de solos da Estação Experimental de Agronomia de Jaú 

(Menk & Coelho, 2000). 

Por terem sido descritos em data anterior à publicação do Sistema Brasileiro de 

Classificação de Solos, a legenda desses pontos necessitou ser adequada ao SiBCS. A 

reclassificação do conjunto pontos legados referente ao Sisponto (Menk, 1995) se deu por 

comparação das informações apresentadas nos documentos com a atual versão do Sistema 

Brasileiro de Classificação de Solos (Santos et al., 2018).  

Durante a validação, os cinco mapas digitais de classes de solo preditos foram 

confrontados com as duas bases de dados: (i) o conjunto de pontos amostrados em campo 

a partir da distribuição espacial estabelecida pelo algoritmo hipercubo latino (cLHS) e (ii) 

o conjunto de pontos legados levantados em campo durante a mapeamento das 

quadrículas de Brotas e Jaú (Sispontos). A validação foi realizada de forma generalizada 

por meio de cálculo de exatidão global e coeficiente kappa, mas também a partir de 

avaliação individual das classes preditas nos mapas, por meio dos valores de exatidão do 

produtor e exatidão do usuário (Cohen, 1960; Congalton, 1991).  

Por fim, os mapas descontínuos, feitos em escala de detalhes em áreas de lavoura 

de cana-de-açúcar e utilizados durante a etapa de aprendizado de máquina para geração 

de modelos matemáticos de predição de classes de solos, foram também submetidos à 

validação. Essa ação buscou avaliar as informações utilizadas como dados de entrada 

durante o processo de aprendizado de máquina e, consequentemente, também empregar 

maior robustez aos resultados apresentados para a validação dos mapas preditos. 
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4 RESULTADOS 

 

4.1 Variáveis ambientais como determinantes da distribuição dos solos 

 

 

4.1.1Geologia 

 

 

A partir da análise do mapa geológico do estado de São Paulo, em escala 

1:750.000 (Perrota et al., 2006), verifica-se que as quatros diferentes unidades 

litoestratigráficas que ocorrem na área de estudo não se encontram distribuídas de forma 

proporcional (Figura 5). Há, no local, um predomínio da formação Serra Geral com área 

aproximadamente igual a 970,37 km2 o que corresponde a cerca de 63% da área total, 

abrangendo os municípios de Jaú, Barra Bonita, Itapuí, Mineiros do Tietê, Dois Córregos 

e Bariri. 

A formação Itaqueri possui área aproximadamente igual a 334,78 km2, o que 

equivale a 21,73% da área de estudo e faz dessa formação a segunda de maior expressão 

local, abrangendo estreitas faixas territoriais dos municípios de Mineiros do Tietê, Dois 

Córregos, Bocaina e Jaú.  

A formação Vale do Rio do Peixe possui área igual a 186,88 km2, cerca de 12,13% 

do total da área de estudo e localiza-se, sobretudo, nos municípios de Bariri, Bocaina e 

Itapuí. A formação Botucatu se resume a uma área de 39,12 km2 que corresponde a 2,54% 

da área de estudo, situado na divisa entre os municípios de Bocaina e Jaú. Por fim, 39,12 

km2 e 2,54% do total da área estão classificadas como área submersa. 

Apesar da desproporcionalidade entre as unidades geológicas observada na bacia 

(Figura 5), todas as unidades presentes foram utilizadas durante a etapa de aprendizado 

de máquina, o que contribui com o aumento da capacidade de extrapolação do 

conhecimento adquirido pelos modelos para áreas além da sua base de treinamento. 



48 

 

 

Figura 5 – Geologia da área de estudo. 

Fonte: Perrota et al (2006) 

4.1.2 Geomorfologia  

 

 

A geomorfologia local foi analisada por meio de recorte referente à área de estudo 

do mapa geomorfológico do estado de São Paulo em escala 1:250.000. As variáveis 

extraídas foram a morfoescultura e modelado de relevo. 

Em relação à morfoescultura, o local é inserido no domínio de Cuestas e marcada 

pela presença de Planalto de Transição (Figura 6). A maior parte da área faz parte do 

Planalto Residual do Tietê, este ocupa de forma expressiva a porção centro-sul da bacia 

e possui área equivalente a 975,47 km2, o que corresponde a cerca de 63,3 % da área de 

estudo.  

O Planalto Rebaixado do Tietê é a segunda morfoescultura de maior expressão 

existente na área da bacia. Possui área aproximadamente de 644,065 km2, ocupando, 

sobretudo, parte da região centro-norte e parte da porção oeste da bacia. É o domínio de 

relevo predominante no município de Bariri. 
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A planície fluvial se apresenta de forma reduzida no limite entre os municípios de 

Bariri e Boracéia, ocupando área de aproximadamente 0,3 km2, o que equivale a menos 

de 1% da área total da bacia. No município de Barra Bonita, localizado na porção sul da 

bacia, a Depressão Periférica ocupa área de 9,7 km2, equivalente a menos de 1% do total 

da área de estudo. 

Assim como observado para as unidades estratigráficas, as morfoesculturas se 

apresentam distribuídas de forma desproporcionais na área, com visível predomínio de 

planaltos de transição (rebaixado e residual). 

 

Figura 6 – Morfoescultura da área de estudo. 

Fonte: Ross & Moroz, 1997 

Os modelados de relevo (quarto nível taxonômico geomorfológico) estão 

presentes na área de estudo como modelados de dissecação, acumulação e aplanamento 

(Figura 7). Os do tipo dissecação, os mais comuns no Brasil, são resultados de intensa 

atuação de processos erosivos e se apresentam como os mais abrangentes no local, se 

estendendo por toda a bacia (IBGE, 2009). De acordo com a forma do topo, os modelados 

de dissecação existentes da área são classificados como convexos e tabulares, apresentam 

densidade de drenagem predominantemente fina e aprofundamento variando entre muito 

fraco a fraco. 
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Os modelados de acumulação existentes na área são classificados como planícies 

e terraços (Aptf) e se apresentam como áreas planas resultantes de intensa dinâmica de 

alagamentos (IBGE, 2009), ocupam principalmente a margem esquerda da bacia, indo do 

município de Boraceia até o município de Barra Bonita (Figura 7). 

Modelados resultantes de aplainamento são verificados em toda extensão da área 

de estudo e são classificados como modelado de Aplanamento Pediplano Degradado 

Inumado (Pgi). Essas feições de relevo geralmente encontram-se situadas em topo de 

planalto (como observado na área de estudo) e são cobertos por Latossolos (IBGE, 2009).  

As características apresentadas pelos modelados de relevo, tanto no que diz 

respeito a sua gênese quanto a características da drenagem (densidade e grau de 

aprofundamento), auxiliam a entender os processos erosivos ocorridos no local que 

culminaram na conformação atual do relevo, bem como na distribuição espacial das 

classes de solos existentes na bacia. 

 

Figura 7 – Distribuição do modelado de relevo na área de estudo em que Apft 

corresponde a Planaltos e planícies fluviais, Dc modelado de dissecação topo convexo, 

Dt modelado de dissecação topo tabular, primeiro dígito de drenagem (2, 3 e 4 são, 

respectivamente. grosseira, média e fina) e segundo dígito corresponde à incisão de 

drenagem (1, 2, 4 e 5 são, respectivamente, muito fraca, fraca, forte e muito forte). 

Fonte: Ross & Moroz (1996) 
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4.1.3 Variáveis geomorfométricas  

 

 

A altitude local varia entre 412,8 metros e 860,9 metros, o que se reflete em uma 

altitude média igual a 564,63 metros e valor de desvio padrão igual 100,51 metros (Figura 

8). Os valores mais elevados de altitude foram observados nos municípios de Dois 

Córregos e Mineiros do Tietê, porção sul da bacia, sentido ao domínio geomorfológico 

Depressão Periférica, região de transição entre os modelados de relevo do tipo pediplano 

degradado inumado e modelado dissecação topo convexo, área marcada por apresentar 

relevo tendendo a ondulado, de acordo com Santos et al. (2015), localmente caracterizada 

pela atuação da rede de drenagem, resultando em aprofundamento de incisões, nível fraco 

(IBGE, 2009).  

 

Figura 8 – Distribuição da elevação na área de estudo. 

Embora apresente cinco diferentes classes de relevo (Plano, Suave Ondulado, 

Ondulado, Forte Ondulado e Montanhoso) foi observado na área de estudo uma 

predominância de relevo plano e suavemente ondulado (Santos et al., 2015), abrangendo 

cerca de 75% do território da bacia (Figura 9). A classe de relevo mais declivosa 
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(montanhoso) raramente é observada no local, ficando restrita a pequenas porções 

localizadas na divisa entre os municípios de Itapuí e Jaú. 

 

Figura 9 – Distribuição de classes de relevo na área de estudo. 

A covariável curvatura em perfil foi representada em três diferentes classes, 

convexa, retilínea e côncava. No local, há uma ligeira predominância da classe retilínea, 

presente em cerca de 37% da bacia, ocupando, principalmente, áreas de altitude 

intermediária da bacia (Figura 10). 

A classe convexa está presente em cerca de 35% da área de bacia e está associada 

aos maiores valores de altitudes, em locais marcados por relevo ondulado, esculpido por 

ação de rede de drenagem. A situação de concavidade é observada na área de estudo para 

as regiões de menores valores de altimétricos, resultante do processo de dissecação e 

apresenta relevo variando entre suave ondulado e ondulado. Tratam-se de locais propícios 

à presença de solos mal drenados (Silva Neto, 2013). 
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Figura 10 – Expressão da curvatura em perfil na área de estudo.  

Assim como ocorreu para a covariável curvatura em perfil, o plano de curvatura 

foi representado em 3 diferentes classes, planar, convergente e divergente (Figura 11). A 

situação de equilíbrio (classe planar) foi observada em cerca 45,7% da área de estudo. No 

interior da bacia, a classe está associada a regiões de valores intermediários de altitude, 

relevo resultante de processo de dissecação, apresentando forma tabular e declividade que 

o classifica como plano a suave ondulado.  

A situação de convergência, responsável por impor situação de concentração de 

fluxo possibilitando, em determinadas situações, o transporte de partículas de maiores 

dimensões foi observada em 21,5% da área total. Como pode ser observado (Figura 11), 

essa classe ocupa, preferencialmente, zonas de menor valor altimétrico da bacia. Em 

32,8%, é observada situação de plano de curvatura divergente. Essa classe é associada, 

principalmente, às regiões de maiores valores de altitude no interior da bacia e trata-se de 

área moderadamente declivosas, caracterizada pela capacidade de distribuição de água 

(Silva Neto, 2013). 
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Figura 11 – Distribuição do plano de curvatura para a área de estudo. 

A direção de fluxo obtida de acordo com o caminho preferencial das águas em 

função da linha de maior declividade (Oliveira et al., 2010) evidencia tendência de 

deslocamento dos fluxos em direção dos principais corpos hídricos locais (Figura12). Os 

valores apresentados pela direção de fluxo corroboram os apresentados pelas demais 

covariáveis ambientais analisadas até o momento para o interior da bacia, demostrando 

que, no local, os fluxos se movimentam de forma ampla, ocorrendo poucas zonas de 

concentração de água. 
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Figura 12 – Distribuição espacial da direção de fluxo na área de estudo. 

Os valores observados para o acúmulo de fluxo da bacia hidrográfica auxiliam no 

esclarecimento da dinâmica hídrica, indicando a quantidade de células que contribuem 

com o acúmulo de água no local (Jenson & Domingue, 1988), desse modo, valores mais 

elevados estão associados a zonas de baixa altitudes como as planícies aluviais (Figura 

13). 

No interior da bacia, os valores mais elevados para acúmulo dos fluxos também 

são observados nas zonas de menores valores de altitude. Tratam-se de áreas de vertentes 

convexa, região de relevo ondulado e suave ondulado com dissecação decorrente de ação 

de rede de drenagem, localizadas, principalmente, nos limites dos municípios de Jaú e 

Bariri. As demais zonas se caracterizam por apresentarem baixo valor de fluxo 

acumulado. Tratam-se de locais que apresentam os valores mais elevados para altitude, 

declividade geralmente plana, regiões classificadas como zonas de crista (Lepsch, 2011; 

Oliveira, 2011; Resende et al., 2014).  
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Figura 13 – Mapa de fluxo acumulado para área de estudo. 

A covariável ambiental distância até a rede de drenagem (Figura 14), como o 

próprio nome sugere, indica a distância entre uma célula e a rede de drenagem mais 

próxima. O valor dessa covariável não é obtida em linha reta, a mesma foi calculada de 

acordo com o caminho preferencial dos cursos hídricos e, sendo assim, é influenciada por 

uma série de covariáveis ambientais (Rezende, 2015). 

Quanto maior o valor de declividade, a distância até a rede de drenagem tende a 

ser menor. Para a área de estudo, os canais se mostraram mais próximos nas regiões de 

altitudes mais elevadas, geralmente essa condição está associada à vertentes convexas em 

zona caracterizada por elevada dissipação de água por meio de fluxos múltiplos (Anjos, 

2011; Silva Neto, 2013).  
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Figura 14 - Mapa da Distância até a rede de drenagem na área de estudo. 

O Índice de Umidade Topográfica (TWI) calculado reflete a distribuição espacial 

de zonas de saturação, bem como o conteúdo hídrico local, possibilitando, assim, 

identificar situação de hidromorfismo ocorrida, principalmente, em relevo plano na área 

da bacia (Lin et al.,2006). 

Os valores mais elevados de TWI foram observados na região central da bacia, no 

município de Jáu, em zona de vertente em situação de equilíbrio (plano de curvatura 

planar e curvatura em perfil retilíneo), relevo plano, e forma de topo tabular (Figura 15). 

Tratam-se de locais que apresentam baixo valor de declividade o que favorece o acúmulo 

de água, se apresentando, por princípio, como mais propícios à ocorrência de processos 

hidromórficos (Lin et al., 2006). 
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Figura 15 – índice de umidade topográfica para área de estudo. 

4.1.4 Variável meta Classe de Solo 

 

 

As informações acerca da variável meta (classes de solo em nível de subgrupo 

acrescidas de grupamento textural), utilizadas durante a etapa de aprendizado de máquina, 

foram obtidas a partir de documentos legados (mapas e planilhas), resultantes de 

mapeamento de solo realizado de forma descontínua em áreas de lavoura de cana-de-

açúcar no interior da área de estudo (Figura 16).  

Esses mapeamentos foram realizados de forma descontínua na bacia, ocupando a 

zona sul do município de Bariri, porção oeste do município de Itapuí, porção sudeste de 

Mineiros do Tietê e uma faixa central indo da zona norte até a zona sul do município de 

Jaú.  

Quando comparada a distribuição espacial dos mapas descontínuos com as 

características físicas da área levantadas a partir da análise das covariáveis ambientais 

locais, observa-se que, de modo geral, os mapas foram produzidos para áreas pouco 

acidentadas, com relevo variando, na maior parte das vezes, de plano a suave, porém com 
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pouca expressão de processos hidromórficos, uma vez que raramente os mapas foram 

realizados em regiões propícias ao acúmulo hídrico (Figura 16).  

 

Figura 16 – Área de estudo com destaque para os mapeamentos descontínuos realizados 

em áreas de lavouras de cana-de-açúcar. 

A legenda apresentada por esses documentos necessitou ser padronizada ao 

estabelecido na atual versão do Sistema Brasileiro de Classificação de Solo para o nível 

de subgrupo, acrescido de grupamento textural, o que resultou em um total de 38 classes 

de solos derivadas das ordens Cambissolo, Gleissolo, Latossolo, Nitossolo, Argissolo e 

Neossolo (Tabela 4). 

De acordo com as informações apresentadas pelos mapas descontínuos, a classe 

NITOSSOLO VERMELHO Eutroférrico típico textura argilosa (NVef típico argilosa) 

apresenta maior expressão local, seguida da classe LATOSSOLO VERMELHO 

Eutroférrico típico textura argilosa (LVef típico argilosa), conforme pode ser observado 

na tabela 4. 

Dentre os Latossolos, há uma predominância local daqueles de coloração 

vermelha. Em contrapartida, CAMBISSOLOS HÁPLICOS Distróficos típicos textura 

média e os GLEISSOLOS HÁPLICOS Tb Distróficos típicos textura média são as classes 

de menor expressão na base de dados. 
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Tabela 4 - Classes de solo extraídas dos mapas detalhados elaborados de forma 

descontínua no interior da bacia hidrográfica (continua...). 

I Nível II Nível III Nível IV Nível Classes 

Instâncias 

(nível de 

subgrupo) 

C 

CX CXd CXd típico 
CXd típico 

arenosa/média 
4 

CX CXd CXd típico 
CXd típico 

argilosa 
15 

CX CXe CXe típico 
CXe típico 

argilosa 
777 

CX CXe CXetípico 
CXe típico 

arenosa/média 
23 

G 

GX GXa GXa típico 
GXa típico 

média 
8 

GX GXe GXe típico 
GXe típico 

argilosa 
31 

GX GXe GXe típico 
GXe típico 

média 
14 

L 

LA LAd LAd típico 
LAd típico 

média 
153 

LA LAe Lae típico 
Lae típico 

média 
44 

LVA LVAd 
LVAd 

típico 

LVAd típico 

média  
21153 

LVA LVA 
LVAd 

argissólico 

LVAd 

argissólico 

média 

1010 

LVA LVAe 
LVAe 

típico 

LVAe típico 

argilosa 
20 

LVA LVAe 
LVAe 

típico 

LVAe típico 

média 
3679 

LV LVdf LVdf típico 
LVdf típico 

argilosa  
11586 

LV LVd LVd típico 
LVd típico 

argilosa 
5844 

LV LVd LVd típico 
LVd típico 

média  
13628 

LV LVef LVef típico 
LVef típico 

argilosa 
24061 

LV LVe LVe típico 
LVe típico 

argilosa 
4890 

LV LVe LVe típicp 
LVe típico 

média  
8003 
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Tabela 4 – ...Continuação. 

I Nível II Nível III Nível IV Nível Classes 

Instâncias 

(nível de 

subgrupo) 

L LV LVe 
LVe 

argissólico 

LVe argissólico 

média 
106 

N 

NV NVa NVa típico 
NVa típico 

argilosa 
123 

NV NVdf NVdf típico 
NVdf típico 

argilosa 
10175 

NV NVd NVd típico 
NVd típico 

argilosa 
900 

NV NVef NVef típico 
NVef típico 

argilosa 
38488 

NV NVe NVe típico 
NVe típico 

argilosa 
2658 

P 

PA PAd PAd típico 
PAd típico 

arenosa/média 
73 

PVA PVAa 
PVAa 

típico 

PVAa típico 

arenosa/média 
1313 

PVA PVAd 
PVAd 

típico 

PVAd típico 

arenosa/média 
3236 

PVA PVAd 
PVAd 

típico 

PVAd típico 

média/argilosa 
35 

PVA PVAe 
PVAe 

típico 

PVAe típico 

arenosa/média 
866 

PVA PVAe 
PVAe 

típico 

PVAe típico 

média/argilosa 
294 

PV PVd PVd típico 
PVd típico 

arenosa/média 
682 

PV PVd PVd típico 
PVd típico 

média/argilosa 
1322 

PV PVe PVe típico 
PVe típico 

arenosa/média 
945 

R 

 

PV PVe PVe típico 
PVe típico 

média/argilosa 
4364 

RL RLd 
RLd típico 

fragmentário 

RLd 

fragmentário 

argilosa 

1 

RL RLe 
RLe 

fragmentário 

RLe 

fragmentário 

argilosa 

127 

RQ RQg RQg típico 
RQg típico 

argilosa 
49 

RQ RQo RQo típico 
RQo típico 

arenosa/média 
11981 

RQ RQoe RQoe típico 
RQoe típico 

arenosa/média 

1491 
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4.2 Sobreposição das covariáveis ambientais e construção da matriz de dados  

 

 

As variáveis preditivas (geológica, geomorfológicas e geomorfométricas) e a 

variável meta (classes de solos em nível de subgrupo acrescidas de grupamento textural) 

foram organizadas na forma de matriz (matriz de dados) composta por um total de 13 

colunas e 1849235 linhas (instâncias). Essa operação foi realizada utilizando-se do 

software ArcGis 10.6 e, dada a natureza descontínua dos mapas detalhados de solo 

utilizados para obtenção da variável meta, apenas 174172 do total de instâncias possuíam 

informações acerca da variável meta, (o que corresponde a 9,5 % da matriz de dados de 

toda a área de estudo) e puderam ser utilizadas durante o aprendizado de máquinas.  

 

 

4.3 Avaliação da capacidade de predição das variáveis ambientais e do modelo 

pedológico de predição 

 

 

A avaliação da matriz de dados quanto à capacidade de suas covariáveis 

ambientais em contribuir com o ganho de informação para modelos matemáticos de 

predição de classes de solos a nível de subgrupo acrescida grupamento textural gerado a 

partir do algoritmo Random Forest elegeu a altitude, modelado de relevo, distância até a 

rede de drenagem, índice de umidade topográfica e geologia como sendo as cinco 

principais covariáveis preditoras utilizadas durante o processo de aprendizado de máquina 

(Tabela 5). 

Tabela 5 - Ranqueamento de covariáveis ambientais quanto a capacidade de gerar ganho 

de informação para o modelo preditivo (Continua...). 

Posição 
Ganho de informação para o quarto nível de 

subgrupo acrescido de textura 
Covariável 

1 0,59 Altitude 

2 0,52 Modelado de Relevo 

3 0,51 
Distância até a rede de 

drenagem 

4 0,50 
Índice de umidade 

topográfica 

5 0,50 Geologia 

6 0,49 Morfoescultura 

7 0,46 
Relevo (%) 
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Tabela 5 - ...Continuação 

Posição 
Ganho de informação para o quarto nível de 

subgrupo acrescido de textura 
Covariável 

8 0,46 Fluxo Acumulado 

9 0,42 Direção de Fluxo 

10 0,40 Curvatura em perfil 

11 0,40 Plano de curvatura 

12 0,34 Classes de Relevo 

Ao analisar a capacidade de covariáveis do terreno em explicar a distribuição dos 

solos na bacia do Rio Santo Cristo, localizado no noroeste do Rio Grande do Sul, Teske 

e colaboradores (2015) elegeram em ordem decrescente de importância a altitude, o 

comprimento de fluxo, distância até a rede de drenagem e índice de umidade topográfica 

como sendo as principais covariáveis ambientais preditoras.  

Estudo realizado por Valadares (2017), ao realizar o ranqueamento de covariáveis 

ambientais quanto sua capacidade preditiva em MDS a partir de mineração de dados, 

elegeu em ordem decrescente de importância a altitude, a geologia, classe de relevo 

(Embrapa 1979), declividade e distância até a rede de drenagem como as cinco 

covariáveis de maior importância preditivas presentes na matriz de dados.  

Apesar da altitude ser considerada uma das principais covariáveis relacionadas ao 

processo de pedogênese, especialmente por sua influência no clima (Resende et al., 2014), 

no presente estudo não há qualificativos presentes nas classes de solo (variável meta) que 

possam refletir a variabilidade climática local.  

Tipo de horizonte A, provavelmente o atributo mais prontamente afetado pelas 

variações de temperatura e umidade, não foi utilizado na legenda das classes de solo 

mapeadas, como já explicado anteriormente. Acredita-se que o elevado poder preditivo 

da covariável altitude neste mapeamento deva-se à sua estreita associação com outras 

covariáveis, como geologia (litoestratigrafia), índice de umidade topográfica, 

declividade, curvaturas e distância de drenagem, algumas já discutidas no texto.  

Os modelos de predição obtidos após submissão da matriz de dados aos níveis de 

balanceamento 0; 0,25; 0,50; 0,75 e 1,0 foram validados em suas respectivas bases de 

dados por meio de validação cruzada (k = 10) e apresentaram os resultados abaixo (Tabela 

6) no que se refere a sua exatidão. 
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Tabela 6 - Validação dos modelos matemáticos de predição de classes de solo quando 

submetido à validação cruzada na própria base de dados (Continua). 

Nível de 

balanceamento 

Instâncias 

classificadas 

corretamente (%) 

Instância 

classificadas 

incorretamente (%) 

Coeficiente Kappa 

0 89,13 10,87 0,87 

0.25 95,08 4,92 0,95 

0.50 95,32 4,68 0,95 

0.75 95,6 4,40 0,95 

1.00 96,50 3,5 0,96 

O modelo gerado a partir da matriz de dados homogênea (nível de balanceamento 

igual a 1.0) foi aquele que apresentou os melhores índices de acurácia como visto na 

tabela 6. Embora todos os modelos gerados tenham apresentado valores de acurácia 

próximo a 90%, não é assegurado que os mapas digitais gerados a partir deles 

apresentarão mesma exatidão quando comparado à verdade de campo. Como explicado 

anteriormente, a acurácia apresentada pode ser resultado de sobreajuste (overfitting) 

realizados pelo algoritmo de aprendizado com objetivo de contornar ruídos existentes na 

base de dados (Veronesi & Schillaci, 2019). 

 

 

4.4 Avaliação dos mapas digitais de solo por comparação com pontos levantados por 

amostragem aleatória condicionada 

 

 

A partir dos modelos matemáticos de predição de classes de solo obtidos por 

aprendizado de máquina, foram gerados cinco mapas digitais de solos: mapa 0 (obtido de 

matriz não balanceada); mapa 0,25; mapa 0,50; mapa 0,75 e mapa 1,0 (obtido a partir de 

matriz homogênea). Os mapas gerados (Figura 17) cobrem de forma contínua a área de 

estudo, preenchendo os espaços vazios deixados pelos levantamentos realizados na bacia 

exclusivamente em área de lavoura de cana-de-açúcar. As classes de solos mapeadas 

foram organizadas em polígonos com área igual ou superior a 10 hectares compostos por 

classes de solos organizadas em unidades de mapeamento simples ou associação de, no 

máximo, três componentes, como estipulados para mapeamentos de reconhecimento de 

alta intensidade (IBGE, 2015), com legenda acrescida de grupamento textural. 
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Figura 17 - Mapas preditos e elaborado para área de estudo nos diferentes níveis de balanceamento e a respectiva legenda utilizada.  
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Como explicado anteriormente, os mapas gerados foram validados por 

comparação de suas informações com dois conjuntos de pontos, sendo o primeiro 

resultante da amostragem realizada de forma aleatória condicionada às cinco covariáveis 

ambientais que resultaram em maior ganho de informação durante a etapa de aprendizado 

de máquina. O processo de amostragem foi realizado utilizando-se do algoritmo 

hipercubo latino (cLHS), como proposto por McKay et al., (1979). Essa etapa foi 

realizada a partir da adoção da extensão “TEUI” do software ArcGis, versão 10.6. 

Um total de 100 pontos foram descritos em campo (Figura 18), sendo um deles 

descartado por estar localizado em área antropizada, marcada por intensa movimentação 

de material, o que impossibilitou sua classificação. 

As características morfológicas levantadas na área, na ocasião do levantamento de 

campo, aliadas aos resultados das análises químicas e física realizadas nas amostras 

coletadas permitiram estabelecer as classes (subgrupo do SiBCS acrescido de grupamento 

textural). Todas as classes de solos presentes no conjunto de pontos são derivadas das 

ordens de solo Latossolos, Nitossolos, Gleissolos, Argissolos e Neossolos. 

 

Figura 18 – Distribuição espacial, por hipercubo latino, dos pontos de validação 

amostrados em campo. 
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A exatidão dos mapas produzidos foi obtida a partir do cálculo de exatidão global, 

coeficiente Kappa, exatidão do produtor e exatidão do usuário. Na primeira etapa, a 

acurácia dos documentos é apresentada de forma mais geral, através do valor de exatidão 

global e coeficiente kappa (Tabela 7). 

Tabela 7 - Validação dos mapas digitais por meio de levantamento de campo (Continua) 

Mapa 
Nível Categórico 

(SiBCS) 
Exatidão Global (%) Coeficiente Kappa 

Mapa 0 

I Nível (Ordem) 59,59 0,19 

II Nível (Subordem) 55,56 0,37 

III Nível (Grande 

Grupo) 
42,42 0,34 

IV Nível (Subgrupo + 

grupamento textural) 
35,35 0,30 

Mapa 0,25 

I Nível (Ordem) 65,65 0,24 

II Nível (Subordem) 53,53 0,32 

III (Grande Grupo) 41,41 0,33 

IV Nível (Subgrupo + 

grupamento textura) 
40,40 0,33 

Mapa 0,50 

Ordem 69,69 0,35 

Subordem 63,63 0,4 

Grande Grupo 53,53 0,48 

IV Nível (Subgrupo + 

grupamento textural) 
51,51 0,45 

Mapa 0,75 

 

Ordem 63,63 0,24 

Subordem 57,57 0,36 

Grande Grupo 43,43 0,35 

IV Nível (Subgrupo + 

grupamento textural) 
41,41 0,34 

Mapa 1,0 

Ordem 56,56 0,18 

Subordem 51,51 0,33 
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Tabela 7 - ...Continuação 

Mapa 1,0 

Nível Categórico 

(SiBCS) 
Exatidão Global (%) Coeficiente Kappa 

Nível Categórico 

(SiBCS) 
Exatidão Global (%) Coeficiente Kappa 

Grandes Grupos 38,38 0,32 

IV Nível (Subgrupo + 

grupamento textural) 
38,38 0,32 

O mapa 0, obtido a partir de base de dados não balanceada, apresentou a nível de 

subgrupo acrescido de grupamento textural, valor de exatidão global igual a 35,35% e 

coeficiente kappa igual a 0,30 que indica baixo nível de concordância (Landis e Koch, 

1977). Ainda em relação ao coeficiente kappa, observou-se queda do valor de exatidão 

em nível de subordem, quando comparado ao nível de ordem o que indica dificuldade do 

modelo em diferenciar determinadas classes de solo em nível de ordem (primeiro nível 

categórico do SiBCS). A partir de segundo nível categórico do SiBCS (subordem), o 

coeficiente Kappa apresenta, conforme esperado, declínio com o aumento do nível de 

detalhes dos MDS. 

Quando comparado ao mapa 0, observa-se que o balanceamento da matriz de 

dados, empregando-se valores de peso iguais a 0,25, 0,50, 0,75 e 1,0, impactou de forma 

positiva o valor de acurácia dos mapas produzidos. A validação a partir da utilização do 

conjunto de pontos amostrados em campo utilizando o algoritmo cLHS (hipercubo latino) 

mostra que o nível de balanceamento 0,50 foi aquele que resultou em maior acurácia, com 

valores de exatidão global e coeficiente kappa respectivamente iguais a 52% e 0,45 

(tabela 8) o que indica, de acordo com Landis & Koch (1977), bom nível de concordância.  

O resultado observado concorda com aquele obtido por Crivelentti et al. (2009) 

que, ao avaliarem a influência dos níveis de balanceamento 0; 0,5 e 1,0 em atividade de 

mapeamento de solos por mineração de dados realizado no estado de São Paulo, 

apontaram o valor de peso igual a 0,50 como sendo o responsável por gerar maior valor 

de acurácia para o documento gerado. 

A avaliação de concordância proposta por Cohen (1960) por meio do coeficiente 

kappa é baseada na relação entre a exatidão global e a concordância resultante da 

casualidade, sendo esta obtida a partir dos somatórios dos elementos marginais da matriz 
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de confusão. Para um determinado valor de exatidão global, quanto menor for o valor da 

concordância casual, maior e mais próximo da exatidão global será o valor de kappa. 

Os valores desses parâmetros (Tabela 7) retratam a diferença entre somatório dos 

elementos de uma linha (ou coluna) da matriz de confusão com a somatório da linha 

(coluna) subsequente, e retratam a disparidade do número de registro entre as diferentes 

classes presentes na referida matriz, o que pode refletir em baixo valor de coeficiente 

kappa, mesmo para situação de elevado valor de exatidão global (Feinstein e Cicchetti, 

1990 ).  

Deve-se ter em mente que tanto a exatidão global quanto o coeficiente kappa são 

métricas generalizadas e oferecem uma visão ampla acerca da acurácia de uma matriz de 

confusão, de modo que a validação realizada de forma individual, a partir dos valores de 

exatidão do produtor e do usuário explicam como as classes presentes na matriz de 

confusão influenciam na exatidão do mapa (Barros et al., 2016).  

O conjunto de pontos levantados em campo por utilização do hipercubo latino é 

composto, majoritariamente, por Latossolos (L). Essa classe, em nível de ordem, possui 

um total de 75 registro na base de dados e apresenta valor máximo de exatidão do produtor 

igual a 76,00% para o mapa 0,50. De acordo com o valor de exatidão do usuário 

apresentado, o referido mapa é capaz de representar de forma fiel a realidade de campo 

em 86,36% das vezes (Tabela 8). 

A classe Nitossolo (N), com um total de 14 registros, é a segunda classe de maior 

expressão presente na base de validação e apresenta valor de exatidão do produtor igual 

a 57,14% para os mapas 0; 0,25; 0,50 e 0,75, enquanto que o mapa 1 apresenta valor de 

exatidão do produtor igual a 42,86%. Quanto ao valor de exatidão do usuário, o mapa 

0,50 foi o que apresentou valor mais elevado para os Nitossolos, sendo capaz de o 

representar em 33,33% de forma fiel à realidade de campo. 
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Tabela 8 - Validação individual das classes preditas a nível de ordem (Continua). 

Classes 

(Quantidade de 

observações) 

Exatidão do produtor (%) para os 

mapas produzidos 

Exatidão do usuário (%) para os 

mapas produzidos 

Mapa 

0,00 

Mapa 

0,25 

Mapa 

0,50 

Mapa 

0,75 

Mapa 

1,0 

Mapa 

0,00 

Mapa 

0,25 

Mapa 

0,50 

Mapa 

0,75 

Mapa 

1,0 

GLEISSOLOS 

(2) 0,00 0,00 0,00 0,00 0,00 0,00 0,00 0,00 0,00 0,00 

LATOSSOLOS 

(75) 64,0 73,33 76,00 69,33 58,67 80,0 82,08 86,36 81,25 75,86 

NITOSSOLOS 

(14) 57,15 57,14 57,14 57,14 42,86 26,67 32,00 33,33 32,00 25,93 

ARGISSOLO 

(4) 40,0 20,00 75,00 40,00 40,00 25,0 33,33 50,00 28,57 22,00 

NEOSSOLO 

(4) 20,0 25,00 50,00 25,00 50,00 100 25,00 66,67 33,33 40,00 

A análise de exatidão feita de forma individual para as demais classes presentes 

na base de validação (Gleissolos, Argissolos e Neossolos) mostram que os Gleissolos 

apresentam valor nulo para exatidão do produtor e exatidão do usuário. A classe Argissolo 

(P), em nível de ordem, apresentou valor máximo de exatidão do produtor igual a 75,00% 

para o mapa 0,50, enquanto que o valor máximo de exatidão do usuário obtido foi igual 

a 50,00% para o mesmo mapa. Para a classes dos Neossolos, a validação individual 

resultou em valor máximo de exatidão do produtor igual a 50,0%, observados nos mapas 

0,50 e 1,0, e valor de exatidão do usuário igual a 100% para o mapa 0. 

Como pode ser observado, o balanceamento de dados influenciou de forma 

positiva na acurácia dos mapas produzidos e, assim como aconteceu na validação geral, 

os valores mais elevados de exatidão obtido para as classes avaliadas de forma individual 

foram observados no mapa 0,50. 

Em nível de subordem, os Latossolos se derivam em LATOSSOLO VERMELHO 

– AMARELO (17 observações) e LATOSSOLO VERMELHO (58 observações). Para a 

classe LVA (LATOSSOLO VERMELHO - AMARELO), o mapa 0,50 foi aquele que 

apresentou valores mais elevados de exatidão com valor máximo de exatidão do produtor 

e do usuário respectivamente iguais a 87,50% e 63,64%. Como esperado, o mapa 0,50 foi 

aquele que apresentou maior exatidão para a classe LATOSSOLO VERMELHO. A 
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classe possui um total de 58 observações e apresentou valor de exatidão do produtor e do 

usuário respectivamente iguais a 66,10% e 86,63% (Tabela 9). 

A validação individual mostra que houve um elevado índice de acerto para os 

solos classificados em campo como sendo Latossolos (Vermelho e Vermelho-Amarelo), 

além de mostrar que os mapas preditos apresentam grande capacidade em representar 

esses solos de forma fiel à verdade de campo. 

A classe NV (NITOSSOLO VERMELHO) apresentou valor de exatidão do 

produtor igual a 57,14%, exceção para o mapa 1,00 que apresentou valor igual a 42,86%. 

Ainda assim, os mapas preditos apresentam grande dificuldade em representar essa classe 

de forma fiel a verdade de campo, apresentando valor máximo de exatidão do usuário 

igual a 33,33% para o mapa 0,50. 

Tabela 9 - Validação individual das classes de solos em nível de subordem. 

Classes 

(Quantidades 

de 

observações) 

Exatidão do Produtor Exatidão do Usuário 

Mapa 

0 

Mapa 

0,25 

Mapa 

0,50 

Mapa 

0,75 

Mapa 

1,00 

Mapa 

0 

Mapa 

0,25 

Mapa 

0,50 

Mapa 

0,75 

Mapa 

1,00 

GX (2) 0,00 0,00 0,00 0,00 0,00 0,00 0,00 0,00 0,00 0,00 

LVA (17) 86,67 76,92 87,50 77,00 66,67 52,00 37,04 63,64 45,45 45,45 

LV (58) 51,66 55,00 66,10 59,02 50,00 88,57 82,50 86,63 85,71 85,71 

NV (14) 57,14 57,14 57,14 57,14 42,86 26,27 32,00 33,33 32,00 25,92 

PVA (2) 50,00 0,00 100,00 50,00 50,00 33,33 0,00 66,67 33,33 33,33 

PV (2) 33,33 50,00 50,00 50,00 50,00 20,00 50,00 33,33 25,00 16,67 

RQ (4) 20,00 25,00 50,00 20,00 50,00 100,00 25,00 66,66 33,33 25,00 

Para as demais classes avaliadas em nível de subordem, a classe GX 

(GLEISSOLO HÁPLICO) apresenta valor nulo para a exatidão do produtor e do usuário, 

as classes PVA (ARGISSOLO VERMELHO-AMARELO), PV (ARGISSOLO 

VERMELHO) e RQ (NEOSSOLO QUARTZARÊNICO) apresentaram valor máximo de 

exatidão do produtor respectivamente iguais a 100%, 50% e 50% para o mapa 0,50, 

enquanto que para a exatidão do usuário, os respectivos valores máximos apresentados 

pelo mesmo documento foram respectivamente iguais a 66,67% 100% e 66,67%. 
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O valor apresentado para acurácia individual das classes preditas afeta de modo 

direto o valor do coeficiente Kappa. O desequilíbrio observado na base de dados pode ser 

apontado como um dos fatores responsáveis pela baixa precisão apresentada pelos mapas 

(Congalton, 1991; Figueiredo & Vieira, 2007).  

Em nível de grandes grupos, observa-se uma ligeira diminuição do desequilíbrio 

entre a quantidade de classes de solos. As sete classes, em nível de subordem apresentadas 

acima (Tabela 9), são derivadas em um total de 13 novas classes (grandes grupos do 

SiBCS), conforme pode ser observado abaixo (Tabela 10). 

Os Latossolos seguem sendo os solos de maior expressão merecendo destaque as 

classes LATOSSOLO VERMELHO – AMARELO Distrófico (LVAd) com total de 11 

registros na base de dados, valor máximo de exatidão do produtor igual a 90,90% para o 

mapa 0 e exatidão do usuário igual a 60,00% para o mapa 0,50 (Tabela 10).  

Tabela 10 - Validação individual das classes de solos em nível de grandes grupos 

(continua). 

Classes 

(Quantidade 

de 

observações) 

Exatidão do Produtor Exatidão do Usuário 

Mapa 

0,00 

Mapa 

0,25 

Mapa 

0,50 

Mapa 

0,75 

Mapa 

1,00 

Mapa 

0,00 

Mapa 

0,25 

Mapa 

0,50 

Mapa 

0,75 

Mapa 

1,00 

GXd (2) 0,00 0,00 0,00 0,00 0,00 0,00 0,00 0,00 0,00 0,00 

LVAd (11) 90,90 54,55 81,81 54,55 63,63 50,00 27,27 60,00 33,33 38,89 

LVAe (6) 50,00 33,33 83,33 50,00 16,67 40,00 20,00 71,43 75,00 25,00 

LVdf (21) 28,57 14,28 23,80 28,57 19,04 66,67 75,00 71,43 75,00 66,67 

LVd (17) 29,41 47,06 52,94 35,29 35,29 50,00 44,44 64,29 42,86 50,00 

LVe (4) 25,00 25,00 75,00 33,33 25,00 100,00 50,00 60,0 50,00 50,00 

LVef (16) 50,00 75,00 68,75 50,00 56,25 53,33 80,00 61,61 55,56 60,00 

NVdf (2) 0,00 0,00 0,00 0,00 0,00 0,00 0,00 0,00 0,00 0,00 

NVef (12) 66,67 66,67 66,67 66,67 50,00 29,63 34,78 44,44 40,00 33,33 

PVAd (2) 50,00 0,00 100,00 50,00 50,00 33,33 0,00 66,67 33,33 50,00 
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Tabela 10 - ...Continuação 

Classes 

(Quantidade 

de 

observações) 

Exatidão do Produtor Exatidão do Usuário 

Mapa 

0,00 

Mapa 

0,25 

Mapa 

0,50 

Mapa 

0,75 

Mapa 

1,00 

Mapa 

0,00 

Mapa 

0,25 

Mapa 

0,50 

Mapa 

0,75 

Mapa 

1,00 

PVd (1) 0,00 0,00 0,00 0,00 0,00 0,00 0,00 0,00 0,00 0,00 

PVe (1) 0,00 100,0 100,0 100,00 50,00 0,00 100,0 100,0 50,00 16,67 

RQ (4) 25,00 25,00 50,00 25,00 50,00 100,00 25,00 66,67 33,33 50,0 

Quanto aos Latossolos Vermelhos, merece destaque a classe LATOSSOLO 

VERMELHO Distroférrico com total de 21 observações, valor máximo de exatidão 

global igual a 28,57% para os mapas 0 e 0,75 e valor máximo de exatidão do usuário igual 

a 75% para o mapa 0,25. 

A classe LVd, LATOSSOLO VERMELHO Distrófico (17 observações) apresenta 

valor máximo de exatidão do produtor igual 52,94% e exatidão do usuário igual a 64,29% 

para o mapa 0,75. A classe LVef, LATOSSOLO VERMELHO Eutroférrico (16 

observações), apresenta respectivamente valor máximo de exatidão do produtor e do 

usuário igual a 75,0% e 80% para o mapa 0,25.  

A classe NVef apresenta valor máximo de exatidão do produtor igual a 66,67% 

(exceção para o mapa 50 que apresentou valor igual a 50,0 para esse índice) e valor 

máximo de exatidão do usuário igual a 44,44% para o mapa 0,50. 

Em nível de grande grupo, as classes GXd (GLEISSOLO HÁPLICO Distrófico, 

PVd (ARGISSOLO VERMELHO Distrófico) e NVdf (NITOSSOLO VERMELHO 

Distroférrico) apresentaram valor nulo para exatidão do produtor e do usuário. A classe 

RQ (NEOSSOLO QUARTZARÊNICO) apresentou valor máximo de exatidão do 

produtor igual a 50% para os mapas 0,50 e 1,00 e valor máximo de exatidão do usuário 

igual a 100% para o mapa 0 (Tabela 10). 

Um total de 20 classes de solos foram validadas a nível de subgrupo acrescido de 

grupamento textural (Tabela 11). Os resultados obtidos para esse grau de detalhamento 

seguem a tendência até então observada, sendo o mapa 0,50 e mapa 075 aqueles com 
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valores de exatidão mais elevado quando analisada de forma individual as classes preditas 

nos referidos documentos. 

A classe LVAd típico textura média, com o total de 9 observações, apresentou 

valor máximo de exatidão do produtor igual a 88,89% para os mapas 0 e 0,50 e valor 

máximo de exatidão do usuário igual a 50% para o mapa 0,50 (Tabela 11). Em relação 

aos Latossolos Vermelhos, a classe LVdf típico textura argilosa seguiu apresentando 

baixo índice de exatidão, com valor máximo de exatidão do produtor igual a 28,57% para 

os mapas 0 e 0,75, enquanto que o maior valor apresentado para a exatidão do usuário foi 

observado no mapa 0,75 e corresponde a 85,71%. Ainda em relação aos Latossolos 

Vermelhos, solos predominantes na base de validação, a classe LVef típico textura 

argilosa apresenta valor máximo de exatidão do usuário igual a 75,0% para o mapa 0,50 

sendo que os mapas 0 e 0,50, com valor de exatidão do usuário igual a 80,0% são aqueles 

a apresentar maior capacidade de representar essa classe de forma mais fiel à verdade de 

campo (Tabela 11). 

Tabela 11 - Validação individual das classes à nível de subgrupos acrescidos grupamento 

textural.(Continua).  

Classes 

(Número de 

observações) 

Exatidão do Produtor (%) Exatidão do Usuário (%) 

Mapa 

0 

Mapa 

0,25 

Mapa 

0,50 

Mapa 

0,75 

Mapa 

1,0 

Mapa 

0 

Mapa 

0,25 

Mapa 

0,50 

Mapa 

0,75 

Mapa 

1,0 

GXd.típico 

média (2) 
0,0 0,0 0,0 0,0 0,0 0,0 0,0 0,0 0,0 0,0 

LVAd típico 

média (9) 
88,9 66,7 88,9 66,7 66,7 40,0 27,3 50,0 35,3 35,3 

LVAd 

argissólico 

média (2) 

0,0 0,0 0,0 0,0 50,0 0,0 0,0 0,0 0,0 100,0 

LVAe típico 

média (4) 
50,0 0,0 75,0 50,0 25,0 20,0 0,0 50,0 40,0 33,3 

LVAe típico 

argilosa (1) 
0,0 0,0 0,0 0,0 0,0 0,0 0,0 0,0 0,0 0,0 

LVAe 

argissólico 

média (1) 

0,0 100,0 0,0 0,0  0,0 100,0 0,0 0,0  

LVdf típico 

argilosa (21) 
28,6 14,3 23,8 28,6 19,1 66,7 75,0 71,4 85,7 66,7 

LVd típico 

argilosa (2) 
66,7 100,0 50,0 100,0 100,0 40,0 50,0 50,0 40,0 40,0 

LVd típico 

média (13) 
23,1 38,5 61,5 30,8 30,8 60,0 38,5 66,7 44,4 57,1 

LVd 

argissólico 

média (2) 

0,0 50,0 0,0 0,0 0,0 0,0 100,0 0,0 0,0 0,0 

LVe 

argissólico 

média (1) 

0,0 0,0 100,0 0,0 0,0 0,0 0,0 100,0 0,0 0,0 



75 

 

Tabela 11 - ...Continuação 
Classes 

(Número de 

observações) 

Exatidão do Produtor (%) Exatidão do Usuário (%) 

Mapa 

0 

Mapa 

0,25 

Mapa 

0,50 

Mapa 

0,75 

Mapa 

1,0 
Mapa 0 

Mapa 

0,25 

Mapa 

0,50 

Mapa 

0,75 

Mapa 

1,0 

LVe típico 

média (2) 
0,0 0,0 100,0 50,0 50,0 0,0 0,0 100,0 100,0 50,0 

LVe típico 

argilosa (2) 
50,0 50,0 0,0 0,0 0,0 50,0 50,0 0,0 0,0 0,0 

LVef típico 

argilosa (16) 
75,0 75,0 68,7 50,0 56,3 80,0 80,0 61,1 55,6 60,0 

NVdf típico 

argilosa (2) 
0,0 0,0 0,0 0,0 0,0 0,0 0,0 0,0 0,0 0,0 

NVef típico 

argilosa (12) 
66,7 66,7 66,7 66,7 50,0 33,3 33,3 44,4 40,0 33,3 

PVAd típico 

arenosa/média  

(2) 

50,0 0,0 100,0 50,0 50,0 33,3 0,00 66,7 33,3 50,0 

PVd típico 

arenosa/média 

(1) 

0,0 0,0 0,0 0,0 0,0 0,0 0,0 0,0 0,0 0,0 

PVe típico 

arenosa/média 

(1) 

0,0 100,0 100,0 0,0 100,0 0,0 100,0 100,0 0,0 100,0 

RQo (4) 25,0 0,0 50,0 25,0 50,0 100,0 0,0 66,6 50,00 50,00 

Ainda em relação à análise das classes de maior expressão, observa-se que o valor 

de exatidão do produtor para a classe NITOSSOLO VERMELHO Eutroférrico típico 

textura argilosa (NVef típico textura argilosa) se mantem constante para os diferentes 

níveis de balanceamento, exceção para o mapa 1 (Tabela 11). Embora mais de 60% dos 

pontos tenham sido classificados de forma correta em campo como sendo NVef típico 

textura argilosa, os mapas preditos apresentam baixa capacidade de representar essa 

classe de forma fiel à realidade de campo, de modo que o valor máximo de exatidão do 

usuário para os NVef típico textura argilosa corresponde a 44,44% para o mapa 0,50 

(Tabela 11).  

Quanto às classes minoritárias, 100 % da classe LVAd típico textura média foi 

classificada em campo de acordo com o predito no mapa 0,50. Quanto a capacidade de 

representar de forma fiel à verdade de campo, o mapa 0,50 com valor de exatidão do 

usuário igual a 66,67% foi o mapa que se saiu melhor nesse quesito. A classe RQo típico 

(NEOSSOLO QUARTZARÊNICO Órtico típico) segue o padrão observado para os 

Neossolos em nível de grandes grupos, com valor máximo de exatidão do produtor igual 

a 50% para o mapa 0,50 e valor máximo de exatidão do usuário igual a 100% para o mapa 

0. 
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A validação dos mapas preditos, a partir da comparação com o conjunto de pontos 

amostrados em campo por hipercubo latino, mostra a eficácia do balanceamento de 

classes em aumentar a acurácia dos mapas produzidos. Ainda assim, o nível de exatidão 

alcançado para as classes avaliadas é inferior a 70%, não atendendo ao critério exigido 

para mapas de reconhecimento de alta intensidade (IBGE, 2015). Por apresentar 

composição das unidades de mapeamento em nível de Grande Grupo com confiabilidade 

entre 50% a 70%, o mapa digital de classes de solo produzido com índice 0,5 de 

balanceamento apresenta intensidade equivalente àquela dos levantamentos de 

reconhecimento de baixa intensidade, conforme critérios padronizados por EMBRAPA 

(1995) e IBGE (2015). 

De modo geral, o aumento de acurácia relatado acima ocorre até o emprego do 

nível de balanceamento 0,50 (nível ótimo) e, a partir de então, é observada uma queda 

nos valores de exatidão da maioria das classes (Tabela 10). Os resultados obtidos até o 

momento não concordam com aqueles obtidos por Dias et al (2016) em que o valor de 

peso igual a 1,00 foi o responsável pelos valores mais elevados de exatidão. 

O processo de balanceamento resulta em significativas alterações realizadas na 

base de dados, influenciando, inclusive, na distribuição espacial da variável meta (Banko, 

1998). A adoção do balanceamento da base de dados utilizando valor de peso igual a 0,75 

resulta em uma matriz muito próxima da condição do equilíbrio. Essa situação tende a 

descaracterizar a representação da área de estudo por meio da adição de classes 

minoritárias e também diminuição da quantidade de observações de classes majoritárias, 

o que repercute na queda de acurácia das classes de maior representatividade na área. 

Como exemplo da situação descrita acima, a classe LVef típico textura argilosa, 

classe considerada majoritária, apresenta queda no valor de exatidão do produtor do mapa 

produzido a partir da base de dados balanceada com valor de peso igual a 0,75 quando 

comparado aos mapas 0, 0,25 e 0,50. 

O balanceamento da base de dados, embora não tenha resultado no nível de 

acurácia compatível ao mapeamento de reconhecimento de alta intensidade, possibilitou 

aumento de precisão dos mapas preditos e também a validação de classes raras como por 

exemplo LVAd argissólico textura média, LVAe argissólico textura média, LVe típico 

textura média e PVe típico textura arenosa/média, não presentes na validação do mapa 0 
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(zero), quando comparado ao conjunto de pontos amostrados em campo por meio de 

utilização do hipercubo latino. 

A área de estudo é marcada pela predominância de Latossolos Vermelhos e 

Nitossolos Vermelhos, apresentando, assim, um desequilíbrio natural em relação às 

demais classes de solos. A base utilizada para obtenção da variável meta, durante o 

processo de aprendizado de máquina, os mapas de solo detalhados realizados com fins 

agrícolas, por buscarem áreas com maior potencial agrícola, podem ter evitado áreas de 

ocorrência de Gleissolos, Cambissolos e outras classes menos propícias à cultura da cana-

de-açúcar. Cabe ainda destacar que a referida base apresenta as classes derivadas dos 

Nitossolos vermelhos como aquelas predominantes na região. Como visto, essa situação 

difere daquela observada em campo e será discutida no decorrer do presente trabalho. 

 

 

4.6 Validação dos mapas utilizando-se dados legados 

 

 

Os mapas preditos foram também validados por comparação com uma segunda 

base de dados. Durante essa etapa, os mapas 0, 0,25, 0,50, 075 e 1,0 foram confrontados 

com um conjunto de 212 pontos da base SISPONTO, dados legados dos mapeamentos 

semidetalhado e detalhado realizados na área (Figura 19).
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Figura 19 – Distribuição espacial dos pontos (Base Sisponto) utilizados durante a 

validação dos mapas preditos. 

Assim como ocorreu durante a validação realizada anteriormente, os mapas foram 

avaliados em nível de ordem, subordem, grandes grupos e subgrupo acrescido de 

grupamento textural e, durante a primeira etapa de validação, os mapas produzidos foram 

avaliados de forma generalizada a partir do valor de exatidão global e coeficiente Kappa 

(Tabela 12). 

Tabela 12 - Validação dos mapas pedológicos por comparação com pontos legados 

(Continua) 

Mapa 
Nível Categórico 

(SiBCS) 
Exatidão Global (%) Coeficiente Kappa 

Mapa 0 

Nível I (Ordens) 63 0,36 

Nível II (Subordens) 55 0,32 

Nível III (Grande 

Grupos) 
34 0,23 

Nível IV (subgrupos) 32 0,22 

Mapa 0,25 

Nível I (Ordens) 61 0,30 

Nível II (Subordens) 54 0,29 

Nível III (Grande 

Grupos) 
39 0,29 

Nível IV (Subgrupos) 37 0,30 
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Tabela 12 - ...Continuação  

Mapa 
Nível Categórico 

(SiBCS) 
Exatidão Global (%) Coeficiente Kappa 

Mapa 0,50 

Nível I (Ordens) 63 0,32 

Nível II (Subordens) 56 0,33 

Nível III (Grande 

Grupos) 
38 0,34 

 Nível IV (subgrupos) 36 0,30 

Mapa 0,75 

Nível I (Ordens) 66,5 0,37 

Nível II (Subordens) 60,30 0,37 

Nível III (Grande 

Grupos) 
43 0,35 

Nível IV (subgrupos) 43 0,35 

Mapa 1,0 

Nível I (Ordens) 69,3 0,40 

Nível II (Subordens) 63,67 0,40 

Nível III (Grande 

Grupos) 
42,73 0,34 

Nível IV (Grupos) 41,51 0,35 

  

A análise de acurácia do mapa 0 mostra que, em nível de ordem, o documento 

apresenta valor de exatidão global igual a 63% e coeficiente kappa igual a 0,36, indicando 

qualidade de classificação razoável (Landis & Koch, 1977). À medida que ocorre um 

avanço na validação até nível de subgrupo, o documento apresenta redução em seu valor 

de acurácia, situação que também é observada para os demais mapas. 

Em nível de ordem e subordem, a área apresenta baixa diversidade de solo. No 

entanto, a partir do terceiro nível categórico (grandes grupos), há um aumento de número 

de classes de solos, com presença marcante de classes consideradas minoritárias e com 

baixo valor de exatidão (Tabela 12).  

Base de dados composta por número elevado de classes e em condição de 

desequilíbrio tende a gerar modelo pouco eficazes em descrever uma determinada 

paisagem física. Aliado a esse fato, a partir da transição entre o nível de subordem e 

grandes grupos, a classificação do solo passa a levar em consideração uma série de 

atributos químicos, o que tende a dificultar o aprendizado de máquina (Meier et al., 2018; 

Santos et al., 2018; Ma et al., 2019).  

Os resultados obtidos pela validação geral (exatidão global e coeficiente kappa), 

a partir do confronto dos mapas produzidos com a base Siponto, mostram que o processo 

de balanceamento resultou em aumento da exatidão dos referidos documentos, sendo o 

mapa 0,75 aquele a apresentar maior exatidão (Tabela 12). 

Durante a validação individual realizada em nível de ordem avaliou-se um total 

de cinco classes preditas, LATOSSOLO (L), NITOSSOLO (N), ARGISSOLO (P), 
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GLEISSOLO (G) e NEOSSOLO (N). Os resultados obtidos para o mapa 0 mostram alto 

índice de acerto para a classe dos NITOSSOLOS (84,38%) e para a classe 

LATOSSOLOS (64,67%) quando comparado à base Sisponto. Apesar do valor elevado 

para exatidão do produtor, o documento só é capaz de representar os NITOSSOLOS de 

forma fiel à verdade de campo em apenas 31,76% das vezes. Situação diferente ocorre 

com os LATOSSOLOS, uma vez que, em nível de ordem, o mapa zero é capaz de se 

representar em 86,60% das vezes de forma fiel à realidade de campo (Tabela 13).  

Tabela 13 - Validação individual das classes a nível de ordem por comparação com a 

base Sisponto. 

Classes 

(Número de 

observações)  

Exatidão do produtor Exatidão do usuário 

Mapa 

0 

Mapa 

0,25 

Mapa 

0,50 

Mapa 

0,75 

Mapa 

1,00 

Mapa 

0 

Mapa 

0,25 

Mapa 

0,50 

Mapa 

0,75 

Mapa 

1,00 

G (1) 0,0 0,0 0,0 0,0 0,0 0,0 0,0 0,0 0,0 0,0 

L (150) 64,7 64,7 66,7 72,7 76,0 86,6 85,1 88,5 87,9 87,7 

N (32) 84,4 71,9 81,3 78,3 78,3 31,8 31,9 31,7 35,7 40,3 

P (25) 20,0 28,0 20,0 32,0 32,0 50,0 35,0 35,7 46,7 44,4 

R (4) 0,0 0,0 0,0 0,0 0,0 0,0 0,0 0,0 0,0 0,0 

Quando avaliadas de forma individual, os GLEISSOLOS (G) E NEOSSOLOS (R) 

apresentaram valor nulo para exatidão do produtor e exatidão do usuário, enquanto que a 

classe ARGISSOLO (P) apresentou valor máximo de exatidão do produtor igual a 32,0% 

e do usuário igual a 46,6 ambas para o mapa 0,75.  

Em nível de subordem do SiBCS foram avaliadas, de forma isolada, um total de 

sete classes de solos (Tabela 14). LATOSSOLO VERMELHO (LV) é a classe de maior 

expressão na base de dados, com o total de 135 observações, seguida das classes 

NITOSOLO VERMELHO (NV), com o total de 32 observações e da classe 

LATOSSOLO VERMELHO-AMARELO (LVA) com total de 15 observações conforme 

pode ser observado (Tabela 14). 
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Tabela 14 - Validação individual das classes em nível de subordem por comparação com 

a base Sisponto. 

Classes 

(Número de 

observações) 

Exatidão do produtor Exatidão do Usuário 

0,00 0,25 0,50 0,75 1,00 0,00 0,25 0,50 0,75 1,00 

GX (1) 0,0 0,0 0,0 0,0  0,0 0,0 0,0 0,00  

LVA (15) 53,3 46,7 53,3 60,0 71,1 36,4 33,3 36,4 47,4 85,0 

LV (135) 56,3 56,3 58,5 65,2 60,0 88,4 83,5 84,9 84,6 56,3 

NV (32) 84,3 71,9 81,3 71,4 78,1 30,3 31,9 31,7 34,7 41,9 

PVA (13) 30,8 23,1 38,5 46,2 44,4 57,1 21,4 41,7 54,6 33,3 

PV (12) 0,0 25,0 0,0 0,0 6,3 0,0 21,4 0,0 0,00 16,7 

RL (4) 0,0 0,0 0,0 0,0 0,0 0,0 0,0 0,0 0,0 0,0 

Quinze classes de solos em nível de grande grupo foram avaliadas de forma 

individual. Dentre os Latossolos Vermelhos, as classes LVd, LVef, LVe e LVdf são as 

mais expressivas na base de dados, com total de 53, 39, 23 e 20 registros respectivamente. 

LVd, classe de maior expressão na base de validação (Sisponto) apresenta valor 

máximo de exatidão do produtor igual 45,28% para o mapa 0,50. Apesar da baixa 

quantidade de pontos classificados corretamente em campo como sendo dessa classe, de 

modo geral, os mapas produzidos conseguem retratar de forma fiel a verdade de campo 

no que se refere aos LATOSSOLOS VERMELHOS Distróficos (Tabela 15). 

Ainda em relação aos Latossolos Vermelhos, as classes LVef e LVdf apresentam 

valor de exatidão do produtor respectivamente igual a 66,67% e 50% para o mapa 0,75. 

Quanto à capacidade de representar de forma real as referidas classes, os mapas 0,50 e 

0,75 apresentam valor de exatidão do usuário igual a 76,9% para a classe LVdf, enquanto 

que o maior valor de exatidão do usuário para a classe LVef obtido foi 42,86% para o 

mapa 0,25 (Tabela 15). 

 



82 

 

Tabela 15 - Validação individual das classes a nível de grandes grupos por comparação 

com a base Sispontos. 

Classes 

(Quantidade 

de 

observações) 

Exatidão do Produtor Exatidão do Usuário 

Mapa 

0,00 

Mapa 

0,25 

Mapa 

0,50 

Mapa 

0,75 

Mapa 

1,00 

Mapa 

0,00 

Mapa 

0,25 

Mapa 

0,50 

Mapa 

0,75 

Mapa 

1,00 

GXd (1) 
0,0 0,0 0,0 0,0 0,0 0,0 0,0 0,0 0,0 0,0 

LVAd (13) 
61,5 46,2 53,8 61,5 61,5 38,1 30,0 38,9 47,1 53,3 

LVAe (2) 
0,00 50,0 50,0 50,0 50,0 0,00 100 50,0 50,0 100,0 

LVdf (20) 
40,0 20,0 50,0 50,0 45,0 72,7 40,0 76,9 76,9 69,2 

LVd (53) 
20,8 45,3 32,1 32,1 43,4 78,6 75,0 70,8 77,3 88,5 

LVe (23) 
0,0 4,3 0,0 4,3 4,3 0,0 16,7 0,0 33,3 14,5 

LVef (39) 
38,5 46,2 43,6 66,7 56,4 26,3 42,9 33,3 40,0 32,8 

NVef (25) 
96,0 88,0 96,0 96,0 96,0 29,9 31,4 31,2 36,9 45,5 

NVd (1) 
0,0 0,0 0,0 0,0 0,0 0,0 0,0 0,0 0,0 0,0 

NVdf (6) 
0,0 0,0 0,0 0,0 0,0 0,0 0,0 0,0 0,0 0,0 

PVAd (8) 
25,0 25,0 37,5 62,5 25,0 40,0 28,6 33,3 62,5 28,6 

PVAe (5) 
0,0 0,0 0,0 0,0  0,0 0,0 0,0 0,0  

PVd (4) 
0,0 25,0 0,0 0,0 25,0 0,0 33,3 0,0 0,0 33,3 

PVe (8) 
0,0 50,0 0,0 0,0 0,0 0,0 18,2 0,0 0,0 0,0 

RLe (4) 
0,0 0,0 0,0 0,0 0,0 0,0 0,0 0,0 0,0 0,0 

A classe NVef segue o comportamento até então apresentado para os Nitossolos. 

Os pontos classificados corretamente em campo como pertencentes a esta classe 

apresentam elevado índice de acerto, com valor máximo de exatidão do produtor igual a 

96% (exceção para o mapa 0,25, que apresenta valor de exatidão do produtor igual a 

88%). No entanto, os mapas preditos apresentam grande dificuldade em retratar essa 

classe de forma fiel à realidade de campo, de modo que o valor máximo de exatidão do 

usuário obtido foi igual 45,45% para o mapa 1,00.  



83 

 

Em relação às classes minoritárias, 62,50% da classe PVAd foram classificados 

de forma correta em campo, quando comparado ao mapa 0,75. O referido documento é 

capaz de representar de forma correta a verdade de campo em 62,50% das vezes. As 

classes GXd e RLe, quando confrontadas com a base de pontos Sisponto, apresentaram 

valor de exatidão do produtor e exatidão do usuário nulos. 

Foram avaliadas de forma individual um total de 26 classes em nível de subgrupo 

acrescido de grupamento textural, conforme pode ser observado na tabela 16. Dentre os 

LATOSSOLOS VERMELHO–AMARELOS, destaca-se a classe LATOSSOLO 

VERMELHO AMARELO Distrófico típico textura média, com um total de 10 registros 

na base de dados de validação (Sisponto) e valor máximo de exatidão do produtor e 

exatidão do usuário respectivamente iguais a 80% e 47,60% observados no mapa 0,75, o 

que indica baixa capacidade do documento em reproduzir a realidade da área no que se 

refere à distribuição espacial da classe citada. 

Tabela 16 - Validação individual das classes em nível de subgrupo acrescido de 

grupamento textural por comparação com a base Sispontos (Continua). 

Classes de 

solos 

(Quantidade 

de 

observações) 

Exatidão do Produtor (%) Exatidão do Usuário (%) 

Mapa 

0 

Mapa 

0,25 

Mapa 

0,50 

Mapa 

0,75 

Mapa 

1,00 

Mapa 

0,00 

Mapa 

0,25 

Mapa 

0,50 

Mapa 

0,75 

Mapa 

1,00 

GXd típico 

média (1) 
0,0 0,0 0,0 0,0 0,0 0,0 0,0 0,0 0,0 0,0 

LVAd 

argissólico 

média (1) 

0,0 0,0 0,0 0,0 0,0 0,0 0,0 0,0 0,0 0,0 

LVAd típico 

média (10) 
80,0 60,0 70,0 80,0 80,0 38,1 30,0 38,9 47,0 53,3 

LVAd típico 

argilosa (2) 
0,0 0,0 0,0 0,0 0,0 0,0 0,0 0,0 0,0 0,0 

LVAe típico 

média (2) 
50,0 50,0 50,0 50,0 0,0 50,0 100,0 50,0 50,0 0,0 
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Tabela 16 - ...Continuação 

Classes de 

solos 

(Quantidade 

de 

observações) 

Exatidão do Produtor (%) Exatidão do Usuário (%) 

Mapa 

0 

Mapa 

0,25 

Mapa 

0,50 

Mapa 

0,75 

Mapa 

1,00 

Mapa 

0,00 

Mapa 

0,25 

Mapa 

0,50 

Mapa 

0,75 

Mapa 

1,00 

LVd 

argissóli-co 

média (4) 

20,0 0,00 0,00 0,00 0,00 100,00 0,00 0,00 0,00 0,00 

LVdf típico 

argilosa (20) 
40,00 20,00 50,0 50,0 45,0 72,7 40,0 76,9 76,9 69,2 

LVd típico 

média (31) 
22,6 54,8 35,5 38,7 48,4 70,0 68,0 57,9 80,0 88,3 

LVd típico 

argilosa (18) 
22,2 22,2 27,8 27,8 44,4 100,0 80,0 100,0 71,4 88,9 

LVef típico 

argilosa (39) 
38,5 46,2 43,6 66,7 56,4 26,3 30,9 42,9 40,0 32,8 

LVe típico 

argilosa (21) 
0,0 4,8 0,0 0,0 100,0 100,0 0,0 0,0 0,0 100,0 

LVe típico 

média (2) 
0,0 0,0 0,0 50,0 50,0 0,0 0,0 0,0 50,0 16,7 

NVdf típico 

argilosa (6) 
0,0 0,0 0,0 0,0 0,0 0,0 0,0 0,0 0,0 0,0 

NVef típico 

argilosa (25) 
96,0 88,0 96,0 96,0 96,0 27,6 32,4 31,2 36,4 45,3 

PVAd 

arênico 

arenosa/ 

média (5) 

0,0 0,0 0,0 40,0 0,0 0,0 0,0 0,0 100,0 0,0 

PVAd típico 

arenosa / 

média (2) 

50,0 0,0 50,0 100,0 50,0 25,0 0,0 11,1 40,0 14,3 

PVAd típico 

média/ 

argilosa (1) 

0,0 0,0 0,0 0,0 0,0 0,0 0,0 0,0 0,0 0,0 

PVAe 

abrúptico 

arenosa/ 

média (1) 

0,0 0,0 0,0 0,0 0,0 0,0 0,0 0,0 0,00 0,00 

PVAe 

abrúptico 

arenosa/ 

média (1) 

0,0 0,0 0,0 0,0 0,0 0,0 0,0 0,0 0,00 0,00 

PVAe 

típico 

media/ 

argilosa (2) 

2 0,0 0,0 0,0 0,0 0,0 0,0 0,0 0,0 0,0 0,0 

PVe típico 

média/ 

argilosa (1) 

1 0,0 0,0 0,0 0,0 0,0 0,0 0,0 0,0 0,0 0,0 

PVd 

latossólico 

arenosa/ 

média (1) 

1 0,0 100,0 0,0 0,0 0,0 0,0 33,3 0,0 0,0 0,0 
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Tabela 16 - ...Continuação 

Classes de 

solos 

(Quantidade 

de 

observações) 

Exatidão do Produtor (%) Exatidão do Usuário (%) 

Mapa 

0 

Mapa 

0,25 

Mapa 

0,50 

Mapa 

0,75 

Mapa 

1,00 

Mapa 

0,00 

Mapa 

0,25 

Mapa 

0,50 

Mapa 

0,75 

Mapa 

1,00 

PVd 

abrúptico 

média/ 

argilosa (1) 

0,0 0,0 0,0 0,0 0,0 0,0 0,00 0,0 0,0 0,00 

PVe 

abrúptico 

arenosa/ 

média (2) 

0,0 0,0 0,0 0,0 0,0 0,0 0,0 0,0 0,0 0,0 

PVe típico 

média/ 

argilosa (7) 

0,0 28,6 0,0 0,0 0,0 0,0 25,0 0,0 0,0 0,0 

PVd típico 

média/ 

argilosa (2) 

0,0 0,0 0,0 0,0 50,0 0,0 0,0 0,0 0,0 100,0 

RLe típico 

média/ 

argilosa (4) 

0,0 0,0 0,0 0,0 0,0 0,0 0,0 0,00 0,0 0,0 

Em relação aos Latossolos Vermelhos, merecem destaque as classes LVef típico 

textura argilosa, LVd típico textura média e LVe típico textura argilosa, com totais de 

registro na base de validação respectivamente iguais a 39, 31 e 21. A classe LVef típico 

textura argilosa apresenta valor máximo de exatidão do produtor igual a 66,67% para o 

mapa 0,75, enquanto que o mapa 0,50 foi aquele que se mostrou com maior capacidade 

de representar de forma precisa a referida classe, apresentando valor de exatidão do 

usuário igual a 42,86%. 

De modo geral, há um equilíbrio entre a quantidade de pontos classificados 

corretamente em campo como sendo Latossolos e a capacidade dos mapas preditos em 

representar de forma acertada esses solos, situação diferente da observada para os 

Nitossolos. A análise dos cinco mapas preditos para os níveis categóricos de ordem, 

subordem, grande grupo e subgrupo mostram elevado índice de acerto para classes 

classificadas no campo como sendo da subordem NITOSSOLO VERMELHO. No 

entanto, os valores apresentados para a exatidão do usuário mostram que os mapas 

preditos apresentam baixa capacidade de representar de forma fiel os Nitossolos para 

todos os níveis categóricos observados. 

Em nível de subgrupo, a classe NVef típico textura argilosa apresenta valor de 

exatidão do produtor igual a 96% para todos os mapas (exceção para o mapa 0,25 que 

apresenta valor igual a 88,0%). A classe apresentou valor máximo de exatidão do usuário 
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igual a 45,28% para o mapa 1,00 (Tabela 16). Quanto às classes minoritárias existentes 

na base de validação Sispontos, a classe PVAd típico textura arenosa/média apresentou 

valores de exatidão do produtor e do usuário respectivamente iguais a 100% e 40% para 

o mapa 0,75. 

Os Gleissolos e Neossolos apresentaram valor nulo para exatidão do produtor e 

exatidão do usuário para os mapas produzidos em todos os níveis categóricos avaliados a 

nível de subgrupo (Tabela 16). 

A validação dos mapas preditos por comparação com a base Sisponto, no que se 

refere à exatidão individual das classes preditas, confirma a eficácia do balanceamento de 

classes em aumentar a acurácia dos mapas preditos e aponta o mapa 0,75 como aquele a 

apresentar maiores valores de exatidão. 

Assim como ocorreu durante a validação realizada por meio de comparação dos 

mapas preditos com a conjunto de pontos amostrados em campo a partir de utilização de 

hipercubo latino, a validação por comparação com a base Sisponto, composta por 

observações de solos também coletados no campo e analisados em laboratório, indica 

dificuldade dos mapas gerados em retratar de forma fiel os Nitossolos Vermelhos. 

A resposta para essa questão pode estar na discrepância entre as informações 

apresentadas pelos mapas descontínuos elaborados na área de estudo em escala de detalhe 

e usados como dados de treinamento e os conjuntos de pontos levantados no local (cLHS 

e SISPONTO) e utilizados durante a validação.  

Como visto, os mapas em nível de detalhe utilizados durante o aprendizado de 

máquina apresentam os Nitossolos como sendo os solos de maior expressão local, 

diferentemente do verificado nas duas bases de dados de validação (observações pelo 

cLHS e observações pelo SISPONTO). Tanto nos mapas das quadrículas Jaú e Brotas, de 

escala 1:100.000, quanto nos solos observados e coletados com uso do cLHS, os 

Latossolo Vermelhos predominam em relação aos Nitossolos Vermelhos. 

4.7 Validação dos mapas utilizados para geração dos modelos de predição de classes 

de solo 

Com o objetivo de interpretar os resultados da validação dos mapas preditos, 

realizou-se a validação, em nível de ordem e subordem, dos mapas utilizados durante a 

etapa de treinamento, ou seja, dos mapas descontínuos elaborados em escala de detalhes 
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na área de estudo. Isto foi realizado por comparação dos referidos mapas com o conjunto 

de pontos levantados em campo a partir de amostragem aleatória estratificada 

condicionada às variáveis ambientais (algoritmo cLHS), e também por comparação com 

a base SISPONTO, conjunto de pontos levantados durante a realização do mapeamento 

de solos por quadrícula (quadrículas Brotas e Jaú) em escala 1:100 000. 

Como foram considerados apenas os pontos circunscritos à área destes mapas 

detalhados, os pontos utilizados para esta validação foram poucos, o que não confere total 

segurança às conclusões obtidas desta avaliação. Do total de 99 pontos levantados em 

campo por amostragem aleatória estratificada condicionada às variáveis ambientais, 

apenas 9 coincidiram com as áreas abrangidas pelos mapas descontínuos. A comparação 

dos pontos citados acima com os mapas descontínuos apresentou, em nível de ordem, 

valor de exatidão global igual a 55,55% e coeficiente kappa igual a 0,16, enquanto que 

em nível de subordem, a validação resultou em valor de exatidão global igual a 44,44% 

e coeficiente kappa igual a 0,18 (Tabela 17). 

Os resultados apresentados indicam, segundo Landis e Koch (1977), péssima 

qualidade de classificação dos mapas descontínuos e repetem o comportamento 

apresentado pelos mapas preditos, com inversão nos valores de coeficiente kappa em 

relação aos resultados de exatidão global, para os níveis de ordem e subordem, com esse 

último nível apresentando kappa superior ao obtido para o nível de ordem (Tabela 17). 

Tabela 17 - Validação em nível de ordem e subordem dos mapas descontínuos utilizados 

durante o aprendizado de máquina. 

Conjunto de pontos 

utilizado 
Nível Categórico Exatidão Global (%) Coeficiente Kappa 

Base levantada por 

hipercubo latino 

Ordem 55,55 0,16 

Subordem 44,44 0,18 

Base SISPONTO 
Ordem 70,59 0,18 

Subordem 64,71 0,32 

 

A validação dos mapas descontínuos por comparação com a base SISPONTO 

utilizou um total de 17 pontos e apresentou em nível de ordem, valor de exatidão global 

igual a 70,59% e coeficiente kappa igual a 0,18 e, quando avaliado a nível de subordem, 

apresentou valor de exatidão global igual 64,71% e coeficiente kappa igual a 0,32 (Tabela 

18), indicando baixa qualidade de classificação de acordo a Landis e Koch (1977). Assim 

como ocorreu para a validação anterior, observa-se resultados invertidos quando 
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comparadas as métricas exatidão global e coeficiente kappa para os níveis de ordem e 

subordem.  

O baixo valor de kappa apresentado para o nível de ordem, quando comparado ao 

obtido para o nível de subordem, mostra a dificuldade em classificar de modo assertivo 

os solos locais, principalmente no que se refere ao primeiro nível categórico do SiBCS. 

A validação individual das classes presentes nos mapas descontínuos por 

comparação com a base de pontos levantada em campo por amostragem realizada por 

hipercubo latino (cHLS) mostra que, em nível de ordem, apenas os Latossolos apresentam 

valor de exatidão do produtor e do usuário diferente de zero (Tabela 18). Quando avaliado 

a nível de subordem, a situação se mantém como observado para o nível mais 

generalizado, apenas os Latossolos (LATOSSOLO VERMELHO-AMARELO e 

LATOSSOLO VERMELHO) apresentam valor de acurácia não nulo. 

Tabela 18 - Validação individual das classes de solos dos mapas descontínuos em relação 

à base do cLHS para nível de ordem e subordem do SiBCS. 

Validação individual para o nível de ordem 

Classes Número de 

Observações 

Exatidão do 

Produtor (%) 

Exatidão do 

Usuário 

Latossolos 6 82,33 62,50 

Nitossolos 6 0,0 0,0 

Argissolos 1 0,0 0,0 

Validação individual para o nível de subordem 

Classes Número de pontos  Exatidão do 

produtor (%)  

Exatidão do 

Usuário (%) 

LVA 3 66,67 66,67 

LV 3 66,67 40,00 

NV 2 0,00 0,00 

PVA 1 0,00 0,00 

Siglas utilizadas: LVA = Latossolo Vermelho-Amarelo; LV = Latossolo Vermelho; NV 

= Nitossolo Vermelho; PVA = Argissolo Vermelho-Amarelo 

Quando comparada com a base SISPONTO, a validação individual das classes 

apresenta, em nível de ordem, valor de exatidão do produtor para a classe Latossolos igual 

a 73,33% e exatidão do usuário igual a 83,33% (Tabela 19). 

Tabela 19 - Validação individual das classes de solos dos mapas descontínuos em relação 

à base do SISPONTO para nível de ordem e subordem do SiBCS (Continua). 

 Validação individual para nível de ordem  

Classes Número de 

observações 

Exatidão do produtor 

(%) 

Exatidão do usuário 

(%) 

Latossolos 15 73,33 83,33 

Nitossolos 1 100,00 20,00 

Argissolos  1 0,00 0,00 
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Tabela 19 - ...Continuação 
Validação individual para nível de subordem 

Classes  Número de 

observações  

Exatidão do produtor 

(%) 

Exatidão do usuário 

(%) 

LVA 2 69,23 90,00 

LV 13 50,0 50,0 

NV 1 100,0 20,00 

PVA 1 0,00 0,00 

Siglas utilizadas: LVA = Latossolo Vermelho-Amarelo; LV = Latossolo Vermelho; NV 

= Nitossolo Vermelho; PVA = Argissolo Vermelho-Amarelo  

A validação dos mapas descontínuos por comparação com a base Sispontos 

confirma o comportamento observado para a validação anterior (mapas descontínuos 

validado por comparação com a base de dados amostrada por utilização do hipercubo 

latino). 

Apesar da baixa quantidade de pontos utilizados, a validação dos mapas 

descontínuos se mostrou capaz de auxiliar a interpretar os resultados apresentados pelos 

os mapas preditos (mapa 0, mapa 0,25, mapa 0,50, mapa 0,75 e mapa 1,00), no que se 

refere à acurácia apresentada pelos documentos. 

Os baixos valores de exatidão do usuário apresentados para os Nitossolos 

Vermelhos indicam a baixa capacidade que os mapas descontínuos possuem em os 

representar de forma fiel à realidade de campo, situação diferente da observada para os 

Latossolos.  

Quando comparados os resultados obtidos para a exatidão dos mapas descontínuos 

utilizados como informação de entrada durante processo de aprendizado de máquina e os 

mapas preditos, observa-se que, em ambos os casos, os resultados apresentados indicam 

dificuldade dos documentos analisados em representar de forma correta a realidade da 

área de estudo, sobretudo no que se refere à distribuição espacial dos Nitossolos. 

A distinção entre Latossolos Vermelhos e Nitossolos Vermelhos é realizada 

principalmente por características morfológicas quase sempre de caráter subjetivo como, 

por exemplo, grau e abundância de cerosidade e grau, tamanho e tipo de estrutura do solo, 

o que pode dificultar em determinadas situações a distinção entre essas classes (Lepsch, 

2011; Kämpf & Curi, 2015; Oliveira, 2011; Santos et al., 2018). 

Após a conclusão da validação dos mapas preditos por comparação com duas 

diferentes bases de dados, a nível de subgrupo acrescido de grupamento textural, o mapa 

0,50 (Figura 20), quando comparado à base de pontos levantada em campo, por utilização 
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do algoritmo hipercubo latino, foi aquele que apresentou os valores mais elevados de 

exatidão, seguido do mapa 0,75, quando comparado à base de dados Sispontos.
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Figura 20 - Mapa digital de classes de solo obtido de balanceamento nível 0,50 (mapa 0,50). 
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Crivelenti et al. (2009), ao analisarem a influência do balanceamento de classes 

em atividades de mapeamento digital de solos realizados no estado de São Paulo, 

obtiveram resultados semelhantes ao do presente estudo, ao indicarem o nível de 

balanceamento 0,50 como sendo o de maior capacidade em aumentar a acurácia do 

documento produzido. 

A adoção de balanceamento é favorável ao aumento de acurácia de mapas gerados 

(Ma et al., 2019). No entanto, não há um consenso acerca do valor ideal de peso a ser 

adotado durante o processo. O valor de peso igual 1,0 indicado por Dias et al (2016) como 

o que produziu maior acurácia, resulta em homogeneização da base de dados. Embora 

tenda a facilitar a predição de classes de menor expressividade na área, essa situação pode 

resultar na descaracterização da paisagem física, de modo a dificultar a extração do 

correto padrão das relações solos e covariáveis ambientais por parte do algoritmo de 

aprendizagem. 

Embora o mapa 0,50 tenha apresentado maior exatidão durante a validação, 

quando comparado ao mapa resultante do recorte das quadrículas de Brotas e Jaú para a 

área de estudo, observa-se que o documento predito tem maior área representada com 

Nitossolos Vermelhos. Na medida que ocorre aumento do nível de balanceamento, a 

condição de super representação de Nitossolos Vermelhos é em parte contornada. No 

mapa 0,75 e, principalmente, no mapa 1,00, esta maior representação dos Nitossolos 

ocorre conjuntamente com um aumento desproporcional de classes minoritárias como as 

de Argissolos Vermelho-Amarelos e de Cambissolos (Figura 21). 
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Figura 21 - Distribuição espacial das classes de solo entre mapas preditos e o mapa resultante do recorte das quadrículas de Brotas e Jau. 
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Os resultados apresentados indicam eficácia dos modelos matemáticos em 

predizer classes de solos em nível de subgrupo acrescido de grupamento textural, a partir 

do estabelecimento da relação entre essas classes e covariáveis ambientais por uso de 

algoritmo de aprendizado. No entanto, a discrepância entre as informações apresentadas 

pelos mapas preditos e os conjuntos de pontos levantados na área para validação alerta 

para a importância de padronização da metodologia empregada em campo no momento 

da classificação do solo, tanto para obtenção dos dados de treinamento, quanto para 

obtenção dos dados de validação. 

 

 

5 CONCLUSÕES 

 

 

 

Mapas de solos elaborados de forma descontínua e em nível detalhado em área de 

lavoura de cana-de-açúcar podem ser utilizados para treinamento de modelos de 

mapeamento por aprendizado de máquina e geração de mapas pedológicos contínuos com 

nível de detalhe correspondente ao nível de reconhecimento de baixa intensidade. 

Em base de dados legados de mapeamentos de solo heterogênea, com classes de 

diferentes tamanhos, o balanceamento de classes contribui para predição da distribuição 

de solos mais fiel à realidade de campo. 

As duas bases de dados utilizadas para validação dos mapas, identificadas como 

cLHS e SISPONTO, foram eficazes e coerentes entre si, mostrando tendências de redução 

da exatidão global e de aumento do índice kappa com o aumento do detalhamento 

taxonômico dos mapas preditos.  

Quando validados por observações de campo distribuídas por hipercubo latino 

(cLHS), os mapas digitais de classes de solo balanceados com índice 0,5 foram mais 

exatos (exatidão global 52% e kappa 0,45), enquanto que o índice de balanceamento 0,75 

foi o que produziu mapas mais exatos (exatidão global 43% e kappa 0,35) quando as 

observações de campo para sua validação vieram de dados legados de levantamentos 

convencionais.  
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Valores de exatidão do produtor e exatidão do usuário obtidos para os Latossolos 

Vermelhos e Nitossolos Vermelhos, durante a validação dos mapas preditos e dos mapas 

descontínuos usados para treinamento durante o processo de aprendizado de máquina, 

mostraram que atributos com ambiguidade para classificação, a exemplo dos 

morfológicos diagnósticos, como os distintivos entre Latossolos e Nitossolos, reduzem 

significativamente a acurácia de mapas pedológicos convencionais e digitais. 
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