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Dados legados de levantamentos pedológicos para mapeamento digital de classes de solo, 

em larga escala e diferentes ambientes pedogenéticos 

 

 

RESUMO 

 

Ampliar a cobertura por mapeamento pedológico é uma necessidade para o planejamento 

territorial municipal ou regional e o mapeamento digital de classes de solos (MDS) pode 

contribuir para otimizar os levantamentos. Ainda não é claro quais estratégias são mais eficazes 

para o MDS alcançar resultados satisfatórios quando aplicados para áreas extensas e em 

diferentes condições pedogenéticas. O Google Earth Engine é uma plataforma que integra 

cartografia e ciência de dados e dispõe de grande capacidade computacional, sendo o ambiente 

ideal para o MDS em larga escala. Este estudo avaliou o uso de informações legadas de 

levantamentos pedológicos em nível de semidetalhe para gerar mapas digitais de classes de 

solos por diferentes estratégias de amostragem e em diferentes contextos pedogenéticos. A 

predição de classes de solo foi feita utilizando o Random Forest como classificador, em quatro 

folhas cartográficas na escala 1:100.000, com regiões que abrangem o Planalto Centro-

Ocidental Paulista, as Cuestas arenito-basálticas, a Depressão Periférica Paulista, além de 

Planícies e Terraços Fluviais. Uma área piloto que contém um mapa geológico com bom 

detalhamento, foi utilizada para padronizar as rotinas de construção das bases de dados para os 

testes, avaliando a eficácia do MDS em larga escala com base em pixels e em objetos e 

investigar os resultados obtidos em cada classe predita. As bases de dados de treinamento foram 

constituídas por pontos de observação em campo, regiões de interesse e unidades de 

mapeamento extraídas de mapas pedológicos convencionais. Dados legados foram usados nas 

etapas de treinamento e de validação. Os resultados foram avaliados em diferentes níveis 

taxonômicos de classificação de solos e confrontando estratégias de estratificação da área em 

ambientes mais homogêneos para MDS utilizando mais de um modelo e sem estratificação, ou 

seja, aplicando um único modelo. A importância preditiva das covariáveis foi avaliada pela 

importância de Gini e o desempenho dos mapas digitais de classes de solos foram avaliados 

pela acurácia global e índice Kappa obtidos quando confrontados os resultados preditos com a 

verdade de campo. A qualidade da predição por classe de treinamento foi avaliada pela taxa de 

verdadeiros positivos e pela precisão obtidas em cada classe. Os resultados indicam que não 

houve diferenças significativas na qualidade global dos mapas gerados na classificação por 

pixels e por objetos, embora haja diferenças importantes na predição por classe entre essas 

abordagens. Covariáveis geomorfológicas categóricas e geológicas têm maior importância 

preditiva com o detalhamento do nível taxonômico das classes de solos. A construção das bases 

de dados ampliando a quantidade de amostras por regiões de interesse ou utilizando somente 

os pontos de campo proporcionaram melhor desempenho que as bases de dados constituídas 

por unidades de mapeamento extraídas de mapas convencionais. A qualidade do MDS diferiu 

bastante em cada ambiente pedogenético, porém, os resultados globais da classificação 

utilizando um modelo específico para cada ambiente foram semelhantes aos da classificação 

utilizando um único modelo na área como um todo. As informações legadas dos levantamentos 

convencionais semidetalhados podem ser utilizadas para produzir mapas digitais de Unidades 

de Solo com qualidade satisfatória (acurácia 61 % e Kappa 0,54) em área extensa onde haja 

mapeamentos geológico e geomorfológico com bom detalhamento. 

Palavras-chave: pedometria, classificação supervisionada, Random Forest.  
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Soil survey legacy data to develop digital soil class mapping, on large scale at different 

pedogenic environments 

 

 

ABSTRACT 

 

Expanding coverage by pedological mapping is a necessity for local and regional planning, and 

digital soil class mapping (DSM) can contribute to optimizing surveys. It is still unclear which 

strategies are most effective for DSM to achieve satisfactory results when applied to large areas 

and under different pedogenetic conditions. Google Earth Engine is a platform that has great 

computational capacity and integrates cartography and data science, optimizing DSM routines 

and becoming the ideal environment for carrying out large-scale DSM tests. The objective of 

this study was to generate large-scale digital soil class maps, evaluating the performance of the 

DSM on the sampling strategies for building the training datasets, the predictive power of 

covariates that characterize the relief and geology, the diversity of pedogenetic environments 

and the taxonomic level of soil classification. The prediction of soil classes was carried out by 

supervised classification, using the Random Forest algorithm, on four cartographic sheets on a 

1:100,000 scale, in regions that cover areas of the western plateau of São Paulo state, Brazil, 

the sandstone-basaltic Cuesta, the peripheral depression, in addition to river plains and terraces. 

A pilot area, which has a geological map detailed, was used to standardize the dataset 

construction routines for the tests, evaluating the effectiveness of the large-scale DSM from 

pixel-based and object-based, also investigating the results obtained in each predicted class. 

Training datasets consisted of field observation points, regions of interest close to the field 

observation sites, and mapping units extracted from conventional soil maps. The most effective 

way to evaluate DSM results is by confronting the predicted results with the field truth, hence 

the importance of legacy data both in the training and testing phases. The results were evaluated 

at different taxonomic levels of soil classification and confronting area stratification strategies 

for DSM using more than one model and without stratification, that is, applying a single model. 

The predictive importance of the covariates was evaluated by the mean decrease of impurity - 

MDI (Gini importance) and the performance of the digital soil classes maps were evaluated by 

the global accuracy and Kappa index obtained when the predicted results were compared with 

the field truth. The quality of the prediction by training class was evaluated by the true positive 

rate and the precision obtained in each class. The results indicate that there were no significant 

differences in the global quality of the maps generated in the classification by pixel-based and 

object-based strategies, although there are important differences in the prediction by class 

between these approaches. Categorical, geomorphological and geological covariates have 

greater predictive importance by MDI as the taxonomic level of soil classification becomes 

more detailed. The construction of datasets using regions of interest and using only field points 

were better than those constituted by mapping units extracted from conventional maps. The 

quality of the DSM differed greatly in each pedogenetic environment, however, the global 

results using specifics model for each environment were similar to those using a single model 

for the entire area. The legacy information from semi-detailed conventional surveys can be used 

to produce digital soil classes maps with satisfactory quality (accuracy 61% and Kappa 0.54) 

in a large area which has geological and geomorphological mapping with good detail. 

Keywords: pedometrics, supervised classification, Random Forest.
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1 INTRODUÇÃO 

 

 

A falta de informações sobre os solos em nível adequado ao planejamento regional é 

uma lacuna no conhecimento das características do meio físico que inviabiliza que as 

especificidades dos diferentes tipos de solos sejam consideradas no planejamento e na tomada 

de decisão, gerando prejuízos econômicos e ao meio ambiente, a médio e longo prazo (Sartori 

et al., 2019). Essa é uma realidade que ocorre em todas as unidades federativas do Brasil e 

também em muitos países. 

Restabelecer a execução de mapeamentos pedológicos é essencial para que existam 

informações sobre distribuição de classes de solos com detalhe e qualidade suficientes para 

apoiar o planejamento regional que leve em consideração as características dos diferentes tipos 

de solo. Os levantamentos pedológicos que cobrem todo o estado de São Paulo (Oliveira et al., 

1999; Rossi, 2017), por exemplo, apresentam limitações para análises em nível municipal ou 

em microbacias hidrográficas. Assim, é alta a demanda pela produção de mapas de solo com 

melhor nível de detalhe. 

Os levantamentos pedológicos realizados por métodos exclusivamente convencionais 

demandam muitos recursos financeiros, logísticos, materiais e humanos para sua execução, com 

isso, as metodologias de mapeamento digital de classes de solos (McBratney et al., 2003) são 

vistas, pelo menos, como estratégias complementares, que trazem a expectativa de redução do 

tempo e do custo de elaboração de mapas pedológicos, permitindo também que extensas áreas 

sejam previamente mapeadas (Ten Caten et al., 2012), podendo orientar expedições de campo 

no mapeamento convencional, inclusive. 

Estudos recentes já empregaram técnicas de mapeamento digital de classes de solo 

(MDS) em contextos brasileiros (Carvalho Junior et al., 2020). O MDS integra métodos e 

tecnologias relativamente recentes, que envolvem o processamento digital de dados 

provenientes de sensoriamento remoto e de mapeamentos temáticos, utilizando também 

procedimentos de mineração de dados e de aprendizagem de máquina (Witten et al., 2017). 

A aprendizagem de máquina, por meio da classificação supervisionada, permite a 

predição de classes de solo de forma satisfatória para áreas não mapeadas (Silva et al., 2013; 

Valadares, 2017; Carvalho Junior et al., 2020), a partir do conhecimento adquirido em áreas de 

referência, como mostram Wolski et al. (2017). Em alguns casos, os resultados do MDS 
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apresentaram mapas com acurácia superior a 75 %, confrontando os mapas com observações 

realizadas em campo (Höfig et al., 2014). 

É desejável investigar estratégias que possam ampliar o uso de informações legadas de 

levantamentos anteriores, presentes nos mapas, nos boletins e nas bases de dados de 

amostragem do solo em campo e de análises laboratoriais de propriedades dos solos. Essas 

informações tem potencial de apoiar e até mesmo viabilizar a retomada dos levantamentos 

pedológicos sistemáticos (McBratney et al., 2003). 

O mapeamento pedológico sistemático em nível de semidetalhe, no estado de São Paulo, 

cobre apenas cerca de 15 % do território do estado, atualmente. Esses levantamentos tiveram 

início em 1975 com os trabalhos realizados na Seção de Pedologia do Instituto Agronômico 

(IAC), com a publicação da folha de Campinas (Oliveira et al., 1977), na escala de 1:100.000. 

A partir daí, foram elaborados, ao todo, 14 mapas pedológicos de nível semidetalhado, seguindo 

a articulação do Sistema Cartográfico Nacional (Brasil, 1967; IBGE, 2011), até o ano 2000, 

com a publicação da folha de Marília (Coelho et al., 2000), conforme ilustra a figura 1. 

 
 

Figura 1 – Folhas 1:100.000 do mapeamento pedológico semidetalhado do estado de São 

Paulo, articuladas no Sistema Cartográfico Nacional. 
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Como o mapeamento digital de classes de solo envolve grandes conjuntos de dados, 

ferramentas de computação em nuvem como o Google Earth Engine – GEE (Gorelick et al., 

2017) podem possibilitar análises em larga escala e o mapeamento de áreas extensas em pouco 

tempo, quando se tem dados disponíveis. Padarian et al., (2015) indicaram a possibilidade de 

incluir o GEE em etapas das rotinas de mapeamento digital de solos, com a vantagem de gerar 

mapas 40 a 100 vezes mais rapidamente do que por rotinas e ferramentas tradicionalmente 

utilizada no mapeamento digital de solos. 

Há grande especificidade nas técnicas empregadas em cada estudo em MDS devido, 

principalmente, às diferentes características do meio físico e à disponibilidade de informações 

em cada caso, visto que boa parte das metodologias utilizam dados legados (pré-existentes), 

tanto referente às covariáveis preditivas, que representam os fatores pedogenéticos, quanto aos 

dados sobre a ocorrência e a distribuição espacial das classes de solos (Adhikari et al., 2014; 

Camera et al., 2017; Heung et al., 2016; Pásztor et al., 2018; Teske et al., 2015 apud Carvalho 

Junior et al., 2020). 

Devido às especificidades das técnicas empregadas, ainda é preciso investigar como os 

métodos de MDS se comportam em diferentes condições pedogenéticas, em relação a condições 

específicas de diversidade e de distribuição das classes de solo na paisagem. Unidades 

geomorfológicas, por exemplo, apresentam padrões de relevo relativamente homogêneos e 

estão intrinsecamente associadas à ocorrência de unidades litológicas (Ross, 1992), ambos são 

fatores com grande influência na pedogênese que permitem delimitar ambientes 

pedogeneticamente mais homogêneos. 

Höfig et al. (2014) indicaram que a utilização de diferentes modelos preditivos para 

diferentes paisagens em uma mesma área de estudo pode melhorar a qualidade da extrapolação 

quando confrontados os resultados de predição com observações em campo. Testar critérios 

para a seleção de áreas mais homogêneas na elaboração de modelos preditivos também é um 

passo importante para o MDS. Neste sentido, unidades geomorfológicas podem ser úteis devido 

à forte relação entre as feições do relevo e a ocorrência de solos na paisagem. 

Testar metodologias de MDS em diferentes unidades geomorfológicas permite avaliar 

a qualidade desses métodos em diferentes condições pedogenéticas, bem como a utilização da 

geomorfologia como critério para delimitação de áreas mais homogêneas. Unidades 

morfoesculturais como o Planalto Centro Ocidental Paulista (embasado em rochas sedimentares 

do Mesozóico Superior), Planaltos Residuais da região de Cuestas Basálticas (embasados em 
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rochas eruptivas básicas do Mesozóico Inferior) e a Depressão Periférica Paulista (embasada 

em rochas sedimentares do Paleozóico) (Ross e Moroz, 1997; Perrota et al., 2006) apresentam 

diferentes diversidades pedológica, geomorfológica e litológica, permitindo a testagem da 

versatilidade e da robustez de métodos de MDS para contextos representativos de grande parte 

do território do estado de São Paulo. As informações legadas dos levantamentos pedológicos 

semidetalhados no estado de São Paulo contemplam grande parte dos ambientes pedogenéticos 

presentes nessas três unidades morfoesculturais. 

Outras questões de ordem prática encontradas no MDS ainda permanecem pouco 

investigadas e não foram avaliadas considerando diferentes contextos pedogenéticos. Wolski et 

al. (2017) perceberam que há uma limitação na extrapolação de classes de solo com baixa 

ocorrência nas áreas de referência, portanto, é de se esperar que nem toda diversidade de solos 

presente nos levantamentos legados alcançarão predição com qualidade satisfatória em novas 

áreas. Portanto, é importante entender se existem e quais são as informações disponíveis nos 

levantamentos legados e que podem ser utilizadas no MDS de novas áreas. 

O presente estudo tem como grande foco de seu ineditismo a busca por estratégias de 

MDS em larga escala, para solos de diferentes ambientes pedogenéticos, típicos de ambientes 

tropicais. Poucos estudos empregaram o MDS em larga escala como Bui (2006), sobretudo para 

solos tropicais e com objetivo de contribuir com a continuidade de levantamentos sistemáticos, 

que produzam informações com nível adequado ao planejamento de abrangência municipal e 

sub-regional. 

Além disso, este estudo é inovador ao propor a utilização das unidades elementares de 

relevo como paradigma para abordagens de mapeamento digital de classes de solos com base 

em objetos, por meio de uma técnica semiautomática de mapeamento geomorfológico de 

detalhe. O MDS com base em objetos é uma abordagem que, recentemente, tem sido vista como 

um caminho vantajoso, como nos trabalhos de Dornik et al., (2018) e Cremon et al., (2021). 

O presente estudo também inova e contribui com o conhecimento sobre MDS ao 

compartilhar suas bases de dados e rotinas de processamento. O compartilhamento e a 

implementação em larga escala foram possíveis pela utilização da plataforma Google Earth 

Engine (GEE) (Gorelick et al., 2017), que dispõe de alta capacidade computacional em nuvem 

e é um ambiente de implementação colaborativa. 
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 Diante ao exposto, este estudo foi orientado para investigar e discutir as seguintes 

hipóteses: 

1. Dados legados de levantamentos pedológicos convencionais semidetalhados, de escala 

1:100.000, podem ser utilizados para gerar mapas digitais de classes de solos em larga 

escala, em áreas com grande diversidade de solos, utilizando a plataforma Google Earth 

Engine. 

2. O mapeamento geomorfológico detalhado, em unidades elementares de relevo, pode ser 

utilizado para criar mapas digitais de classes de solos por meio da classificação com 

base em objetos, alcançando resultados semelhantes ou melhores do que os obtidos em 

abordagens de classificação com base em pixels. 

3. Covariáveis categóricas e que apresentam características que regionalizam a 

variabilidade das classes de solo são mais importantes para a predição em níveis mais 

detalhados de classificação taxonômica de solos. 

4. Modelos preditivos desenvolvidos para ambientes com características pedogenéticas 

mais específicas apresentam melhor desempenho em relação àqueles desenvolvidos 

para ambientes pedogeneticamente mais diversos. 

 Para isso, o objetivo geral deste estudo foi avaliar o uso de informações legadas dos 

levantamentos pedológicos sistemáticos, em nível de semidetalhe, no estado de São Paulo, para 

gerar mapas digitais de classes de solos em áreas sob diferentes contextos pedogenéticos, tendo 

os seguintes objetivos específicos: 

1. Avaliar resultados obtidos com o MDS em larga escala para uma área piloto, elaborado 

a partir de dados legados de levantamentos convencionais, a fim de padronizar rotinas 

para avaliação do MDS em diferentes ambientes pedogenéticos. 

2. Comparar a qualidade de mapas digitais de classes de solos elaborados por classificação 

com base em pixels e com base em objetos, utilizando como unidade cartográfica as 

unidades elementares de relevo. 

3. Avaliar diferentes estratégias de amostragem na construção de bases de dados de 

treinamento. 

4. Avaliar o mapeamento digital de classes de solos em diferentes ambientes 

pedogenéticos.  
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2 REVISÃO DE LITERATURA 

 

 

O Sistema Brasileiro de Classificação de Solos é uma taxonomia que coloca no mesmo 

agrupamento solos com características naturais semelhantes (Santos et al, 2018). Como esta 

taxonomia é um sistema morfogenético, a definição dos grupos de solos passa pelo 

entendimento dos processos pedogenéticos atuantes ao longo do tempo, o que permite inferir 

também sobre o ambiente pedogenético atual. 

O Pedon é o corpo tridimensional que representa o indivíduo do solo. Entende-se que 

ele consiste no menor volume de solo que pode ser descrito e amostrado para representar a 

natureza e a organização dos horizontes e camadas de um solo, bem como sua variabilidade, 

preservada nas amostras (USDA, 1999). O perfil de solo, que compreende a face que vai da 

superfície até o limite inferior do Pedon, é utilizado como unidade básica para fins de 

classificação taxonômica e hierárquica dos solos (Santos et al., 2018). 

 Os levantamentos de solos para fins de classificação e mapeamento tem sua 

fundamentação teórica na relação solo-paisagem (Hudson, 1992). O estudo dos solos em uma 

catena, permite entender as relações entre as propriedades do solo e sua posição na paisagem, 

estabelecendo relações cronológicas entre os tipos de vertentes (Campos, 2012).  

A depender do nível de detalhe das informações que se deseja obter sobre as 

propriedades do solo, os levantamentos de solos para fins de classificação taxonômica podem 

ser realizados em diferentes intensidades ou níveis de detalhamento. Cada nível de 

detalhamento é, portanto, capaz de atender a um conjunto de atividades, subsidiando o 

planejamento para níveis específicos de demanda e tomada de decisões (IBGE, 2015). 

Jenny (1941) propõe a formulação que fundamenta os levantamentos realizados por 

métodos convencionais. A classe de solo é produto da interação entre os fatores de formação 

do solo. Esta formulação é conhecida como modelo clorpt: climate, organisms, relief, parent 

material e time. 

 O mapeamento digital de solos (MDS) representa uma mudança de paradigma, presente 

na conceituação da relação solo-paisagem do trabalho de Hudson (1992), para uma nova 

abordagem, conforme o modelo scorpan descrito por McBratney et al. (2003), adaptado para o 

mapeamento de classes de solos, expresso por: 

Sc = f (s,c,o,r,p,a,n)         (1) 
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onde: Sc = classe de solo, s = solo, c = clima, o = organismos, r = relevo, p = geologia, a = 

tempo, n = vizinhança. 

No modelo scorpan, a função solo assume, portanto, conotação espacial e estocástica 

da própria variável solo, que ocorre em posições na vizinhança com características preditivas 

semelhantes (Heuvelink e Webster, 2001). As covariáveis preditivas são essenciais para o 

mapeamento digital de classes de solos por classificação supervisionada, pois, contém as 

informações com as quais o modelo preditivo é construído e a partir das quais a ocorrência de 

classes de solos é predita. 

 O mapeamento digital de classes de solos (MDS) é um tipo especial de mapeamento 

digital de solos, que visa a elaboração de mapas temáticos que contêm informações sobre a 

ocorrência espacial de tipos de solos, classificados segundo uma taxonomia. Grande parte das 

metodologias utilizam técnicas de classificação supervisionada, onde a aprendizagem de 

máquina ocorre a partir dos exemplos, fornecidos a priori, sobre os atributos das covariáveis 

associadas a cada classe a ser predita (Witten et al., 2017). 

Elementos associados ao relevo são os mais frequentemente utilizados no MDS. No 

mapeamento pedológico convencional, a relação solo-paisagem é traduzida nos delineamentos 

das unidades de mapeamento (Hudson, 1992). O relevo também é um dos condicionantes dos 

processos de remoção, transporte e deposição de materiais que ocorrem na superfície. 

O mapeamento geomorfológico de detalhe pode ser utilizado como uma das covariáveis 

preditivas no mapeamento digital de classes de solos. As formas ou unidades elementares de 

relevo são áreas definidas pela homogeneidade dos valores das propriedades morfométricas 

fundamentais e são delimitadas pela descontinuidade nos valores destas propriedades. 

Colangelo (1996) exemplificou as nove unidades elementares derivadas da combinação 

entre os três tipos de curvaturas em perfil (convexa, retilínea e côncava) e em planta (divergente, 

retilínea e convergente), classificando estas formas de acordo com o comportamento dos fluxos 

hídricos superficiais em três domínios (dispersão, transição e concentração) e nove formas 

elementares (hiperdispersor, mesodispersor longitudinal, hipodispersor, mesodispersor radial, 

transição, mesoconcentrador radial, hipoconcentrador, mesoconcentrador longitudinal e 

hiperconcentrador), conforme apresentado na tabela 1. 

Os métodos para mapeamento das formas elementares feitos por meio de interpretação 

visual de bases cartográficas e expedições de campo são subjetivos e demandam bastante tempo 
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de trabalho manual, além de profissional com elevada expertise, podendo ser inviável em áreas 

muito extensas. Drăguţ e Blaschke (2006) utilizaram a segmentação de imagens para 

automatizar a classificação das formas elementares de relevo por meio de análise orientada a 

objetos (GEOBIA – Geographic Object-based Image Analysis) e identificaram grandes 

vantagens na utilização desta abordagem, dentre elas a boa reprodutibilidade. 

Tabela 1 - Classificação das formas elementares de relevo. Adaptado de Colangelo (1996). 

 

Forma elementar do relevo Perfil Planta Domínio 

Hiperdispersor Convexo Divergente 

Dispersão 
Mesodispersor longitudinal Convexo Retilínea 

Hipodispersor Convexo Convergente 

Mesodispersor radial Retilíneo Divergente 

Neutro Retilíneo Retilínea Transição 

Mesoconcentrador radial Retilíneo Convergente 

Concentração 
Hipoconcentrador Côncavo Divergente 

Mesoconcentrador longitudinal Côncavo Retilínea 

Hiperconcentrador Côncavo Convergente 

Essa abordagem abre caminho para a utilização das unidades elementares de relevo 

como unidade cartográfica e para a construção de bases de dados, em uma abordagem de 

classificação com base em objetos. Alguns estudos recentes compararam a produção de mapas 

digitais de classes de solos produzidos por meio da classificação com base em pixels e com 

base em objetos. Cremon et al. (2021) encontraram acurácia de 70 % na abordagem de 

classificação por objetos, resultado 5 % maior que o encontrado na abordagem por pixels. No 

trabalho de Dornik et al. (2018), que alcançaram acurácia global de 58 %, a vantagem da 

abordagem por objetos foi ainda maior, 10 % em relação à classificação com base em pixels na 

produção de mapas digitais de classes de solo. 

Utilizando base de dados de relevo e geologia associada a unidades de mapeamento de 

levantamentos convencionais em nível semidetalhado, Crivelenti et al. (2009) alcançaram 

acurácia global de 60,75 %. Empregando abordagem semelhante, Silva et al. (2013) obtiveram 

acurácia global de 52 % e índice Kappa de 41 % (relação da concordância esperada pela 

concordância observada). Dias et al. (2016) encontraram acurácia global de 58 % e índice 

Kappa de 50 %, em mapas digitais de classes de solos construídos a partir do treinamento em 

um conjunto de pontos de amostragem do solo em campo, utilizando o Random Forest como 

classificador. 

Ten Caten et al. (2012) encontraram 48 % como valor médio do índice Kappa para 

estudos em mapeamentos digitais de solo realizados no Brasil. Os autores apontam para a 
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necessidade de padronização de rotinas no mapeamento digital de solos para que comparativos 

possam ser realizados com rigor. Também ressaltaram a importância de que os estudos 

desenvolvidos no Brasil sejam divulgados no exterior, pois, contemplam grande diversidade de 

ambientes pedogenéticos, característicos de regiões tropicais e subtropicais. 

Árvores de decisão têm sido largamente utilizadas para a geração de mapas digitais de 

classes de solos por classificação supervisionada. Esses algoritmos utilizam o procedimento 

“Divide-And-Conquer”, que consiste na escolha de determinado valor de um atributo da base 

de dados para assumir a posição de “raiz” da árvore, dividido a base de dados em subconjuntos, 

um para cada situação que o atributo em questão possa assumir. Este processo ocorre 

sucessivamente até que todas as observações em um nó sejam da mesma classe, definindo uma 

folha na árvore de decisão (Witten et al., 2017). 

A alocação dos atributos ao longo da árvore de decisão utiliza, geralmente, o conceito 

de ganho de informação. A informação mede a pureza de um conjunto de dados, é um conceito 

análogo ao da entropia, que pode ser calculado conforme a equação (2) (Witten et al., 2017): 

Entropia (p1, p2 , . . . , pn ) = - p1 log2 p1 – p2 log2 p2 . . . – pn log pn   (2) 

onde p1, ..., pn representam a probabilidade de ocorrência de cada uma das “n” classes 

apresentadas no conjunto de dados em determinado ramo. 

Quando o número de observações em alguma das classes em um ramo é nulo o valor da 

informação é zero. O valor da informação é igual a 1 quando o número de observações no ramo 

é o mesmo para todas as classes (Witten et al., 2017). 

A informação média em um nó, por sua vez, é calculada pela soma dos produtos entre 

o valor da informação de cada ramo e a probabilidade de uma observação do nó pertencer ao 

respectivo ramo (P = número de observações no ramo/número de observações no nó) (Witten 

et al., 2017), equação (3): 

Informação média = Pa Entropia (pa1,..., pan) x ..... x Pn Entropia (pn1,..., pnn) (3) 

O ganho de informação é calculado pela diferença entre os valores da informação antes 

e depois do nó. Os atributos que apresentam maior ganho de informação vão assumindo as 

posições dos nós sucessivamente ao longo da árvore de decisão (Witten et al., 2017). 

O algoritmo Random Forest (Breiman, 2001) é um tipo especial de classificador do tipo 

comitê (Bagging), que utiliza como base o algoritmo do tipo árvore de decisão J.48 (C4.5) 
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(Quinlan, 1992), criando uma floresta aleatória de diferentes árvores de decisão. Classificadores 

com a abordagem de comitê baseiam-se na ideia de transformar um classificador ruim em um 

classificador de alto desempenho. O Random Forest pode ser considerado uma das técnicas 

disponíveis mais promissoras para o MDS (Chagas et al., 2016; Rudiyanto et al., 2016; Hengl 

et al., 2015; Heung et al., 2016; Heung et al., 2017; Souza et al., 2016 apud Machado et al., 

2019). 

O MDS produz mapas temáticos (categóricos), com base em sistemas taxonômicos 

hierárquicos de classificação de solos que consideram o conjunto de propriedades presentes no 

perfil de solo e os processos envolvidos na sua formação (USDA, 1999; IUSS Working Group 

WRB, 2015; Santos et al., 2018). 

Por conter informações categóricas, a qualidade dos mapas digitais de classes de solos 

deve ser avaliada de forma semelhante à utilizada para avaliar outros mapas temáticos, para os 

quais, a qualidade do produto final pode ser interpretada pela probabilidade de ocorrência de 

erros de classificação (Stehman, 1997). Esta probabilidade pode ser estimada confrontando as 

informações preditas nos mapas com a verdade observada em campo em uma matriz de 

confusão, que permite calcular e avaliar métricas como a acurácia global, a exatidão do usuário, 

a exatidão do produtor e o índice Kappa (Weiss e Zhang, 2003). 

Para a avaliação de mapas temáticos, a unidade básica de amostragem para validação 

deve ter o mesmo suporte (formato, tamanho e orientação) que a unidade básica do mapa predito 

(Brus et al., 2011). Considerando que os mapas produzidos no presente estudo são compostos 

por pixels com, aproximadamente, 30 m de aresta cada (área de 900 m2) e que a área mínima 

mapeável, na escala de 1:50.000, é aproximadamente nove hectares (90.000 m2), a unidade 

básica (pixel) do mapa pedológico produzido pode ser considerada um ponto (100 vezes menor 

que a área mínima mapeável). 

Desta forma, a unidade básica de amostragem para validação dos mapas digitais de 

classes de solos do presente estudo é o ponto de observação do solo em campo, cuja classe de 

solo identificada assumimos representar toda a área do respectivo pixel no plano digital de 

informação. Presumindo que esta aproximação é válida, dentro da área correspondente a um 

pixel, a variabilidade da classificação do solo até o 4º nível categórico do SiBCS, acrescido do 

tipo de horizonte A e do grupamento textural é considerada não significativa. 
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A quantidade total de amostras necessárias para validação de um mapa temático pode 

ser estimada utilizando valores da exatidão global esperada 𝑝̌ e do erro padrão máximo aceitável 

𝑠𝑒𝑚𝑎𝑥
2  (Brus et al., 2011): 

𝑛 =
𝑝(1−𝑝)

𝑠𝑒𝑚𝑎𝑥
2 + 1     (4) 

Porém, esse método pode retornar grande variedade de resultados, a depender dos 

parâmetros, tornando a decisão sobre o tamanho da amostra 𝑛 uma função do tempo e do 

recurso financeiros disponíveis para o levantamento. Uma decisão pode ser tomada sobre a 

densidade amostral para validação de mapas digitais de classes de solos com base na quantidade 

de observações realizadas nos levantamentos pedológicos convencionais. Os levantamentos 

selecionados no presente estudo como áreas de referência apresentam, aproximadamente, uma 

observação de campo a cada 140 ha, ou seja, cerca de 500 observações a cada carta na escala 

1:50.000 (~ 70.000 ha) (Oliveira e Prado, 1984; Oliveira, 1999). 

O planejamento amostral de um levantamento de informações sobre a verdade de campo 

define, em grande parte, o tempo e o custo financeiro da coleta, processamento e análise das 

amostras. Contudo, para se alcançar uma validação com nível de confiabilidade conhecido, 

deve-se garantir a seleção de observações e amostras probabilísticas (aleatórias e com 

probabilidade de inclusão > 0) e descartar locais de amostragem escolhidos de forma arbitrária 

ou subjetivamente. 

Brus et al. (2011) ressaltaram problemas decorrentes da utilização de dados não 

probabilísticos na validação de mapas devido à auto correlação espacial dos erros de predição. 

Este fenômeno ocorre quando separamos parte dos dados de referência para utilizar na etapa de 

validação (hold-out ou data-split) e também na validação cruzada (cross-validation n folds), 

quando os dados de referência para calibração dos modelos são amostras não probabilísticas, 

portanto, é ainda mais importante a utilização de amostras probabilísticas adicionais para a 

etapa de validação, conforme também concluem Biswas e Zhang (2018). 

 Na amostragem probabilística, todas as unidades de uma população (no caso, pixels da 

região a ser validada) possuem uma probabilidade positiva de ser selecionada e a probabilidade 

de seleção de qualquer combinação de unidades amostrais é conhecida (Cochran, 2006). Desta 

forma, as medidas de qualidade dos mapas e seus respectivos erros padrões podem ser 

estimados sem viés, fazendo uso da probabilidade de seleção das amostras, determinada pelo 
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plano de amostragem. Por exemplo, em uma população de tamanho N a probabilidade de 

seleção de n amostras em uma amostragem casual simples é n/N. 

Contudo, entraves de ordem prática são inevitáveis e nem toda a área de um mapa 

pedológico é possível de ser visitada para observação e amostragem. Portanto, áreas urbanas, 

edificações, rios e lagos precisam ser excluídos previamente da área a ser avaliada. Também é 

válido considerar a exclusão de áreas muito próximas ou muito distante de estradas, buscando 

garantir boas condições de visita. 

Embora, estatisticamente, os resultados obtidos não serem aplicáveis às áreas fora da 

população, podemos considerá-los representativos em áreas bem cobertas por malha viária, por 

exemplo. Nesses casos, as estradas funcionam como eixos de transectos ao longo do qual 

amostras podem ser coletadas, abrangendo grande parte da diversidade de solos de uma área de 

estudo. Sendo assim, informações de observações realizadas em campo, legadas dos 

levantamentos convencionais, podem ser utilizadas na etapa de validação dos mapas digitais de 

classes de solos, porém, para que sejam empregados em uma estimativa sem viés é necessário 

que a probabilidade de inclusão seja conhecida, o que nem sempre é viável. 

Cochran (2006) prevê ganhos na precisão das estimativas utilizando amostragem 

estratificada quando a população é composta por grupos com grande variação no tamanho, se 

existem variáveis auxiliares intimamente relacionadas aos tamanhos dos grupos e quando é 

possível obter uma boa medida de proporção para configurar os estratos. No caso dos mapas 

pedológicos, as classes de solo variam grandemente em relação a área ocupada no território e é 

possível obter uma boa medida da distribuição de variáveis intimamente relacionadas com a 

variabilidade das classes de solo, como a geomorfologia e a geologia, por exemplo. 

 Uma amostragem aleatório-estratificada com base na geomorfologia e com distribuição 

da quantidade de amostras em cada estrato 𝑛ℎ, proporcional à área relativa do estrato, satisfaz 

os critérios para um plano de amostragem probabilística. Unidades geomorfológicas podem 

conter informações como a natureza dos processos superficiais predominantes (acumulação ou 

dissecação), a forma do topo das vertentes, a densidade da rede de drenagem e o 

aprofundamento das incisões (grau de entalhamento) (IBGE, 2009), sendo um bom indicativo 

da variabilidade de classes de solo (Ross, 1992). 

Em relação aos estimadores das métricas a serem avaliadas em uma validação de mapas 

temáticos utilizando amostragem probabilística, Brus et al. (2011) apresentam equações para 
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uma abordagem aleatório-estratificada. A acurácia global (pureza) pode ser estimada pela 

média ponderada das exatidões em cada estrato 𝑝̂ℎ, ou seja: 

𝑝̂ =  ∑ 𝑤ℎ
𝐻
ℎ=1 𝑝̂ℎ = ∑ 𝑤ℎ

𝐻
ℎ=1

∑ 𝑛ℎ𝑢𝑢
𝑈
𝑢=1

𝑛ℎ
,    (5) 

onde 𝑤ℎ é o tamanho relativo (proporção da área) do estrato h, 𝑤ℎ = 𝐴ℎ 𝐴⁄ , 𝑛ℎ𝑢𝑢 é a quantidade 

de locais de amostragem no estrato h corretamente mapeados como u (diagonal principal da 

matriz de confusão) e 𝑛ℎ é o total de amostras no estrato h. Por esta aproximação, o erro padrão 

da acurácia global pode ser estimado por: 

𝑠𝑒(𝑝̂) = √∑ 𝑤ℎ
2 𝑝ℎ(1−𝑝ℎ)

𝑛ℎ−1
𝐻
ℎ=1 .        (6) 

 Com os estratos definidos por variáveis auxiliares e não pelo mapa pedológico predito, 

o número de amostras por unidade de mapeamento é aleatório e varia entre repetidas amostras. 

Então, a pureza das unidades de mapeamento (exatidão do usuário) pode ser estimada pelo 

estimador de proporção: 

𝑝̂𝑢 =
∑ 𝐴ℎ

𝑛ℎ𝑢𝑢
𝑛ℎ

𝐻
ℎ=1

∑ 𝐴ℎ
𝑛ℎ𝑢+

𝑛ℎ

𝐻
ℎ=1

,          (7) 

onde 𝐴ℎ é a área do estrado h e 𝑛ℎ𝑢+ é o total de amostras mapeadas como u no estrado h. O 

erro padrão desta estimativa pode ser estimado por: 

𝑠𝑒(𝑝̂𝑢) =  √
1

(𝐴𝑢+)2
∑ 𝐴ℎ

2 𝑠ℎ
2(𝑑)

𝑛ℎ

𝐻
ℎ=1 ,         (8) 

onde 𝐴𝑢+ é a área da unidade de mapeamento u e 𝑠ℎ
2(𝑑) é variância residual estimada no estrato 

h: 

𝑠ℎ
2(𝑑) =

∑ (𝑑ℎ𝑢𝑖−𝑑̅ℎ𝑢)2𝑛ℎ
𝑖=1

𝑛ℎ−1
,     (7) 

onde 𝑑ℎ𝑢𝑖 = 𝑦ℎ𝑢𝑖 − 𝑝̂𝑢 ∗ 𝑥ℎ𝑢𝑖,       (8) 

e 𝑑̅ℎ𝑢 =
1

𝑛ℎ
∑ 𝑑ℎ𝑢𝑖

𝑛ℎ
𝑖=1 .      (9) 

Na equação (8) 𝑦ℎ𝑢𝑖 e 𝑥ℎ𝑢𝑖 são indicadores definidos como: 

𝑦ℎ𝑢𝑖 = {
1, 𝑐̂ℎ𝑖 = 𝑐ℎ𝑖 = 𝑢
0, 𝑐̂ℎ𝑖 ≠ 𝑐ℎ𝑖 ≠ 𝑢 

,     (10) 
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(𝑐̂ℎ𝑖 e 𝑐ℎ𝑖 são as classes de solo predita e observada no local de amostragem i do estrato h, 

respectivamente), e: 

𝑥ℎ𝑢𝑖 = {
1, 𝑐̂ℎ𝑖 = 𝑢
0, 𝑐̂ℎ𝑖 ≠ 𝑢 

.     (11) 

A representatividade de classe (exatidão do produtor) também pode ser estimada pelo estimador 

de proporção, neste caso: 

𝑟𝑢 =
∑ 𝐴ℎ

𝑛ℎ𝑢𝑢
𝑛ℎ

𝐻
ℎ=1

∑ 𝐴ℎ
𝑛ℎ+𝑢

𝑛ℎ

𝐻
ℎ=1

,     (12) 

onde 𝑛ℎ+𝑢 é o total de amostras onde foi predita a classe u no estrado h. O erro padrão desta 

estimativa pode ser calculado por (Cochran, 2006): 

𝑠𝑒(𝑟̂𝑢) = √(
1

𝐴̂+𝑢
)

2
∑ 𝐴ℎ

2 𝑠ℎ
2(𝛿)

𝑛ℎ

𝐻
ℎ=1 ,    (13) 

onde 𝐴̂+𝑢 = ∑ 𝐴ℎ
𝑛ℎ+𝑢

𝑛ℎ

𝐻
ℎ=1  é a área estimada do domínio e 𝑠ℎ

2(𝛿) é a variância residual estimada 

no estrato h: 

𝑠ℎ
2(𝛿) =

∑ (𝛿ℎ𝑢𝑖−𝛿̅ℎ𝑢)
2𝑛ℎ

𝑖=1

𝑛ℎ−1
,    (14) 

onde 𝛿ℎ𝑢𝑖 = 𝑦ℎ𝑢𝑖 − 𝑟̂𝑢 ∗ 𝑧ℎ𝑢𝑖 e 𝛿ℎ̅𝑢 =
1

𝑛ℎ
∑ 𝛿ℎ𝑢𝑖

𝑛ℎ
𝑖=1 , sendo 𝑧ℎ𝑢𝑖 um indicador definido como: 

𝑧ℎ𝑢𝑖 = {
1, 𝑐ℎ𝑖 = 𝑢
0, 𝑐ℎ𝑖 ≠ 𝑢 

.     (15) 

 A estratificação ideal seria utilizando a própria variável a ser medida, porém, como a 

distribuição das classes de solo na área do mapa a ser validado é desconhecida, uma 

estratificação baseada nas classes de solo presentes na área mapeada só seria possível utilizando 

um mapa predito (model-based), o que pode gerar tendenciosidade nas estimativas, além de 

exigir um plano de amostragem diferente para cada mapa predito, o que inviabilizaria a 

testagem de diferentes mapas digitais para comparação. 

Minasny e McBratney (2006) introduziram a utilização do hipercubo latino 

condicionado (cLHS – Conditioned Latin Hypercube Sampling) como metodologia de 

amostragem aleatório-estratificada, esse método vem sendo utilizado por diversos autores para 

gerar dados de calibração e também para validação de mapas digitais de solo, alcançando 

precisões nas estimativas superiores à amostragem casual simples. Contudo, o cLHS é uma 

estratégia de amostragem não probabilística (Brus, 2019), onde a probabilidade de seleção das 
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amostras é desconhecida, portanto, não apresenta estimadores não tendenciosos dos erros 

padrões das exatidões obtidas, quando utilizado para fins de alocação de amostras de validação 

de mapas temáticos. 

Isso também ocorre quando utilizadas observações do solo em campo legadas de 

levantamentos pedológicos convencionais, quando o plano amostral não é conhecido. Nestes 

casos, também não é possível determinar a probabilidade de seleção das amostras. Além disso, 

sabe-se que muitas observações nos levantamentos pedológicos convencionais são realizadas 

por conveniência, em cortes de estrada onde os perfis de solo estão prontamente disponíveis 

para observação e amostragem, por exemplo.  
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3 MATERIAL E MÉTODOS 

 

 

3.1 Localização, geomorfologia e geologia das áreas de estudo 

 

Foram escolhidas quatro folhas articuladas no Sistema Cartográfico Nacional onde 

existem mapas pedológicos convencionais semidetalhados, na escala 1:100.000, sendo elas: 

Piracicaba (SF-23-Y-A-IV) (Oliveira e Prado, 1989), Descalvado (SF-23-V-C-IV) (Oliveira et 

al., 1982b), Brotas (SF-22-Z-B-III) (Almeida et al., 1981) e Jaú (SF-22-Z-B-II) (Almeida et al., 

1982), como mostra a figura 2. Essas folhas foram utilizadas para se extrair informações nas 

etapas de treinamento de modelos preditivos, de aplicação dos modelos e de avaliação do 

desempenho dos mapas digitais de classes de solo, sendo observada e garantida a não 

sobreposição ou adjacência entre observações de treinamento e teste. 

 
 

Figura 2 – Unidades geomorfológicas presentes na área de estudo: folhas 1:100.000 e área 

piloto. Geomorfologia adaptada de Ross e Moroz (1997). 

Além de conter informações legadas de levantamentos pedológicos convencionais, a 

área destes quatro levantamentos pedológicos compreende longos trechos de regiões sob 
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diferentes contextos pedogenéticos, que são característicos e representativos da região central 

do estado de São Paulo. 

As áreas escolhidas representam, de maneira geral, a transição entre as províncias 

geomorfológicas da Depressão Periférica e o Planalto Centro Ocidental Paulista, passando pelas 

Cuestas arenítico-basálticas e Planaltos Residuais (Ross e Moroz, 1997). Estão presentes 

unidades morfoesculturais cuja gênese está associada a processos tectônicos que acarretaram o 

soerguimento desigual do continente, durante um longo período de alternâncias climáticas entre 

climas predominantemente secos e úmidos, que resultaram em uma mescla de paisagens com 

colinas de variadas amplitudes e formas, amplas planícies fluviais, superfícies de aplainamento 

e também regiões de rupturas em escarpas. 

O Planalto Centro Ocidental Paulista (especificamente o Planalto Rebaixado do Tietê e 

Planalto do Rio Grande) e os Planaltos Residuais (especificamente os Planaltos Residuais de 

São Carlos, Brotas-Itirapina, São Pedro e Botucatu) caracterizam-se por colinas amplas, baixas 

e de topo aplainado (Ross e Moroz, 1997), associadas a litologias das formações Vale do Rio 

do Peixe, Serra Geral, Botucatu e Itaqueri (Perrota et al., 2006), como mostram a figura 2 e a 

figura 3. 

De acordo com Ross e Moroz (1997), a Depressão Periférica (especificamente a zona 

do Médio Tietê) apresenta-se em colinas e morrotes, com interflúvios de topo plano e que se 

prolongam numa superfície contínua e de inclinação suave, desde a escarpa da Cuesta até o vale 

do Piracicaba. Em alguns locais, morros testemunhos de efusivas básicas salientam-se na 

topografia, conhecidos como Mesas Basálticas. É comum a presença de patamares, que se 

desenvolvem devido à alternância entre arenitos e basaltos. São encontradas, principalmente, 

as formações Pirambóia, Corumbataí, Teresina, Irati, Tatuí e Itararé (Perrota et al., 2006). 

Além da área compreendida entre as quatro folhas, escala 1:100.000, mencionadas 

anteriormente, foi escolhida uma área piloto, apresentada em detalhe na figura 4, para 

refinamento e padronização da rotina metodológica a ser empregada nos testes a serem 

realizados em regiões com diferentes características pedogenéticas, sendo utilizada para definir 

os procedimentos de geração e cruzamento de covariáveis preditivas, estabelecer parâmetros 

do pré-processamento das bases de dados e elaboração dos mapas digitais de classes de solos. 

A área piloto consiste no polo mínero-cerâmico de Santa Gertrudes, que compreende os 

municípios paulistas de Cordeirópolis, Santa Gertrudes, Iracemápolis, Rio Claro e Ipeúna, 
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como mostra a figura 4. Além de ter menor extensão territorial, 103.862 ha, que corresponde a 

aproximadamente 36 % da área de uma folha 1:100.000, a área piloto possui um mapa 

geológico com ótimo detalhamento, de escala 1:50.000 (Cabral Júnior et al., 2012; Cabral 

Júnior e Gamba, 2017) e está inserida entre quatro levantamentos pedológicos semidetalhados, 

em escala 1:100.000: folhas de Piracicaba (Oliveira e Prado, 1989), Campinas (Oliveira et al., 

1979), Araras (Oliveira et al., 1982a) e São Carlos (Prado et al., 1981). 

 
 

Figura 3 – Unidades geológicas presentes na área de estudo: folhas 1:100.000 e área piloto. 

Geologia adaptada de Perrota et al. (2006). 

Seguindo uma sequência cronológica inversa, do mais antigo ao mais recente, 

encontramos na área piloto o Grupo Itararé (CPi), que ocorre no extremo sul dos municípios de 

Rio Claro e Ipeúna. Sua formação remonta à um ambiente glácico-marinho. É comum 

encontrarmos arenitos, tilitos, siltitos, folhelhos, ritmitos, conglomerados e raramente camadas 

de carvão (Perrota et al., 2006). 

Logo acima temos a Formação Tatuí (Ptt), com características de ambiente marinho 

raso. Podemos encontrar siltitos e siltitos arenosos de cor cinza, arenitos finos quartzosos, 

arenitos cinza-esverdeados médios a grossos e imaturos, calcário e silexitos, ocasionalmente 

fragmentos ou níveis de carvão e nódulos de pirita (Perrota et al., 2006). 
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Figura 4 – Unidades geológicas presentes na área piloto: municípios de Cordeirópolis, Santa 

Gertrudes, Iracemápolis, Rio Claro e Ipeúna. Geologia adaptada de Cabral Júnior et al. (2012) 

(Cabral Júnior e Gamba, 2017) (escala de publicação 1:50.000). 

Em seguida temos a Formação Irati (Pi), composta por folhelhos, siltitos e argilitos cinza 

escuro; calcário, marga e folhelho betuminoso com fósseis de répteis mesossaurídeos. Sua 

formação remonta à um ambiente marinho com decantação em profundidades abaixo do nível 

de ação das ondas, com períodos de estratificação da coluna d'água ou com influência de 

tempestades (Perrota et al., 2006). 

Em grande parte da área piloto ocorre a Formação Corumbataí (Pc). Ocorre na porção 

oeste de Cordeirópolis, norte de Iracemápolis, grande parte do território de Santa Gertrudes e 

boa parte de Rio Claro e Ipeúna. É uma formação de ambiente marinho de costa-afora a 

transicional entre costa-afora e face de praia. Podemos encontrar siltitos argilosos, folhelhos 

sílticos, e raramente arenitos; calcário micrítico e microesparítico, maciço ou laminado; 

sucedidos por arenito, interlaminação entre arenito, siltito e argilito, siltito e siltito arenoso, 

calcário micrítico e marga (Perrota et al., 2006). 

A Formação Pirambóia (TRJp) ocorre em grande parte do município de Ipeúna e no 

extremo norte de Rio Claro, na área piloto. É uma formação típica de ambiente continental 



20 

eólico, sendo encontrados arenitos médios e finos com cores esbranquiçadas, avermelhadas e 

alaranjadas, com geometria lenticular bem desenvolvida (Perrota et al., 2006). 

A Formação Serra Geral (JKsg), na área piloto, ocorre apenas na linha da cuesta 

localizada na porção sudoeste de Ipeúna e é caracterizada por apresentar basalto e andesito 

basáltico tholeítico; riolito e riodacito; intercalando camadas de arenito, litarenito e arenito 

vulcânico (Perrota et al., 2006). Rochas Intrusivas básicas tabulares (JKb) são comuns no 

município de Cordeirópolis e Santa Gertrudes, ocorrendo também na porção central de 

Iracemápolis. São encontradas soleiras de diabásio, diques de diabásio, diorito pórfiro, 

microdiorito pórfiro, lamprófiro, andesito, monzonito pórfiro e traquiandesito (Perrota et al., 

2006). 

Acima da linha da Cuesta, no município de Ipeúna encontramos também um pequeno 

trecho da Formação Itaqueri (KTi). Característica de ambiente flúvio-continental, encontramos 

arenitos siltíticos muito finos a grossos, eventualmente silicificados, de matriz argilosa; 

folhelhos e conglomerados com clastos de basalto, quartzo, calcedônia, granito, quartizito, 

argilito, filito, pegmatito, silexito e folhelho (Perrota et al., 2006). 

A Formação Rio Claro (Trc) ocorre em boa parte do platô de Rio Claro, no município 

de mesmo nome. É composta por cascalho, areia, argila e lamito, sendo uma geologia 

sedimentar característica de ambiente continental fluvial meandrante (Perrota et al., 2006). 

Também está presente na área piloto um pequeno trecho de Terraços elevados (TQt), 

Depósitos colúvio-eluvionares (Qce), entre manchas da Formação Rio Claro, e Depósitos 

aluvionares (Qa) ao longo da calha do rio nas porções central e norte do município de Rio Claro 

(Perrota et al., 2006). 

 Exceto pelo pequeno trecho na linha de cuesta, compreendendo a escarpa e o reverso da 

cuesta, onde ocorrem as Formações Serra Geral e Itaqueri, toda a área piloto encontra-se na 

província geomorfológica da Depressão Periférica Paulista (Ross e Moroz, 1997), como mostra 

a figura 2. 

 Na área piloto ocorrem, predominantemente, modelados de relevo sob processos de 

dissecação e topo convexo (Dc), com variados níveis de densidade de drenagem e de graus de 

entalhamento, como mostra a figura 5. O resultado é uma paisagem formada por colinas de 

dimensões diversas onde, gradualmente, se observa as transições entre os modelados de relevo, 
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resultantes do efeito do regime hídrico sobre os materiais geológicos com naturezas específicas, 

que indicam sua maior o menor resistência aos processos de morfogênese. 

 
 

Figura 5 - Unidades geomorfológicas presentes na área piloto: municípios de Cordeirópolis, 

Santa Gertrudes, Iracemápolis, Rio Claro e Ipeúna. Geomorfologia adaptada de IBGE (2018). 

Legenda: Aptf = planícies e terraços fluviais; D = dissecação homogênea; c = topo convexo; t 

= topo tabular; 1º e 2º dígitos dos modelados de dissecação indicam a densidade de drenagem 

e o grau de aprofundamento das incisões, respectivamente. 

 Observam-se também trechos de modelados de topo tabular (Dt), associados à área de 

ocorrência da Formação Rio Claro (Trc) e às manchas contínuas e de maiores dimensões das 

Intrusivas básicas (JKb), como mostram a figura 4 e a figura 5. 

 Os modelados de relevo onde predominam processos de acumulação de sedimentos 

ocorrem associados exclusivamente às calhas dos rios de maior fluxo acumulado, associados 

ou não a Depósitos aluvionares (Qa), como mostram a figura 4 e a figura 5. Vale ressaltar que 

planícies e terraços fluviais ocorrem muitas vezes em áreas de pequena abrangência territorial 

e nem sempre alcançam tamanho significativo para ser representado nos mapas como uma 

unidade de mapeamento. 
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3.2 Visão geral do roteiro metodológico 

 

Para a realização dos testes que atendessem ao cumprimento dos objetivos deste estudo, 

foi definida uma rotina metodológica com algumas etapas, conforme mostra a estrutura 

apresentada na figura 6.  

  

Figura 6 – Etapas da rotina de mapeamento digital de classes de solo realizada. 

Partindo da base cartográfica disponível, gerou-se o conjunto de covariáveis que 

caracterizaram a morfometria, as litologias, as morfoesculturas, os modelados de relevo, as 

unidades elementares de relevo e as características da vizinhança na área de estudo. A partir 
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deste conjunto, uma análise de componentes principais gerou mais três covariáveis, 

correspondentes às três principais componentes do conjunto anterior. 

Na classificação com base em pixels utilizou-se quatro tipos de unidades de amostragem 

para a construção das bases de dados: pontos de campo, regiões de interesse circulares com raio 

de 120 m dos pontos de observação em campo (ROI – region of interest), regiões de interesse 

delimitadas pelas unidades elementares de relevo e unidades de mapeamento extraídas dos 

levantamentos pedológicos convencionais. Na classificação com base em objetos (GEOBIA), 

utilizou-se as unidades elementares de relevo como unidade de amostragem das covariáveis 

preditivas e da classe de solo, observada no respectivo ponto de observação em campo, incluso 

no polígono referente à respectiva feição de unidade elementar de relevo. 

 Os testes foram realizados confrontando os resultados preditos por meio de classificação 

supervisionada utilizando o Random Forest com observações das classes de solo em campo, 

adotando-se o princípio da não sobreposição ou mesmo a adjacência entre observações dos 

conjuntos de dados de treinamento e de testes. 

 Para avaliar a estratificação da área de estudo em ambientes pedogenéticos mais 

homogêneos, ou seja, os resultados com a criação de modelos específicos para cada ambiente, 

adicionou-se como filtro a covariável morfoescultura, em uma etapa imediatamente anterior à 

classificação supervisionada com o Random Forest. Isto permitiu que a predição de classes de 

solo fosse realizada em cada morfoescultura, separadamente. 

 

3.3 Covariáveis preditivas de classes de solo 

 

As variáveis morfométricas foram obtidas a partir de modelos digitais de elevação 

hidrologicamente condicionados (MDEHC), com resolução espacial de 30 m (~ 900 m2). Os 

MDEHC foram elaborados a partir de cartas topográficas, na escala 1:50.000, do Instituto 

Brasileiro de Geografia e Estatística (IBGE), utilizando o método de interpolação ANUDEM 

(Hutchinson, 1988), que melhor se aproxima da representação natural da superfície de 

drenagem, preservando tanto os topos dos interflúvios quanto as redes de drenagem. 
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Os MDEHC foram criados a partir dos arquivos vetoriais dos levantamentos 

topográficos projetados e editados, contendo as curvas de nível, pontos cotados, a rede de 

drenagem, os corpos d’água e dos limites das folhas da área de estudo, correspondendo, 

respectivamente, a: contour, point elevation, stream, lake e boundary, parâmetros da ferramenta 

de interpolação Topo to Raster no software ArcGIS 10.1 (ESRI, 2012). 

Dos MDEHC derivaram as covariáveis morfométricas primárias: elevação, declividade, 

curvatura em perfil, curvatura em planta, curvatura combinada e direção de fluxo (McBratney, 

2003). As covariáveis morfométricas secundárias calculadas foram: a área de contribuição 

(fluxo acumulado) e o índice de umidade topográfica (Beven E Kirkby, 1979). 

As covariáveis declividade, curvatura em perfil e curvatura em planta foram utilizadas 

também na forma de variáveis categóricas. Para isso, utilizou-se as definições presentes na 

tabela 2 para realizar esta categorização e criar novas covariáveis. 

Tabela 2 - Critérios adotados para a categorização das variáveis declividade, curvatura em 

perfil e curvatura em plano. 

 

Declividade (Tipo de Relevo) Curvatura em perfil Curvatura em plano 

0% até 4% (Plano) - 1,0 até - 0,02 

(Convexo) 

-5,0 até - 0,05 

(Divergente) 4% até 8% (Suave Ondulado) 

8% até 20% (Ondulado) - 0,02 até 0,02 

(Retilíneo) 

-0,05 até 0,05 

(Retilínea) 20% até 45% Fortemente Ondulado 

45% até 75% (Montanhoso) 0,02 até 1,0 

(Côncavo) 

0,05 até 5,0 

(Convergente) > 75% (Escarpado) 

A geomorfologia foi caracterizada por unidades morfoesculturais (Ross e Moroz, 1997), 

modelados de relevo (IBGE, 2018) e formas ou unidades elementares de relevo (feições 

mínimas) conforme descrito por Colangelo (1996) e apresentado na tabela 1. 

Neste trabalho, optou-se por utilizar a abordagem GEOBIA (Geographic Object-based 

Image Analysis) para realizar a segmentação automática do relevo e gerar as unidades 

elementares do mapeamento geomorfológico detalhado. A segmentação foi realizada com base 

nas seguintes covariáveis morfométricas: elevação, declividade, curvatura em perfil e curvatura 

em planta. Estas quatro covariáveis morfométricas foram utilizadas como dados de entrada para 

o algoritmo de segmentação de imagens SNIC (Simple Non-Iteractive Clustering) proposto por 

Achanta e Süsstrunk (2017) e implementado na plataforma Google Earth Engine (GEE) 

(Gorelick, 2017). 
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 Para cada polígono gerado após segmentação automática, foram calculadas as médias e 

os desvios padrões dos valores de elevação, declividade, curvatura em perfil, curvatura em 

planta e do fluxo acumulado dos pixels cujos centroides se localizassem sobrepostos ao 

respectivo polígono. A classificação das formas elementares de relevo foi realizada seguindo a 

proposta de Colangelo (1996), cada forma elementar do relevo foi associada ao respectivo nome 

e domínio, conforme descrito na tabela 1. 

Como fontes de informações sobre unidades morfoesculturais utilizou-se os mapas 

geomorfológicos do estado de São Paulo em escala 1:500.000 (Ross e Moroz, 1997) e 

1:250.000 (IBGE, 2018). Também foram utilizados os modelados de relevo do mapa 

geomorfológico do IBGE (2018). 

Para caracterização do material parental, utilizou-se as unidades geológicas presentes 

no mapa geológico do estado de São Paulo, em escala 1:750.000, do Serviço Geológico do 

Brasil (CPRM) (Perrota et al., 2006). Na área piloto foi utilizado um mapa geológico com escala 

de publicação de 1:50.000, que foi refinado a partir do mapa da CPRM e de outros 

levantamentos, no trabalho de Cabral Júnior et al. (2012) e Cabral Júnior e Gamba (2017).  

 Para caracterização da vizinhança, foram calculadas a variabilidade (entropia) da 

elevação e da declividade, a distância até a rede de drenagem e a distância até topo do 

interflúvio. A distância até a rede de drenagem foi calculada considerando a hidrografia 

presente nas cartas topográficas do IBGE. Os interflúvios foram definidos a partir dos limites 

entre microbacias hidrográficas elaboradas utilizando um limiar de 5.000 pixels (~ 450 ha) de 

área de contribuição (fluxo acumulado) para definição dos pixels pertencentes à rede de 

drenagem no MDEHC. 

 Utilizou-se também como covariáveis preditivas as três principais componentes 

calculadas a partir da análise de componentes principais (Ten Caten et al., 2011) considerando 

as variáveis morfométricas, as unidades morfoesculturais, o modelado de relevo e a geologia. 

A análise de componentes principais é uma técnica da estatística multivariada utilizada para 

transformar linearmente um conjunto variáveis correlacionadas, gerando um conjunto menor 

de variáveis não correlacionadas e que explica a maior parte da variabilidade dos dados 

originais, presente em suas componentes principais (Johnson e Wichern, 1998). 

 No presente estudo, a variabilidade dos fatores clima e organismos foi considerada não 

significativa entre as classes de solo da área de estudo, portanto, não foram utilizadas 
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covariáveis preditivas para caracterizar estes dois fatores de formação dos solos. O fator de 

formação tempo não teve covariável diretamente incluída na predição, mas sim indiretamente 

por meio das covariáveis relacionadas ao relevo e à geologia. 

 

3.4 Ocorrência de classes de solos 

 

 As informações de referência sobre a ocorrência de classes de solo são essenciais para 

o MDS. Sem estas informações, é impossível realizar o treinamento de modelos para a 

classificação supervisionada, pois a parametrização dos modelos se dá a partir dos exemplos 

fornecidos a priori, no conjunto de dados de treinamento. A taxonomia de solos utilizada para 

identificar as classes de solos nos dados de treinamento define quais serão as classes de solos 

que o modelo poderá predizer. 

Em 10 das 14 folhas do mapeamento pedológico semidetalhado do estado de São Paulo, 

em escala 1:100.000, foi utilizado o conceito de “Unidade de Solo”, cujas unidades presentes 

nas folhas da área de estudo são apresentadas na tabela 3. A Unidade de Solo corresponde a 

uma consociação de solos (Soil Science Division Staff, 2017) que pode apresentar atributos 

diferenciais não só pedológicos, mas também de ordem geomorfológica e geológica (Oliveira 

et al., 1982a). 

O conceito de Unidade de Solo é regionalizado e está associado a formações geológicas, 

ao relevo e a processos de ocorrência regional. Para viabilizar a avaliação do MDS em 

diferentes níveis taxonômicos de classificação de solos, foi necessário realizar o pareamento de 

cada Unidade de Solo presente na área de estudo com a nomenclatura adotada pelo Sistema 

Brasileiro de Classificação do Solo - SiBCS (Santos et al., 2018). Os resultados deste 

pareamento são apresentados na tabela 3. 

A conversão para a nomenclatura adotada pelo SiBCS foi feita avaliando o conteúdo 

descritivo e analítico dos memoriais que acompanham os mapas pedológicos convencionais da 

área de estudo. Nesses boletins estão presentes, inclusive, dados analíticos com estatística 

descritiva das propriedades dos solos, incluindo a caracterização das propriedades do conceito 

central de cada Unidade de Solo, permitindo que a reclassificação fosse realizada utilizando as 

convenções mais recentes descritas no SiBCS (Santos et al., 2018). 
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Tabela 3 – Correspondência entre Unidades de Solo e taxonomia do SiBCS. 

 
Unidade de solo Classificação SiBCS + tipo de horizonte A e grupamento textural 

Taquarexim CXbd e CXbe típico, A moderado e proeminente, textura média e argilosa 

Palha CXbd e CXbe típico, A moderado, textura média 

Sete Lagoas CYbd e CYbe típico, A moderado e proeminente, textura argilosa e média 

PH ESKo típico, textura arenosa/média 

GX GXvd GXve GXbd e GXbe típico, A moderado e proeminente, textura argilosa 

São Lucas LAd e LVAd psamítico, A moderado, textura média 

Três Barras LAd úmbrico, textura média 

São Pedro LVAd argissólico, A moderado, textura média 

Mato Dentro LVAd argissólico, A moderado, textura argilosa 

Camarguinho LVAd espesso-húmico, textura média, argilosa ou muito argilosa 

Itaqueri LVAd petroplíntico, A proeminente ou moderado, textura argilosa cascalhenta 

Coqueiro LVAd psamítico e típico, A moderado e fraco, textura média 

Lagoa Bonita LVAd psamítico e típico, A moderado e fraco, textura média 

Dois Córregos LVAd psamítico e típico, A moderado, textura média 

Campinho LVAd típico, A moderado, textura argilosa 

Canchin LVAd típico, A moderado, textura argilosa ou média 

Laranja Azeda LVAd típico, A moderado, textura média 

Limeira LVd típico, A moderado, textura argilosa e muito argilosa 

Hortolândia LVd típico, A moderado, textura média 

Santo Antônio LVd típico, A moderado, textura muito argilosa 

Nogueira LVdf espesso-húmico e húmico, textura muito argilosa 

Água Vermelha LVdf típico, A moderado, textura argilosa 

Barão Geraldo LVdf típico, A moderado, textura argilosa e muito argilosa 

Ribeirão Preto LVef típico, A moderado, textura argilosa e muito argilosa 

BV2-Pira MTf e MTo típico, textura argilosa 

Engenho MTf e MTo típico, textura argilosa 

Itaguaçú NVdf latossólico, A moderado, textura argilosa e muito argilosa 

Estruturada NVef e NVdf típico, A moderado, textura argilosa e muito argilosa 

Olaria NXd típico, A moderado, textura argilosa e muito argilosa 

Santana NXe chernossólico, textura média/argilosa 

Monte Cristo 
PVAd e PVAe abrúptico e arênico abrúptico, A moderado, textura arenosa/média e 

média/argilosa 

Alva PVAd e PVAe abrúptico, A moderado, textura arenosa/média 

Santa Cruz 
PVAd e PVAe abrúptico, A moderado, textura média/argilosa média/muito argilosa e 

argilosa/muito argilosa 

Baguari PVAd e PVAe típico e abrúptico, A moderado, textura média e média/argilosa 

Serrinha PVAd PVAe PAd ou PAe arênico abrúptico, A moderado e fraco, textura arenosa/média 

Usina PVAd típico, A moderado, textura arenosa/média ou média/média 

Tietê 
PVAe planossólico, A moderado ou chernozêmico, textura média/argilosa ou 

argilosa/muito argilosa 

Contenda PVAvd e PVAve arênico abrúptico, A moderado e fraco, textura arenosa/média 

Canela PVd e PVAd típico, A moderado, textura média e média/argilosa 

Campestre PVe nitossólico e NVe típico, A moderado, textura argilosa/muito argilosa 

RL RLe e RLm típico, A moderado e chernozêmico, textura média 

AQ RQo típico, A moderado 

Diamante SXe e SXd típico e vertissólico, A moderado, textura média/argilosa 

C = Cambissolo, E = Espodossolo, G = Gleissolo, L = Latossolo, M = Chernossolo, N = Nitossolo, P = Argissolo, R = Neossolo, S = Planossolo, 

X = Háplico, Y = Flúvico, SK = Ferrihumilúvico, A = Amarelo, VA = Vermelho Amarelo, V = Vermelho, T = Argilúvico, L = Litólico, Q = 

Quartzarênico, b = Tb, v = Ta, d = distrófico, e = eutrófico, o = órtico, f = férrico, m = chernossólico. 

A conversão da Unidade de Solo para a classificação do SiBCS foi realizada para os 

quatro primeiros níveis categóricos: Ordem, Subordem, Grande Grupo e Subgrupo. No 4º nível 

categórico (Subgrupo), às classes de solo do SiBCS foram acrescidas das informações sobre o 
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tipo de horizonte superficial (horizonte A) e do respectivo grupamento textural dos horizontes 

diagnósticos dos solos, conforme IBGE (2015). 

 

3.5 Bases de treinamento nas áreas de referência 

 

A fim de avaliar o efeito da estratégia de amostragem das informações nas áreas de 

referência, consideramos quatro abordagens para a construção das bases de dados de 

treinamento: pontos de amostragem em campo, regiões de interesse, unidades elementares do 

relevo e unidades de mapeamento simples, extraídas de levantamentos pedológicos 

convencionais. 

Os pontos de amostragem em campo são locais onde foram coletadas amostras para 

caracterização e classificação do perfil de solo. Utilizou-se informações legadas dos 

levantamentos realizados na elaboração dos mapas pedológicos convencionais (escala 

1:100.000) das folhas Campinas (Oliveira, et al.,1979), Brotas (Almeida et al., 1981), São 

Carlos (Prado et al., 1981), Araras (Oliveira, et al., 1982a), Descalvado (Oliveira et al., 1982b), 

Jaú (Almeida et al., 1982) e Piracicaba (Oliveira e Prado, 1989). As informações foram 

disponibilizadas pelo Centro de Solos e Recursos Ambientais do Instituto Agronômico (IAC). 

As regiões de interesse (ROI – region of interest) são áreas definidas arbitrariamente, 

onde assume-se que a variável de interesse para a predição apresenta variabilidade não 

significativa ou nula. Definir regiões de interesse é uma estratégia que visa aumentar a 

quantidade de observações do conjunto de dados de treinamento (Carvalho Junior et al., 2020) 

e que, em geral, também aumenta a variabilidade observada nas covariáveis preditivas 

relacionadas a cada classe a ser predita. As ROI foram delimitadas por regiões dentro de um 

raio de 120 m, ao redor de cada ponto de observação em campo. 

De forma semelhante às ROI, utilizou-se também os polígonos representantes das 

unidades elementares de relevo para delimitar regiões de amostragem na construção de base de 

dados de treinamento. As unidades elementares de relevo foram criadas a partir da segmentação 

do MDEHC utilizando variáveis morfométricas, por meio do algoritmo SNIC (Simple Non-

interactive Cluster), proposto por Achanta e Süsstrunk (2017). As classes de solo presentes nos 

pontos de observação em campo foram atribuídas à todas instâncias presentes na respectiva 

feição de unidade elementar de relevo interceptada. 
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As unidades de mapeamento simples foram extraídas dos delineamentos dos mapas 

pedológicos convencionais presentes na área de estudo. Nos levantamentos pedológicos 

semidetalhados, as classes descritas na legenda das unidades de mapeamento simples devem 

ocorrer em pelo menos 85 % da área da respectiva unidade de mapeamento, segundo 

recomendado pelo IBGE (2015). Foram utilizadas como fontes de classes de solo as unidades 

de mapeamento simples dos mapas pedológicos convencionais semidetalhados (escala 

1:100.000) das folhas Campinas (Oliveira, et al.,1979), Brotas (Almeida et al., 1981), São 

Carlos (Prado et al., 1981), Araras (Oliveira, et al., 1982a), Descalvado (Oliveira et al., 1982b), 

Jaú (Almeida et al., 1982) e Piracicaba (Oliveira e Prado, 1989). 

 

3.6 Pré-processamento e construção das bases de dados 

 

 É comum que haja problemas com a sobreposição de informações de diferentes fontes 

devido à diferença no nível de detalhe dos delineamentos e da escala de publicação em cada 

levantamento, que é o caso dos mapas temáticos utilizados como fontes de informação neste 

estudo. A sobreposição direta dos planos de informação com diferentes níveis de detalhe gera 

bases de dados com cruzamentos incoerentes, o que é prejudicial à calibração dos modelos 

preditivos, como observado por Valadares (2017). 

Para contornar este problema, utilizou-se uma estratégia semiautomática para 

reambulação dos mapas temáticos utilizados como fontes de covariáveis preditivas (Ross e 

Moroz, 1997; Perrota et al., 2006; IBGE, 2018). As unidades elementares de relevo foram 

utilizadas como unidade cartográfica para refazer os delineamentos dos mapas temáticos. Após 

a delimitação das unidades elementares de relevo, as covariáveis extraídas dos mapas 

geológicos e geomorfológicos foram reamostradas para cada polígono, sendo utilizado o valor 

mais frequente (moda) observado nos pixels cujos centroides interceptavam os respectivos 

polígonos de unidades elementares de relevo. 

Com este procedimento, os contatos entre as unidades de mapeamento dos diferentes 

levantamentos foram retraçados automaticamente para uma mesma unidade de representação 

cartográfica. Nas transições mais abruptas, o valor atribuído a alguns polígonos nem sempre 

correspondeu ao esperado para o respectivo estrato do relevo ao qual representa, sendo realizada 

uma checagem e ajuste manual nessas regiões, quando necessário. 



30 

Após adequação cartográfica das covariáveis provenientes dos mapas temáticos, foi 

realizada a construção das bases de dados, incluindo as demais covariáveis preditivas. As bases 

de dados foram formadas por matrizes nas quais cada linha representa uma observação e 

corresponde a um pixel com área de, aproximadamente, 900 m². Nessas matrizes, as colunas 

armazenam as covariáveis preditivas, as classes de solo em cada um dos níveis taxonômicos do 

SiBCS e as Unidades de Solo. 

Também foram construídas bases de dados para classificação com base em objetos, 

utilizando a abordagem GEOBIA. Nestes casos, as covariáveis preditivas foram reamostradas 

para cada polígono de unidade elementar de relevo, sendo calculada a mediana dos valores dos 

pixels cujos centroides interceptavam os respectivos polígonos. Para covariáveis categóricas, a 

reamostragem foi realizada considerando o valor mais frequente (moda). Cada observação nas 

matrizes de dados de classificação com base em objetos correspondeu, portanto, a um polígono 

de unidade elementar de relevo.  

As bases de dados passaram por uma etapa de testes para a escolha dos tipos de variáveis 

(categórica ou contínua), identificação de informações inconsistentes e seleção de covariáveis 

preditivas mais relevantes para os modelos. Os seguintes procedimentos de pré-processamento 

foram utilizados: estratificação, seleção de dados, discretização e seleção de variáveis (Weiss e 

Zhang, 2003). 

 

3.7 Classificação supervisionada e avaliação dos resultados 

 

Como opção de algoritmo para classificação supervisionada adotou-se o Random Forest 

(Breiman, 2001), classificador do tipo comitê (Ensemble Methods for Prediction) (Weiss e 

Zhang, 2003). Esse algoritmo avalia várias árvores de decisão aleatórias e diferentes umas das 

outras, alcançando desempenho equivalente ou superior a algoritmos que utilizam outras 

abordagens na classificação supervisionada, como árvores de decisão, redes neurais e redes 

bayesianas (Valadares et al., 2019). O Random Forest pode ser considerado uma das técnicas 

disponíveis mais promissoras para o MDS (Chagas et al., 2016; Rudiyanto et al., 2016; Hengl 

et al., 2015; Heung et al., 2016; Heung et al., 2017; Souza et al., 2016 apud Machado et al., 

2019). 
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Os mapas digitais de classes de solos das áreas correspondentes às quatro quadrículas, 

em escala 1:100.000 (Piracicaba, Descalvado, Brotas e Jaú), foram criados utilizando a 

plataforma Google Earth Engine - GEE (Gorelick, 2017). No GEE, a implementação do 

modelo preditivo e a classificação das áreas a mapear podem ser processados de maneira mais 

eficaz, em uma única plataforma. Os arquivos do tipo raster contendo os mapas digitais de 

classes de solos preditos foram exportados e vetorizados no ArcGIS 10.1 (ESRI, 2012). 

Para avaliar a importância de cada covariável preditiva utilizou-se a importância de Gini 

(Mean Decrease in Impurity - MDI) (Breiman, 2001; Menze et al. 2009). A MDI é uma medida 

intrínseca do Random Forest e indica o quanto a base de dados é dividida em partes mais 

homogêneas a partir de determinados valores de uma covariável preditiva. Outra medida, 

associada ao MDI, é a presença de uma covariável nos “nós” das árvores construídas pelo 

Random Forest, esta medida representa o número de vezes em que determinada covariável foi 

utilizada para dividir a base de dados no treinamento do classificador. 

Os parâmetros para avaliação dos modelos preditivos foram extraídos das matrizes de 

confusão geradas confrontando os resultados preditos nos mapas digitais de classes de solos e 

as classes identificadas nas observações em campo. Assim, os resultados com a implementação 

de um classificador foram confrontados com observações reais. Os possíveis resultados de uma 

matriz de confusão em um problema de duas classes estão exemplificados na tabela 4 (Monard 

e Baranauskas, 2003). 

Tabela 4 – Exemplo de matriz de confusão para a classificação binária (duas classes). 

 
 Modelo 

Total 
 + - 

Observação real 
+ VP FN    P 

- FP VN    N 

Total P’ N’ P + N 
VP = verdadeiros positivos; VN = verdadeiros negativos; FP = falsos positivos; FN = falsos negativos; P = 

positivos reais; P’ = positivos preditos; N = negativos reais; N’ negativos preditos; P + N = total de instâncias. 

A forma de cálculo das medidas de erro, acurácia, precisão, taxa de verdadeiros 

positivos (sensitividade), taxa de falsos positivos (1 – especificidade) e índice Kappa estão 

apresentados a seguir, nas equações da tabela 5 (Monard e Baranauskas, 2003; Weiss e Zhang, 

2003). 

O desempenho dos classificadores em cada classe de predição foi avaliado pela precisão 

e pelas taxas de verdadeiros positivos (TPR). Para avaliar o desempenho dos classificadores em 
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cada conjunto de dados, utilizou-se a acurácia global, a exatidão do produtor, a exatidão do 

usuário (Weiss e Zhang, 2003) e o índice Kappa (Cohen, 1960), calculados confrontando-se as 

classes de solo preditas pelos modelos e aquelas observadas em campo, utilizando matrizes de 

confusão. Os intervalos de avaliação do índice Kappa foram divididos conforme Landis e Koch 

(1977), com rótulos adaptados, conforme indicado na tabela 6. 

Tabela 5 – Métricas utilizadas na avaliação do desempenho dos mapas. 

 
Métrica Equação 

Erro 
𝐹𝑃 + 𝐹𝑁

𝑃 + 𝑁
 

Acurácia global 
𝑉𝑃 + 𝑉𝑁

𝑃 + 𝑁
= 1 − 𝐸𝑟𝑟𝑜 

Precisão 

(Exatidão do produtor) 

𝑉𝑃

𝑉𝑃 + 𝐹𝑃
=

𝑉𝑃

𝑃′
 

Taxa de Verdadeiros Positivos 

(TPR = Sensitividade = Exatidão do usuário) 

𝑉𝑃

𝑉𝑃 + 𝐹𝑁
=

𝑉𝑃

𝑃
 

Taxa de Falsos Positivos 

(FPR) 

𝐹𝑁

𝐹𝑁 + 𝑉𝑁
=

𝑉𝑁

𝑁′
= 1 − 𝐸𝑠𝑝𝑒𝑐𝑖𝑓𝑖𝑐𝑖𝑑𝑎𝑑𝑒 

Especificidade 
𝑉𝑁

𝑉𝑁 + 𝐹𝑁
=

𝑉𝑃

𝑁′
 

Pe 

(𝑃′𝑃) + (𝑁′𝑁)

(𝑃 + 𝑁)2
 

Kappa 
𝐴𝑐𝑢𝑟á𝑐𝑖𝑎 −  𝑃𝑒

1 − 𝑃𝑒
 

VP = verdadeiros positivos; VN = verdadeiros negativos; FP = falsos positivos; FN = falsos negativos; 

P = positivos reais; P’ = positivos preditos; N = negativos reais; N’ negativos preditos; P + N = total 

de instâncias; Pe = probabilidade esperada considerando eventos independentes. 

Realizou-se também avaliação dos resultados utilizando uma matriz de confusão 

ponderada, semelhante ao proposto por Höfig et al. (2014), nos testes realizados na área piloto. 

No presente estudo, a matriz de confusão foi ponderada pela proporção da área das unidades de 

mapeamento simples de cada classe de solo em relação à área total das unidades de mapeamento 

simples, presentes na área de referência. 

Tabela 6 – Concordância atribuída aos intervalos de valores de Kappa¹. 

 

Kappa Concordância 

0,00 – 0,20 Ruim 

0,21 – 0,40 Razoável 

0,41 – 0,60 Boa 

0,61 – 0,80 Muito boa 

0,81 – 1,00 Excelente 
¹Adaptado de Landis e Koch (1977). 

As estratégias de amostragem nas áreas de referência avaliadas neste estudo implicam 

em particularidades quanto à possibilidade de análise em cada estratégia. Nos conjuntos de 
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dados provenientes de pontos de observação em campo, de regiões de interesse e das unidades 

elementares de relevo é possível aleatorizar os conjuntos de treinamento e teste, permitindo que 

haja repetições dos ensaios. Nestes casos, utilizou-se a validação cruzada com 10% dos dados 

para teste em cada conjunto aleatório, resultando em 152 observações de teste, sendo 

executadas 20 repetições, como mostra a tabela 7. 

Tabela 7 – Forma de análise e quantidade de observações para treinamento e teste, em cada 

tipo de amostragem para treinamento. 

 
Tipo de amostragem 

para treinamento 
Forma de análise 

Nº observações para 

treinamento 

Nº observações 

para teste 

Pontos de campo 
Validação cruzada 

(100 e 20 folds) 
1.369 152 

ROI 
Validação cruzada 

(20 folds) 
63.113 152 

Unidades elementares de 

relevo 

Validação cruzada 

(20 folds) 
134.504 152 

Unidades de 

mapeamento simples 
Matriz de confusão 297.244 618 

Nos testes utilizando pontos de amostragem em campo para avaliação das covariáveis 

preditivas, onde não foi realizada comparação entre outras abordagens de classificação, 

utilizou-se 100 conjuntos de dados aleatórios na validação cruzada, para mensuração das 

médias da acurácia global e do índice Kappa. Nos testes onde foram realizados comparativos 

entre abordagens utilizou-se 20 conjuntos de dados diferentes e aleatórios, na validação 

cruzada. O mesmo vale para os conjuntos de dados construídos por regiões de interesse e por 

unidades elementares de relevo, sendo realizada também 20 repetições na validação cruzada, 

para as estimativas das médias da acurácia global e do índice Kappa. 

Como a quantidade de informações para treinamento em unidades de mapeamento foi 

muito grande, com um total de 7.424.092 observações quando a área de referência foi composta 

pelas quatro folhas, em escala 1:100.000, apresentadas na figura 2, adotou-se uma malha de 

pontos para reamostragem, equidistantes em 150 m, de forma a viabilizar as análises frente ao 

recurso computacional disponível, mesmo utilizando o GEE, reduzindo a quantidade de 

informações de treinamento para 297.244 observações. 

Como as unidades de mapeamento simples provenientes dos levantamentos 

convencionais são fixas espacialmente, os pontos para realização dos testes foram todos aqueles 

que não faziam intersecção com as unidades de mapeamento simples utilizadas como referência 

no treinamento dos modelos. A tabela 8 indica a quantidade de pontos de observação em campo 
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que foram utilizados para a validação dos mapas digitais de classes de solos na área piloto, 

quando elaborados a partir de conjuntos de dados provenientes de unidades de mapeamento 

simples, para cada Unidade de Solo presente na área. 

Tabela 8 – Quantidade de observações utilizadas para validação dos mapas digitais de classes 

de solos produzidos para a área piloto, por Unidade de Solo classificada no 4º nível do SiBCS, 

acrescido do tipo de horizonte A e grupamento textural. 

 

Unidade de solo classificada no SiBCS N 

PVAd e PVAe abrúptico, A moderado, textura arenosa/média 5 

PVAd PVAe PAd ou PAe arênico abrúptico, A moderado e fraco, textura 

arenosa/média 
7 

PVe nitossólico e NVe típico, A moderado, textura argilosa/muito argilosa 3 

LVd típico, A moderado, textura argilosa e muito argilosa 23 

NVef e NVdf típico, A moderado, textura argilosa e muito argilosa 7 

LVd típico, A moderado, textura média 2 

LVAd espesso-húmico, textura média, argilosa ou muito argilosa 2 

NXd típico, A moderado, textura argilosa e muito argilosa 33 

LVef típico, A moderado, textura argilosa e muito argilosa 25 

LVdf típico, A moderado, textura argilosa e muito argilosa 22 

LVAd típico, A moderado, textura média 4 

LVAd psamítico e típico, A moderado e fraco, textura média 3 

Total 136 
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4 RESULTADOS E DISCUSSÃO 

 

 

4.1 Mapas digitais de classes de solos da área piloto 

 

 Os mapas pedológicos elaborados para a área piloto utilizando as abordagens de 

classificação com base em pixels e com base em objetos, tendo como área de referência as 

unidades de mapeamento simples presentes nos levantamentos pedológicos convencionais, 

apresentaram resultados muito próximos, quando comparados pelos valores de acurácia global 

e de índice Kappa. A acurácia global foi ligeiramente maior na abordagem por pixels (46,32 

%) do que com a abordagem por objetos (45,93 %), como mostra a tabela 9. A pequena 

diferença deve-se a um único acerto a mais observado na matriz de confusão do mapa digital 

de classes de solo elaborado por classificação com base em pixels. 

Tabela 9 – Acurácia global e índice Kappa dos mapas digitais de classes de solos para a área 

piloto, utilizando unidades de mapeamento simples de mapas pedológicos convencionais como 

referência sobre a ocorrência de solos, com classificação em Unidade de Solo*, produzidos por 

classificação supervisionada com base em pixels e em objetos (GEOBIA), utilizando o Random 

Forest. 

 

 Validação convencional Validação ponderada¹ 

 OA² (%) Kappa OA² (%) Kappa 

Pixels 46,32 0,3664 61,00 0,5396 

GEOBIA 45,93 0,3668 60,51 0,5375 

¹Considerou-se o peso atribuído a cada classe equivalente à proporção da área das observações presente na base 

de dados de treinamento como fator de ponderação. ²OA = Acurácia global. *Os resultados obtidos para Unidades 

de Solo são equivalentes ao 4º nível do SiBCS acrescido do tipo de horizonte A e do grupamento textural, no caso 

da área piloto. 

 Considerando a validação ponderada pela frequência da Unidade de Solo nas unidades 

de mapeamento simples dos levantamentos convencionais na área de referência, a qualidade 

dos mapas digitais de classes de solos produzidas por ambas abordagens (pixels e GEOBIA) 

pode ser considerada boa (Landis e Koch, 1977). Os valores de acurácia global foram bastante 

próximos, aproximadamente 61 %, como apresentado na tabela 9. 

 Ao todo, foram preditas 22 Unidades de Solo, equivalente ao 4º nível do SiBCS 

acrescido do tipo de horizonte A e do grupamento textural, no caso da área piloto, conforme 

correspondência apresentada na tabela 3. Todas as 22 Unidades de Solo foram preditas 

utilizando tanto a abordagem de classificação supervisionada com base em pixels quanto por 
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GEOBIA. Os mapas digitais de classes de solos para a área piloto, elaborados por cada uma das 

abordagens, são apresentados na figura 7 (pixels) e na figura 8 (GEOBIA). 

 O aspecto geral dos mapas para a classificação em nível de Subordem do SiBCS é 

bastante semelhante, de maneira geral, entre as duas abordagens de classificação. O mapa 

digital de classes de solo produzido pela classificação por pixels é mais fragmentado, quando 

visto com mais detalhe, como mostra a figura 7. 

 
 

Figura 7 – Mapa digital de classes de solo com classificação em Subgrupo do SiBCS, acrescido 

do tipo de horizonte A e grupamento textural, elaborado por classificação supervisionada com 

base em pixels, utilizando o Random Forest, na área piloto. 

 As transições entre os delineamentos apresentam-se mais uniformes e bem definidas no 

mapa digital de classes de solo produzido utilizando a abordagem de classificação 

supervisionada com base em objetos, como mostra a figura 8. 

 Os dois mapas se diferenciam pelos detalhes, pois, o resultado geral é bastante 

semelhante como mostram a figura 7 e a figura 8. Os RQo típico, A moderado (Areias 

Quartzosas – RQ1), estão concentrados na porção noroeste da área piloto, associados à 

formação Pirambóia e a modelados de relevo representados por superfícies de dissecação com 
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topo convexo, densidade de drenagem média e aprofundamento das incisões média (Dc33 – 

Figura 6). 

 
 

Figura 8 – Mapa digital de classes de solos com classificação em Subgrupo do SiBCS, 

acrescido do tipo de horizonte A e grupamento textural, elaborado por classificação 

supervisionada com base em objetos, utilizando o Random Forest, na área piloto. 

Também associados à formação Pirambóia estão os PVAd, PVAe, PAd ou PAe arênico 

abrúptico, A moderado e fraco, textura arenosa/média (Serrinha – PVA3), porém, em 

modelados com superfícies de dissecação com topo convexo, de densidade de drenagem fina e 

aprofundamento das incisões médio ou fraco (Dc43 ou Dc42 – Figura 6). 

 Os GXvd, GXve, GXbd e GXbe típico, A moderado e proeminente, textura argilosa 

(Hidromórficos – GX1) estão associados aos depósitos aluvionares (Qa – Figura 5) e às 

planícies e terraços fluviais (Aptf – Figura 6). Aparecem também associados às formas de topo 

tabular, quando a geologia mapeada são rochas intrusivas básicas (JKb). 

 Na área piloto, os PVAd e PVAe abrúptico, A moderado, textura arenosa/média (Alva 

– PVA1) estão concentrados próximos à foz do rio Corumbataí, na divisa entre os municípios 

Ipeúna, Rio Claro, Charqueada e Piracicaba (Figura 7 e Figura 8). Estão associados a modelados 

de dissecação de topo convexo que transitam de um aprofundamento médio das incisões (Dc43 
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– Figura 6) nas áreas mais elevadas a fraco (Dc42 – Figura 6) nas áreas mais baixas em direção 

à calha do rio, sobre a formação Itararé, principalmente. 

 NXd típico, A moderado, textura argilosa e muito argilosa (Olaria – NX1) aparecem em 

grande parte dos mapas digitais de classes de solos construídos para a área piloto, geralmente, 

associados às formações Corumbataí e Rio Claro, mas também às formações Irati e Tatuí, na 

porção leste da área piloto, como apresentam a figura 7 e a figura 8. A associação desses 

Nitossolos à formação Rio Claro não é esperada em termos de pedogênese, principalmente 

devido à textura argilosa e muito argilosa e não foi observada em campo, representando um 

erro de predição. 

 Os Latossolos Vermelhos LVd típico, A moderado, textura argilosa e muito argilosa 

(Limeira – LV1); LVdf típico, A moderado, textura argilosa e muito argilosa (Barão Geraldo – 

LV4) e LVef típico, A moderado, textura argilosa e muito argilosa (Ribeirão Preto – LV5) 

também foram preditos em grande parte da área piloto por ambas abordagens, como pode-se 

observar na figura 7 e na figura 8. Encontram-se especialmente nas porções leste e sul da área 

piloto, associados à formação Corumbataí e a rochas intrusivas básicas. 

Apesar da semelhança entre a qualidade dos resultados globais dos mapas produzidos 

pelas duas abordagens, há diferenças significativas nos resultados observados por classe.  Em 

três Unidades de Solo – PVe nitossólico e NVe típico, A moderado, textura argilosa/muito 

argilosa (Campestre – PV1); LVd típico, A moderado, textura média (Hortolândia – LV2); 

LVAd típico, A moderado, textura média – LVA4 – os resultados com a abordagem GEOBIA 

superou a classificação por pixels, em relação à taxa de verdadeiros positivos. 

Em três outros casos a abordagem por pixels foi superior à classificação por objetos – 

LVd típico, A moderado, textura argilosa e muito argilosa (Limeira – LV1); NXd típico, A 

moderado, textura argilosa e muito argilosa (Olaria – NX1); LVef típico, A moderado, textura 

argilosa e muito argilosa (Ribeirão Preto – LV5), como mostra a tabela 10. 

As abordagens foram equivalentes em relação as taxas de verdadeiros positivos para 

seis classes: PVAd e PVAe abrúptico, A moderado, textura arenosa/média (Alva – PVA1); 

PVAd PVAe PAd ou PAe arênico abrúptico, A moderado e fraco, textura arenosa/média 

(Serrinha – PVA3); NVef e NVdf típico, A moderado, textura argilosa e muito argilosa 

(Estruturada – NV2); LVAd espesso-húmico, textura média, argilosa ou muito argilosa 

(Camarguinho – LVA2); LVdf típico, A moderado, textura argilosa e muito argilosa (Barão 
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Geraldo – LV4); LVAd psamítico e típico, A moderado e fraco, textura média (Coqueiro – 

LVA3), conforme mostra a tabela 10. 

Tabela 10 – Taxa de verdadeiros positivos (exatidão do usuário) por classe na área piloto. 

 
Unidade de 

Solo 
Unidade de solo classificada no SiBCS 

TPR¹ 
Peso 

Pixels OBIA 

Alva 
PVAd e PVAe abrúptico, A moderado, textura 

arenosa/média 
100,00% 100,00% 6,90% 

Serrinha 
PVAd PVAe PAd ou PAe arênico abrúptico, A moderado e 

fraco, textura arenosa/média 
85,70% 85,70% 27,87% 

Campestre 
PVe nitossólico e NVe típico, A moderado, textura 

argilosa/muito argilosa 
66,70% 100,00% 2,56% 

Limeira LVd típico, A moderado, textura argilosa e muito argilosa 60,90% 56,50% 20,52% 

Estruturada 
NVef e NVdf típico, A moderado, textura argilosa e muito 

argilosa 
57,10% 57,10% 4,05% 

Hortolândia LVd típico, A moderado, textura média 50,00% 100,00% 0,63% 

Camarguinho 
LVAd espesso-húmico, textura média, argilosa ou muito 

argilosa 
50,00% 50,00% 1,29% 

Olaria NXd típico, A moderado, textura argilosa e muito argilosa 45,50% 42,40% 15,51% 

Ribeirão Preto LVef típico, A moderado, textura argilosa e muito argilosa 44,00% 37,50% 8,34% 

Barão Geraldo LVdf típico, A moderado, textura argilosa e muito argilosa 18,20% 18,20% 11,11% 

Laranja Azeda LVAd típico, A moderado, textura média 0,00% 25,00% 0,99% 

Coqueiro LVAd psamítico e típico, A moderado e fraco, textura média 0,00% 0,00% 0,24% 

¹TPR = Taxa de verdadeiros positivos (exatidão do usuário). Número de observações classificadas corretamente 

em relação ao total de observações reais em determinada classe. 

A única Unidade de Solo cujas taxas de verdadeiros positivos foram nulas para ambas 

as abordagens foi a dos LVAd psamítico e típico, A moderado e fraco, textura média (Coqueiro 

– LVA3). A taxa de verdadeiros positivos foi nula para os LVAd típico, A moderado, textura 

média (Laranja Azeda – LVA4) na abordagem de classificação por pixels, como observa-se na 

tabela 10. 

A abordagem de classificação com base em pixels apresentou melhor desempenho 

quanto às taxas de verdadeiros positivos em Unidades de Solo com grande ocorrência na área 

piloto: LVd típico, A moderado, textura argilosa e muito argilosa (Limeira – LV1); NXd típico, 

A moderado, textura argilosa e muito argilosa (Olaria – NX1); LVef típico, A moderado, textura 

argilosa e muito argilosa (Ribeirão Preto – LV5), como mostra a tabela 10. 

As diferenças entre as abordagens de classificação por pixels e GEOBIA são ainda 

maiores considerando a precisão obtida em cada classe predita. Neste caso, apenas o resultado 

de uma Unidade de Solo – PVe nitossólico e NVe típico, A moderado, textura argilosa/muito 

argilosa (Campestre – PV1) – foi equivalente entre as abordagens. 

Os LVAd psamítico e típico, A moderado e fraco, textura média (Coqueiro – LVA3) 

não foram preditos pelos modelos de ambas abordagens nos locais onde ocorreram pontos de 
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validação, portanto, não foi possível avaliar a precisão nesta Unidade de Solo, conforme 

apresentado na tabela 11. 

Tabela 11 – Precisão (exatidão do produtor) por classe na área piloto. 

 

Unidade de 

solo 
Unidade de Solo classificada no SiBCS 

Precisão¹ 
Peso 

Pixels OBIA 

Alva 
PVAd e PVAe abrúptico, A moderado, textura 

arenosa/média 
83,33% 100,00% 6,90% 

Camarguinho 
LVAd espesso-húmico, textura media, argilosa ou 

muito argilosa 
100,00% 50,00% 1,29% 

Estruturada 
NVef e NVdf típico, A moderado, textura argilosa e 

muito argilosa 
80,00% 66,67% 4,05% 

Hortolândia LVd típico, A moderado, textura média 50,00% 66,67% 0,63% 

Olaria 
NXd típico, A moderado, textura argilosa e muito 

argilosa 
60,00% 50,00% 15,51% 

Barão 

Geraldo 

LVdf típico, A moderado, textura argilosa e muito 

argilosa 
50,00% 57,14% 11,11% 

Ribeirão 

Preto 

LVef típico, A moderado, textura argilosa e muito 

argilosa 
52,38% 56,25% 8,34% 

Serrinha 
PVAd PVAe PAd ou PAe arênico abrúptico, A 

moderado e fraco, textura arenosa/média 
54,55% 42,86% 27,87% 

Laranja 

Azeda 
LVAd típico, A moderado, textura média 0,00% 50,00% 0,99% 

Campestre 
PVe nitossólico e NVe típico, A moderado, textura 

argilosa/muito argilosa 
33,33% 33,33% 2,56% 

Limeira 
LVd típico, A moderado, textura argilosa e muito 

argilosa 
28,57% 30,23% 20,52% 

Coqueiro 
LVAd psamítico e típico, A moderado e fraco, textura 

média 
- - 0,24% 

¹Precisão = exatidão do produtor. Número de observações classificadas corretamente em relação ao total de 

observações preditas em determinada classe. 

 A classificação com base em objetos superou os resultados da classificação com base 

em pixels, em relação à precisão, em seis Unidades de Solo: PVAd e PVAe abrúptico, A 

moderado, textura arenosa/média (Alva – PVA1); LVd típico, A moderado, textura média 

(Hortolândia – LV2); LVdf típico, A moderado, textura argilosa e muito argilosa (Barão 

Geraldo – LV4); LVef típico, A moderado, textura argilosa e muito argilosa (Ribeirão Preto – 

LV5); LVAd típico, A moderado, textura média (Laranja Azeda – LVA4); LVd típico, A 

moderado, textura argilosa e muito argilosa (Limeira – LV1) (Tabela 11). 

Em quatro Unidades de Solo a precisão foi maior na abordagem de classificação 

supervisionada com base em pixels: LVAd espesso-húmico, textura média, argilosa ou muito 

argilosa (Camarguinho – LVA2); NVef e NVdf típico, A moderado, textura argilosa e muito 

argilosa (Estruturada – NV2); NXd típico, A moderado, textura argilosa e muito argilosa (Olaria 

– NX1); PVAd PVAe PAd ou PAe arênico abrúptico, A moderado e fraco, textura 

arenosa/média (Serrinha – PVA3), como mostra a tabela 11. 
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Apesar de haver mais Unidades de Solo nas quais a precisão foi maior na classificação 

com base em objetos, somadas elas correspondem a 48,5 % da área de referência. Além disso, 

a precisão foi maior utilizando a classificação com base em pixels em duas Unidades de Solo 

com grande ocorrência na base de dados de treinamento: os PVAd PVAe PAd ou PAe arênico 

abrúptico, A moderado e fraco, textura arenosa/média (Serrinha – PVA3) com 27,9 % de 

ocorrência na área de referência e os NXd típico, A moderado, textura argilosa e muito argilosa 

(Olaria – NX1) com 15,5 % de ocorrência na área de referência, conforme apresentado na tabela 

11. 

 Os PVAd PVAe PAd ou PAe arênico abrúptico, A moderado e fraco, textura 

arenosa/média (Serrinha – PVA3) foram a Unidade de Solo mais predita por ambas abordagens 

de classificação, como observa-se na figura 9. A segunda Unidade de Solo mais predita foi a 

dos NXd típico, A moderado, textura argilosa e muito argilosa (Olaria – NX1), ultrapassando 

os LVd típico, A moderado, textura argilosa e muito argilosa (Limeira – LV1), que tinham a 

segunda maior ocorrência na área de referência. 

 
 

Figura 9 – Área predita por classificação supervisionada com base em pixels e em objetos 

(GEOBIA), em cada Unidade de Solo, na área piloto. 

A qualidade dos mapas pedológicos gerados para a área piloto aplicando as abordagens 

de classificação supervisionada com base em pixels e GEOBIA foi compatível com outros 
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trabalhos em MDS, avaliando os resultados de índice Kappa entre 0,37 e 0,54 que foram 

alcançados. Estes valores estão próximos ao valor médio do índice Kappa de 0,48, calculado 

para os estudos em MDS realizados no Brasil (Ten Caten et al., 2012). Os resultados de acurácia 

global entre 45,9 % e 61,0 % são semelhantes aos encontrados por Crivelenti et al. (2009) (60,8 

%), e por Silva et al. (2013) (52 %), que também utilizaram unidades de mapeamento de 

levantamentos convencionais como fonte de informações sobre a ocorrência de classes de solo. 

A literatura recente indica a classificação com base em objetos como uma técnica 

promissora para o mapeamento de classes de solos, superando as abordagens por pixels. 

Cremon et al. (2021) encontraram acurácia de 70 %, sendo 5 % maior que na abordagem por 

pixels, nos testes realizados. No trabalho de Dornik et al. (2018), que alcançaram acurácia 

global de 58 %, a vantagem foi de 10 % em relação à abordagem de classificação por pixels. 

Todavia, neste estudo, a qualidade dos mapas digitais de classes de solos elaborados por 

classificação supervisionada com base em pixels e com base em objetos, avaliada pela acurácia 

global e índice Kappa, foram bastante semelhantes. 

Contudo, foi importante investigar os resultados obtidos por Unidade de Solo em cada 

uma das abordagens, em busca de vantagens e desvantagens de cada uma. Nos LVef típico, A 

moderado, textura argilosa e muito argilosa (Ribeirão Preto – LV5) a taxa de verdadeiros 

positivos foi melhor na classificação com base em pixels. Essa Unidade de Solo apresenta 

grande importância agronômica, devido à sua estrutura granular bem desenvolvida e, 

principalmente, à boa fertilidade natural, relativamente rara em ambientes tropicais úmidos 

(Oliveira et al., 1982; Oliveira e Prado, 1984). 

A taxa de verdadeiros positivos também foi melhor na classificação com base em pixels 

nos NXd típico, A moderado, textura argilosa e muito argilosa (Olaria – NX1), que também 

apresentam grande importância agronômica e que merecem recomendações específicas de 

manejo do solo devido a sua maior suscetibilidade à degradação física (Oliveira et al., 1982; 

Oliveira e Prado, 1984; Bertol et al., 2007), pensando a melhor conservação de sua estrutura e 

das características desejáveis, presentes naturalmente nestes solos. 

Diante a grande semelhança entre as estimativas de qualidade global dos mapas digitais 

de classes de solo produzidos por classificação com base em pixels e GEOBIA, é importante 

avaliar em detalhe a qualidade da predição por classe predita. A depender do objetivo do 

levantamento ou do uso que será dado ao mapa, algumas classes podem ser prioritárias na 

decisão por qual estratégia utilizar.  
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Semelhante ao observado por Wolski et al. (2017), observa-se uma limitação na 

capacidade de extrapolação das Unidades de Solo, porém, essa limitação não parece estar 

associada diretamente à maior ou menor ocorrência da respectiva classe na área de referência, 

no presente estudo. Os PVAd e PVAe abrúptico, A moderado, textura arenosa/média (Alva – 

PVA1) que ocorrem em menos de 7 % da área de referência, por exemplo, apresentaram bons 

resultados em todos os testes realizados. 

A unidade de solo Alva, por definição, está associada a sedimentos arenosos e silto-

arenosos, de idade permo-carbonífera (Grupo Itararé) (Oliveira et al., 1999). Esta litologia está 

bem delimitada no mapa geológico da área piloto (Cabral Júnior et al., 2012; Cabral Júnior e 

Gamba, 2017). Esta associação entre a ocorrência do Grupo Itararé e das manchas da Unidade 

de Solo Alva explica o bom desempenho da predição nessa Unidade de Solo, mesmo se tratando 

de uma Unidade de Solo com baixa ocorrência na área piloto. 

Por outro lado, os LVd típico, A moderado, textura argilosa e muito argilosa (Limeira – 

LV1), com mais de 20 % de ocorrência na área de referência, tiveram precisão baixa, em torno 

de 30 %. A Unidade de Solo Limeira, na área do estudo, não está associada a uma litologia 

específica, mas a áreas onde há transição entre litologias com baixo teor de minerais com Ferro 

(sedimentares, ígneas ácidas e metamórficas com baixo Ferro) e litologias com elevado teor de 

minerais com Ferro (diabásio e basalto). Assim, apesar de ocorrer em paisagem de relevo 

suavizado, próximo àquela dos Ribeirão Preto (alto teor de Ferro), Barão Geraldo (alto teor de 

Ferro) e Mato Dentro (baixo teor de Ferro), por exemplo, não está associada a geologia 

específica, dificultando sua predição. Ou seja, as similaridades no relevo e a litologia não 

específica prejudicaram os resultados obtidos na predição dos solos da unidade Limeira. 

 

4.2 Covariáveis preditivas na área de referência expandida 

 

 Com a expansão da área de referência para as regiões das quatro folhas, em escala 

1:100.000, avaliou-se a importância preditiva das covariáveis neste novo contexto. A 

importância de cada covariável foi diferente entre os níveis taxonômicos de classificação de 

solos, avaliando-se a importância de Gini (Mean Decrease in Impurity - MDI), conforme 

apresentado na tabela 12. 
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As 10 covariáveis mais importantes, em ordem decrescente de importância, para a 

predição de classes de solo no primeiro nível taxonômico do SiBCS (Ordem) foram: elevação, 

geologia, declividade, modelado de relevo, curvatura em perfil, curvatura em planta, forma 

elementar de relevo, curvatura combinada, curvatura em planta (categorizada) e curvatura em 

perfil (categorizada), como mostra a tabela 12. 

Tabela 12 – Importância de Gini (MDI) das covariáveis e presença em nós do Random Forest, 

avaliada por validação cruzada (100 folds) no conjunto de dados de pontos de amostragem em 

campo (1521 observações) presentes nas quatro folhas em escala 1:100.000 da área de estudo. 

 

Covariável 
Ordem Subordem Grande grupo Subgrupo Unidade de solo 

MDI Nós MDI Nós MDI Nós MDI Nós MDI Nós 

Modelado de relevo 0,72 939 0,92 1.437 1,1 1.582 1,14 1.877 1,23 2.088 

Geologia 0,74 1.297 0,94 1.532 1,07 1.750 1,13 1.639 1,17 1.679 

Forma elementar de relevo 0,7 1.048 0,81 1.309 0,94 1.484 0,99 1.505 1,04 1.481 

Morfoescultura (IBGE, 2018) 0,56 432 0,71 674 0,87 817 0,93 854 1 866 

Curvatura em planta 

(categórica) 
0,65 195 0,8 222 0,87 292 0,85 319 0,93 306 

Morfoescultura (ROSS & 

MOROZ, 1997) 
0,52 429 0,68 542 0,8 725 0,85 734 0,93 778 

Domínio do fluxo superficial 0,64 252 0,72 347 0,83 431 0,85 448 0,91 467 

Elevação 0,75 3.642 0,78 5.616 0,83 6.947 0,84 7.595 0,86 8.128 

Declividade 0,74 2.980 0,78 4.502 0,82 5.717 0,84 5.957 0,86 6.633 

Curvatura em perfil 0,71 2.464 0,77 3.610 0,81 4.584 0,83 4.866 0,85 5.380 

Curvatura em perfil 

(categórica) 
0,65 412 0,73 588 0,82 693 0,85 736 0,85 731 

Curvatura em planta 0,71 2.213 0,75 3.267 0,8 4.052 0,81 4.258 0,84 4.718 

Curvatura 0,69 1.778 0,74 2.613 0,79 3.275 0,81 3.423 0,83 3.755 

Distância à rede de drenagem 0,65 1.872 0,71 2.592 0,76 3.071 0,79 3.205 0,82 3.437 

Distância ao topo do 

interflúvio 
0,64 1.445 0,7 2.197 0,75 2.609 0,77 2.681 0,8 2.850 

PC 1 0,6 1.050 0,67 1.547 0,72 1.815 0,74 1.782 0,78 2.000 

PC 2 0,56 992 0,64 1.561 0,69 1.698 0,72 1.731 0,76 1.884 

PC 3 0,53 1.100 0,61 1.577 0,7 1.722 0,72 1.739 0,76 1.919 

Entropia da altitude 0,54 967 0,61 1.384 0,67 1.517 0,7 1.618 0,75 1.628 

Entropia da declividade 0,52 972 0,57 1.351 0,65 1.518 0,69 1.422 0,73 1.518 

A escala de cores varia conforme os valores mínimos (vermelho) e máximos (verde) da importância de Gini (MDI), 

tendo como referência para ordenação os valores obtidos no nível taxonômico de Subgrupo. 

Para a predição de classes de solo no segundo nível taxonômico do SiBCS (Subordem), 

as 10 principais covariáveis foram: geologia, modelado de relevo, forma elementar de relevo, 

curvatura em planta (categorizada), elevação, declividade, curvatura em perfil, curvatura em 

planta, curvatura combinada e curvatura em perfil (categorizada), como mostra a tabela 12. 

Para a predição de classes de solo no terceiro nível taxonômico do SiBCS (Grande 

grupo), as 10 principais covariáveis foram: modelado de relevo, geologia, forma elementar de 

relevo, curvatura em planta (categorizada), morfoescultura (IBGE, 2018), elevação, domínio 
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do fluxo superficial, declividade, curvatura em perfil (categorizada) e curvatura em perfil, 

conforme a tabela 12. 

Para predição das classes de solos nos níveis taxonômicos de Subgrupo do SiBCS e 

Unidade de Solo observa-se os mesmos resultados no ranking de covariáveis, como mostra a 

figura 10. As 10 principais covariáveis foram: modelado de relevo, formação geológica, feição 

mínima, morfoescultura (IBGE, 2018), curvatura em planta (categorizada), morfoescultura 

(Ross e Moroz, 1997), domínio do fluxo superficial, altitude, declividade, curvatura em perfil 

(categorizada). 

 

 

Figura 10 – Ranking de covariáveis preditivas avaliadas considerando a importância de Gini 

(MDI) em relação aos quatro níveis taxonômicos de classificação de solos do SiBCS e ao 

conceito Unidade de Solo. 

As covariáveis morfométricas (altitude, declividade, curvaturas na forma contínua) 

perderam colocações no ranking de importância preditiva do Random Forest à medida em que 

o nível taxonômico de classificação de solos tornou-se mais detalhado, avaliadas pela 

importância de Gini (MDI), conforme apresentado na figura 10. 

 As covariáveis categóricas relacionadas a características geomorfológicas (modelado de 

relevo, feição mínima, morfoescultura e domínio do fluxo superficial) apresentaram maior 

importância preditiva à medida em que o nível taxonômico de classificação de solos tornou-se 

mais detalhado. A ascensão no ranking se dá especialmente com as unidades morfoesculturais. 

Ordem Subordem Grande grupo Subgrupo Unidade de solo

Modelado de relevo
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Forma elementar de relevo

Morfoescultura (IBGE, 2018)
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Curvatura em perfil (categorizada)

Morfoescultura (ROSS & MOROZ, 1997)
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Curvatura em planta

Curvatura combinada

Distância à rede de drenagem

Distância ao topo do interflúvio
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PC 2

Entropia da altitude

Entropia da declividade
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Comportamento semelhante também é observado nas covariáveis das curvaturas categorizadas, 

como mostra a figura 10. 

 As covariáveis com menor importância preditiva para o Random Forest foram as 

distâncias (até a rede de drenagem e ao topo do interflúvio), as componentes principais e as 

entropias, como mostra a figura 10. 

Analisando diferentes conjuntos de dados e covariáveis preditivas, Machado et al. 

(2019) relataram o quão sensível é o Random Forest a diferentes estratégias de seleção das 

bases de dados para treinamento do modelo. Os autores consideram que é mais importante 

encontrar o conjunto de dados que produzirá a melhor base de dados de treinamento do que 

aumentar a quantidade de observações ou de covariáveis preditivas. Carvalho Junior et al. 

(2020) também relataram que aumentar a quantidade de covariáveis preditivas não garante 

aumento nos valores de acurácia global ou do índice Kappa dos mapas. 

Uma avaliação prévia da acurácia e do índice Kappa, obtida com a retirada de uma 

covariável por vez do conjunto de dados de treinamento, indicou que o conjunto de dados que 

utilizou todas as 20 covariáveis presentes neste estudo resultou nos melhores modelos, o que 

também foi observado por Heung et al. (2014), utilizando o Random Forest. Machado et al. 

(2019) conseguiram melhorar a qualidade dos mapas reduzindo o conjunto de covariáveis, em 

alguns casos, utilizando análise de componentes principais para identificar a importância 

preditiva, retirando aquelas menos importantes. 

Nesta perspectiva, a avaliação da importância preditiva das covariáveis neste estudo não 

resultou na necessidade de redução do conjunto de covariáveis preditivas. A investigação da 

importância preditiva das covariáveis foi importante para compreender os conjuntos de dados 

mais relevantes entre os níveis de classificação taxonômica de solos. Nos níveis mais detalhados 

da taxonomia de solos do SiBCS, as oito variáveis mais importantes foram do tipo categóricas 

(nominais ou discretas), que continham informações sobre a geologia e o relevo, com detalhe 

para formas e características dos fluxos hídricos superficiais, como mostra a figura 10. 

Este resultado corrobora com os encontrados por Carvalho Junior et al. (2020), que 

ressaltam a importância das covariáveis geomorfológicas, encontrando resultados positivos 

com a inclusão de covariáveis que regionalizaram a base de dados de treinamento. No presente 

estudo, as covariáveis de posicionamento (distância até a drenagem e distância ao topo do 

interflúvio) estiveram entre as de menor importância preditiva, ainda assim, contribuindo para 
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a melhoria da acurácia global dos mapas digitais de classes de solo, permanecendo nos 

conjuntos de dados de treinamento. 

 

4.3 Estratégias de amostragem na área de referência expandida 

 

Com a expansão da área de referência, abrangendo as quatro folhas na escala 1:100.000 

da área de estudo, avaliou-se as estratégias de amostragem para construção dos conjuntos de 

dados de treinamento, entre os níveis de classificação taxonômica, conforme apresentado na 

tabela 13. 

Tabela 13 – Acurácia global e índice Kappa em diferentes níveis taxonômicos e estratégias de 

construção de bases de dados de treinamento, utilizando o Random Forest. 

 

Observações de treinamento 
Ordem Subordem Grande grupo Subgrupo Unidade de solo 

OA¹ Kappa OA¹ Kappa OA¹ Kappa OA¹ Kappa OA¹ Kappa 

Pontos de campo 0,6604 0,2924 0,4423 0,2244 0,2931 0,1649 0,2788 0,1883 0,2563 0,2012 

ROI 0,6508 0,2349 0,4710 0,2134 0,3234 0,1283 0,2843 0,1272 0,2511 0,1528 

Unidades elementares de relevo 0,6313 0,2964 0,4441 0,2694 0,3035 0,2029 0,2684 0,1934 0,2247 0,1772 

Unidades de mapeamento 0,6084 0,2909 0,3738 0,1858 0,1570 0,0445 0,1618 0,0747 0,1361 0,0775 

Qt. Classes 10 18 25 32 43 

¹OA = Acurácia global 

Para classificação em nível de Ordem do SiBCS, os resultados de acurácia global usando 

observações de treinamento constituídas por pontos de campo e por regiões de interesse (ROI) 

foram equivalentes. A acurácia global foi menor para treinamento unidades elementares de 

relevo e em unidades de mapeamento simples, provenientes dos levantamentos convencionais. 

Em termos de índice Kappa, o treinamento utilizando as ROI apresentou desempenho inferior 

às demais estratégias, como mostra a tabela 13. 

 Os valores de índice Kappa observados para o treinamento utilizando as unidades 

elementares de relevo superou ou foi equivalente às outras estratégias, exceto quando a 

classificação taxonômica de solos foi a Unidade de Solo. Para a classificação em Unidades de 

Solo, a única estratégia que superou o limiar de 0,2, que representa uma concordância razoável 

(Landis e Koch, 1977), foi o treinamento em pontos de campo, conforme apresentado na tabela 

13. 
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 A pior estratégia para construção das bases de dados de treinamento, em termos de 

acurácia global e de índice Kappa, foi a utilização de unidades de mapeamento simples 

provenientes dos levantamentos convencionais, semelhante ao encontrado por Machado et al. 

(2019) mas diferente do observado por Heung et al. (2017). No presente estudo, essa estratégia 

só superou o limiar para concordância razoável na classificação em nível de Ordem do SiBCS, 

apresentando valor equivalente às outras abordagens, como mostra a tabela 13. 

 Em termos de acurácia global, a utilização das ROI superou as demais estratégias de 

construção da base de dados de treinamento quando a classificação foi em nível de Subordem, 

Grande Grupo e Subgrupo do SiBCS. Em nível de Ordem do SiBCS, essa estratégia foi 

ligeiramente inferior em relação a acurácia global obtida utilizando pontos de amostragem em 

campo. Para a classificação em Unidades de solo, o valor de acurácia global obtido com o 

treinamento nas ROI foi semelhante ao obtido utilizando pontos de amostragem em campo. 

Todas as estratégias de construção de conjunto de dados de treinamento investigadas no 

presente estudo apresentaram resultados promissores na literatura. Dias et al. (2016), que 

utilizou pontos de amostragem em campo expandidos para regiões de interesse encontrou 

acurácia global de 48,3 % e Kappa de 0,44 com o Random Forest, em classes de solos 

classificadas no 4º nível categórico do SiBCS. 

Machado et al. (2019) obtiveram melhores resultados utilizando regiões de interesse 

circulares a partir de pontos de amostragem em campo, comparados à resultados utilizando 

polígonos de unidades de mapeamento. O mesmo pode ser observado no presente estudo, 

especialmente no primeiro e no segundo níveis categóricos do SiBCS (Ordem e Subordem). 

Contudo, os resultados obtidos utilizando simplesmente os próprios pontos de campo 

tiveram destaque no presente estudo. Este fato pode estar relacionado à grande extensão da área 

de referência criada, no esforço de encontrar modelos ajustáveis a diferentes condições 

pedogenéticas, 1.369 observações de campo parecem ter sido suficientes para o treinamento de 

modelos para a predição de solos em nível de Ordem e Subordem do SiBCS, uma vez que 

apresentaram resultados de acurácia global e índice Kappa satisfatórios nestes níveis de 

classificação taxonômica de solos. 

A expansão da área de referência também está relacionada à baixa eficiência dos 

modelos a partir do nível de Grande Grupo do SiBCS. A Figura 11 mostra a relação entre a 

quantidade de classes e os valores de acurácia global e do índice Kappa consolidados de todos 

os testes realizados no presente estudo. 
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Figura 11 – Efeito da quantidade de classes de solo para treinamento nos valores de acurácia 

global e índice Kappa. 

Ao ultrapassar 25 classes, o resultado médio da acurácia global fica bastante baixo e 

continua diminuindo até os testes com 43 classes, como mostra a figura 11. A média do índice 

Kappa ficou abaixo de 0,2 a partir de 25 classes nos conjuntos de dados de treinamento, 

considerando todas as abordagens de amostragem na área de referência expandida para as 

quatro folhas, em escala 1:100.000 da área de estudo. 

 Outro fator importante para a queda observada na qualidade dos resultados obtidos entre 

a área piloto e a área de referência expandida para as quatro folhas em escala 1:100.000 é a 

fonte de dados sobre a geologia. O mapa geológico da área piloto (Cabral Junior et al. 2012; 

Cabral Júnior e Gamba, 2017),  de escala 1:50.000, apresenta um refinamento muito superior 

ao observado no mapa de Perrota et al. (2006), de escala 1:750.000. Tendo em vista a grande 

importância preditiva da geologia, pode ser que a base geológica de Perrota et al. (2006) não 

seja adequada para o mapeamento digital de classes de solo em larga escala, para níveis 

taxonômicos de solos em Grande Grupo do SiBCS, ou mais detalhado. 

 

4.4 Predição considerando a diversidade de condições pedogenéticas 

 

Com a expansão da área de referência, abrangendo as quatro folhas na escala 1:100.000 

da área de estudo, avaliou-se a construção de mapas digitais de classes de solos utilizando 

modelos específicos para paisagens mais homogêneas. Para isso, a área das quatro folhas 

cartográficas foi estratificada nas quatro unidades geomorfológicas (morfoesculturas) presentes 

na área de estudo (Planalto Centro Ocidental, Planaltos Residuais, Planícies/Terraços Fluviais 

e Depressão Periférica). 
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Em cada teste, houve 20 repetições com conjuntos aleatórios de dados de treinamento e 

teste, considerando as estratégias de treinamento por pontos de campo e por ROI, para cada 

nível taxonômico e unidade geomorfológica. Os valores das médias calculadas para a acurácia 

global e do índice Kappa são mostrados na figura 12. 
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Figura 12 - Acurácia global e índice Kappa observados em bases de dados construídas por 

pontos de amostragem em campo e regiões de interesse (ROI) na área de referência 

correspondente às quatro folhas em escala 1:100.000 da área de estudo, com classificação 

taxonômica dos solos nos quatro níveis do SiBCS e em Unidade de Solo. Tratamentos sem 

estratificação, estratificadas pela geomorfologia e resultados considerando cada unidade 

geomorfológica isoladamente. 
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Verifica-se que há bastante variação nos resultados comparando diferentes unidades 

geomorfológicas quando os modelos preditivos foram criados para cada estrato isoladamente, 

tanto em relação à acurácia global quanto ao índice Kappa. O estrato que obteve os melhores 

resultados para acurácia global e índice Kappa, até o nível de Subgrupo do SiBCS, foi a unidade 

morfoescultural das Planícies e Terraços Fluviais. Resultados intermediários foram encontrados 

para o Planalto Centro Ocidental e nos Planaltos Residuais. Os piores resultados foram obtidos 

na Depressão Periférica. 

Apesar da diferença entre os resultados obtidos em cada estrato, os resultados médios 

de acurácia global e do índice Kappa alcançados utilizando um único modelo preditivo para 

todas as quatro folhas, em escala 1:100.000, da área de estudo foram equivalentes àqueles 

alcançados considerando o conjunto dos estratos, quando construído um modelo específico para 

cada morfoescultura, como observa-se na figura 12. 

Höfig et al. (2014) obtiveram melhores resultados nos mapas digitais de classes de solos 

quando utilizaram dois modelos diferentes, subdividindo a área de estudo em paisagens mais 

homogêneas. No presente trabalho, mesmo utilizando uma estratégia similar, subdividindo a 

área de referência composta pelas quatro quadrículas, em escala 1:100.000, utilizando as 

unidades morfoesculturais para delimitar paisagens mais homogêneas, não foi possível obter 

resultados satisfatórios a partir do 3º nível de classificação taxonômica do SiBCS, ou mais 

detalhado. 

Os resultados da figura 11 e da figura 12 indicam limitações importantes para o 

mapeamento digital de classes de solos, sistemático e em larga escala. Uma das limitações diz 

respeito à própria capacidade do Random Forest, ou de qualquer outro classificador, em 

trabalhar com uma quantidade muito grande de classes a serem preditas. Thinh et al. (2019) 

encontraram uma correlação negativa e bastante forte entre a acurácia global e a quantidade de 

classes, analisando 64 estudos de mapeamento do uso e ocupação por meio de classificação 

supervisionada. Especialmente, no caso do mapeamento digital de classes de solos, que 

envolvem processos pedogenéticos complexos onde atuam diversos fatores e para as quais a 

correlação com as covariáveis preditivas nem sempre é clara, é esperado que haja um limite 

para o aumento da quantidade de classes a serem preditas satisfatoriamente por um 

classificador. 

O nível taxonômico de classificação dos solos reflete na quantidade de classes que se 

pretende predizer, de maneira que, dada uma área, níveis taxonômicos mais detalhados 
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apresentarão diversidade de solos igual ou maior do que níveis taxonômicos menos detalhados. 

Da mesma forma, se pensarmos na extensão territorial em determinado contexto, áreas mais 

extensas terão diversidade de solos igual ou maior do que áreas menos extensas. Estes dois 

parâmetros (nível taxonômico e extensão territorial) devem ser considerados conjuntamente no 

MDS ao se pensar nos limites para o alcance de resultados satisfatórios. 

Ou seja, se por um lado, o MDS em nível taxonômico menos detalhados poderá 

apresentar bons resultados em áreas mais extensas, o MDS em nível taxonômico mais detalhado 

precisará ser implementado em áreas menos extensas, de forma a conter uma diversidade 

restrita de classes de solos para treinamento. Os resultados da tabela 13 e da figura 11 

corroboram com este raciocínio. 

Apesar de não ter sido possível produzir mapas digitais de classes de solos com 

qualidade satisfatória e classificação de solos em Grande Grupo do SiBCS, ou mais detalhado, 

para áreas extensas e pertencentes à diferentes províncias geomorfológicas, foi possível 

produzir mapas em nível de Ordem e Subordem com qualidade satisfatória e com a vantagem 

de apresentar delineamentos precisos, compatíveis com mapas em escadas de 1:50.000 a 

1:100.000. 

 

4.5 Mapas digitais de classes de solo em larga escala 

 

 Foram obtidos resultados satisfatórios até o nível de Subordem do SiBCS, avaliando os 

resultados apresentados na tabela 13. Com isso, considerou-se adequado produzir os mapas 

digitais de classes de solo para as quatro folhas, em escala 1:100.000, da área de estudo. Na 

elaboração dos mapas considerou-se exatamente o resultado predito pelo Random Forest, 

obtido pelo conjunto de dados com melhor índice Kappa entre as repetições realizadas para 

predição em nível de Subordem do SiBCS, sem nenhum procedimento de pós-processamento. 

A repetição selecionada foi constituída por ROI, que contou com 63.855 observações de 

treinamento. A acurácia global obtida por este conjunto de dados na área total das quatro folhas 

foi de 53,7 % e índice Kappa de 0,37. Os mapas das folhas Jaú (Figura 13), Brotas (Figura 14), 

Descalvado (Figura 15) e Piracicaba (Figura 16), são apresentados a seguir.
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5 CONCLUSÕES 

 

 A rotina semiautomática para identificação das unidades elementares de relevo 

implementada no Google Earth Engine foi eficaz para definir unidades cartográficas para o 

MDS, podendo ser utilizada na construção de bases de dados de treinamento em uma 

abordagem de classificação com base em objetos. 

 As informações legadas dos levantamentos convencionais semidetalhados do estado de 

São Paulo, em escala 1:100.000, podem ser utilizadas para produzir mapas digitais de classes 

de solos com qualidade satisfatória (acurácia 61 % e Kappa 0,54) com classificação em nível 

de Subordem do SiBCS, desde que existam mapeamentos geológico e geomorfológico com 

bom detalhamento. 

 Ao contrário do ocorrido na predição de classes de solo nos níveis de Ordem e 

Subordem, nos níveis inferiores da taxonomia pedológica, a modelagem puramente numérica 

para predição de classes de solo foi pouco eficaz, sendo superada em desempenho por 

covariáveis geomorfológicas categóricas, como a morfoescultura e o modelado de relevo. Isso 

mostra que, assim como a covariável geologia, as covariáveis geomorfológicas categóricas 

podem superar a importância preditiva de covariáveis morfométricas, e que associação da (i) 

contribuição da covariável para a pedogênese e (ii) delimitação da covariável em polígonos 

precisos, são responsáveis pelo maior poder preditivo das covariáveis geomorfológicas 

categóricas nos níveis taxonômicos mais detalhados. 

A pior estratégia para construção das bases de dados de treinamento, em termos de 

acurácia global e de índice Kappa, foi a utilização de unidades de mapeamento simples 

provenientes dos levantamentos convencionais. Os melhores modelos foram aqueles derivados 

de regiões de interesse definidas a partir dos pontos de campo, circulares ou por unidades 

elementares de relevo, ou mesmo utilizando apenas os próprios pontos de campo para 

treinamento do classificador. 

 Devido às províncias geomorfológicas se constituírem em áreas muito extensas e com 

grande diversidade de solos, a estratificação da área de referência por províncias 

geomorfológicas não foi uma estratégia adequada para aumentar a acurácia dos mapas digitais 

de classes de solo preditos em nível de Grande Grupo do SiBCS, ou mais detalhado e produzir 

melhores resultados do que a partir de bases de dados de áreas de referência não estratificada. 
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 As informações legadas dos levantamentos convencionais semidetalhados do estado de 

São Paulo, em escala 1:100.000, podem ser utilizadas para mapeamento digital de classes de 

solos, prévio, em larga escala e nível de Ordem do SiBCS com boa confiabilidade ou em nível 

de Subordem do SiBCS com qualidade satisfatória. Estes mapeamentos têm a vantagem de 

resultar em delineamentos precisos e compatíveis com levantamentos em escala 1:50.000 a 

1:100.000, podendo servir para orientar expedições de campo e para o mapeamento pedológico 

em nível de semidetalhe por abordagens híbridas (convencional e digital). 
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ANEXO I 

 

Segue abaixo as convenções adotadas no arquivo de pontos de observações de solo em campo, 

que pode ser acessado no Google Earth Engine a partir do seguinte link: 

https://code.earthengine.google.com/?asset=projects/iac-mds/assets/pts_campo 

 

Tabela A1 – Convenção de códigos para classes de solo em nível de Ordem do SiBCS, utilizada 

nas bases de dados compartilhadas no Google Earth Engine. 

Ordem ID 

Argissolo 1 

Argissolo e Nitossolo 2 

Cambissolo 3 

Chernossolo 4 

Gleissolo 5 

Latossolo 6 

Neossolo 7 

Nitossolo 8 

Planossolo 9 

Espodossolo 10 

 

 

Tabela A2 – Convenção de códigos para classes de solo em nível de Subordem do SiBCS, 

utilizada nas bases de dados compartilhadas no Google Earth Engine. 

Subordem ID 

Argissolo Vermelho-Amarelo 1 

Argissolo Vermelho-Amarelo e Argissolo Amarelo 2 

Argissolo Vermelho e Argissolo Vermelho-Amarelo 3 

Argissolo Vermelho e Nitossolo Vermelho 4 

Cambissolo Flúvico 5 

Cambissolo Háplico 6 

Chernossolo Argilúvico 7 

Gleissolo Háplico 8 

Latossolo Amarelo 9 

Latossolo Amarelo e Latossolo Vermelho-Amarelo 10 

Latossolo Vermelho 11 

Latossolo Vermelho-Amarelo 12 

Neossolo Litólico 13 

Neossolo Quartzarênico 14 

Nitossolo Háplico 15 

Nitossolo Vermelho 16 

Planossolo Háplico 17 

Espodossolo Humilúvico 18 

https://code.earthengine.google.com/?asset=projects/iac-mds/assets/pts_campo
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Tabela A3 – Convenção de códigos para classes de solo em nível de Grande Grupo do SiBCS, 

utilizada nas bases de dados compartilhadas no Google Earth Engine. 

Grande Grupo ID Grande Grupo ID 

CXbd e CXbe 1 NXe 14 

CYbd e CYbe 2 PVAd 15 

GXvd GXve GXbd e GXbe 3 PVAd e PVAe 16 

LAd 4 PVAd PVAe PAd e PAe 17 

LAd e LVAd 5 PVAe 18 

LVAd 6 PVAvd 19 

LVd 7 PVd e PVAd 20 

LVdf 8 PVe e NVe 21 

LVef 9 RLe e RLm 22 

MTf e MTo 10 RQo 23 

NVdf 11 SXe e SXd 24 

NVef e NVdf 12 ESKo 25 

NXd 13   
C = Cambissolo, E = Espodossolo, G = Gleissolo, L = Latossolo, M = Chernossolo, N = Nitossolo, P = Argissolo, R = Neossolo, S = Planossolo, 

X = Háplico, Y = Flúvico, SK = Ferrihumilúvico, A = Amarelo, VA = Vermelho Amarelo, V = Vermelho, T = Argilúvico, L = Litólico, Q = 

Quartzarênico, b = Tb, v = Ta, d = distrófico, e = eutrófico, o = órtico, f = férrico, m = chernossólico. 

 

Tabela A4 – Convenção de códigos para classes de solo em nível de Subgrupo do SiBCS, 

utilizada nas bases de dados compartilhadas no Google Earth Engine. 

Subgrupo ID Subgrupo ID 

CXbd e CXbe típico 1 NXd típico 17 

CYbd e CYbe típico 2 NXe chernossólico 18 

GXvd GXve GXbd e GXbe típico 3 PVAd e PVAe abrúptico 19 

LAd e LVAd psamítico 4 
PVAd e PVAe abrúptico e 

arênico abrúptico 
20 

LAd úmbrico 5 PVAd e PVAe típico e abrúptico 21 

LVAd argissólico 6 
PVAd PVAe PAd ou PAe arênico 

abrúptico 
22 

LVAd espesso-húmico 7 PVAd típico 23 

LVAd psamítico e típico 8 PVAe planossólico 24 

LVAd típico 9 
PVAvd e PVAve arênico 

abrúptico 
25 

LVd típico 10 PVd e PVAd típico 26 

LVdf espesso-húmico e húmico 11 PVe nitossólico e NVe típico 27 

LVdf típico 12 RLe e RLm típico 28 

LVef típico 13 RQo típico 29 

MTf e MTo típico 14 SXe e SXd típico 30 

NVdf latossólico 15 ESKo típico 31 

NVef e NVdf típico 16 LVAd petroplíntico 32 
C = Cambissolo, E = Espodossolo, G = Gleissolo, L = Latossolo, M = Chernossolo, N = Nitossolo, P = Argissolo, R = Neossolo, S = Planossolo, 
X = Háplico, Y = Flúvico, SK = Ferrihumilúvico, A = Amarelo, VA = Vermelho Amarelo, V = Vermelho, T = Argilúvico, L = Litólico, Q = 

Quartzarênico, b = Tb, v = Ta, d = distrófico, e = eutrófico, o = órtico, f = férrico, m = chernossólico. 
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Tabela A5 – Convenção de códigos para Unidades de Solo, utilizada nas bases de dados 

compartilhadas no Google Earth Engine. 

Unidade de solo ID Unidade de solo ID 

Taquarexim 1 Itaguaçú 22 

Palha 2 Estruturada 23 

Sete Lagoas 3 Olaria 24 

GX 4 Santana 25 

São Lucas 5 Monte Cristo 26 

Três Barras 6 Alva 27 

São Pedro 7 Santa Cruz 28 

Mato Dentro 8 Baguari 29 

Camarguinho 9 Serrinha 30 

Coqueiro 10 Usina 31 

Dois Córregos 11 Tietê 32 

Canchin 12 Contenda 33 

Laranja Azeda 13 Canela 34 

Limeira 14 Campestre 35 

Hortolândia 15 RL 36 

Santo Antonio 16 AQ 37 

Nogueira 17 Diamante 38 

Barão Geraldo 18 Lagoa Bonita 39 

Agua Vermelha 19 Campinho 40 

Ribeirão Preto 20 PH 41 

BV2-Pira ou Engenho 21 Itaqueri 42 
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ANEXO II 

 

Segue abaixo as convenções adotadas no arquivo contendo o conjunto de covariáveis preditivas, 

que pode ser acessado no Google Earth Engine a partir do seguinte link: 

https://code.earthengine.google.com/?asset=projects/iac-mds/assets/covar_predit 

Tabela A6 – Convenção de códigos para covariáveis preditivas, utilizada nas bases de dados 

compartilhadas no Google Earth Engine. 

Banda Descrição Fonte 

b1 Elevação (metros) MDEHC 

b2 Declividade (graus) MDEHC 

b3 Curvatura em perfil MDEHC 

b4 Curvatura em planta MDEHC 

b5 Curvatura combinada MDEHC 

b6 Distância até a drenagem MDEHC 

b7 Distância até o topo do interflúvio MDEHC 

b8 Geologia Perrota et al. (2006) 

b9 Morfoescultura Ross e Moroz (1997) 

b10 Morfoescultura IBGE (2018) 

b11 Modelado de relevo IBGE (2018) 

perfil Curvatura em perfil (categórica) MDEHC 

planta Curvatura em planta (categórica) MDEHC 

fei_min Feição mínima de relevo MDEHC 

dominio Predominância do fluxo superficial de água MDEHC 

pc1 Primeira componente principal Análise de componentes principais 

pc2 Segunda componente principal Análise de componentes principais 

pc3 Terceira componente principal Análise de componentes principais 

b1_tx Entropia da elevação MDEHC 

b2_tx Entropia da declividade MDEHC 

 

 

https://code.earthengine.google.com/?asset=projects/iac-mds/assets/covar_predit
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ANEXO III 

 

A documentação completa encontra-se disponível em: https://github.com/alanpeval/DSM 

/* 

INSTITUTO AGRONÔMICO (IAC) - Pós-graduação em Agricultura Tropical e Subtropical. 

INSTITUTO DE PESQUISAS TECNOLÓGICAS (IPT) - Programa Novos Talentos. 

Código desenvolvido e compartilhado como parte integrante da tese de doutorado de 

Valadares (2023). VALADARES, A.P. Dados legados de levantamentos pedológicos para 

mapeamento digital de classes de solos em larga escala para diferentes ambientes 

pedogenéticos. (Tese de Doutorado) Instituto Agronômico. Campinas, SP. 2023. 

ANEXO III - Código Javascript para mapeamento automático de formas elementares de 

relevo e reamostragem de covariáveis morfométricas, geologia e unidades 

morfoesculturais, no Google Earth Engine. 

*/ 

 

//Leitura e tratamento das fontes de informação 

  // Limites da área de estudo 

  var limites = ee.FeatureCollection("projects/iac-mds/assets/limites_area"); 

  // Geologia Perrota et al. (2006) 

  var geologia = ee.Image('projects/iac-

mds/assets/fontes_covar').select('b8').rename('geologia'); 

  // Geomorfologia Ross e Moroz (1997) 

  var geomorfo = ee.Image('projects/iac-

mds/assets/fontes_covar').select('b2').rename('geomorfo'); 

  // Variáveis morfométricas: b1 = elevação, b2 = decllividade, b3 = curvatura em 

perfil e b4 = curvatura em planta 

  var morfometria = ee.Image('projects/iac-mds/assets/fontes_covar').select('b1', 

'b2', 'b3', 'b4'); 

 

// Cálculo das formas elementares de relevo para cada pixel 

  // Categorizar curvaturam em perfil 

  var perfil = morfometria.select('b3'); 

    var convexo = perfil.lte(-0.02).multiply(1); 

    var retilineo = perfil.gt(-0.02).and(perfil.lte(0.02)).multiply(2); 

    var concavo = perfil.gt(0.02).multiply(3); 

    var perfil = convexo.add(retilineo).add(concavo); 

 

  // Categorizar curvatura em planta 

  var planta = morfometria.select('b4'); 

    var convexo = planta.lte(-0.05).multiply(1); 

    var retilineo = planta.gt(-0.05).and(planta.lte(0.05)).multiply(2); 

    var concavo = planta.gt(0.05).multiply(3); 

    var planta = convexo.add(retilineo).add(concavo); 
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  // Calcular feições mínimas (elementares) do revelo 

  var fei_min = (planta.add(perfil.multiply(10))).rename('fei_min'); 

  // Criar camada de relevo sombreado para exibir na área de visualização 

  var hillshade = ee.Terrain.hillshade(morfometria.select('b1')); 

 

// Segmentação automática com base nas variáveis morfométricas 

  // Calcular máximos e mínimos de cada variável morfométrica dentro da área de 

estudo 

  var minMax = morfometria.reduceRegion({ 

    reducer: ee.Reducer.minMax(), 

    geometry: limites, 

    scale: 10, 

    maxPixels: 10e9, 

  });  

  // Normalizar valores dos pixels utilizando ulizando a mesma unidade de escala 

  var unitScale = ee.ImageCollection.fromImages( 

    morfometria.bandNames().map(function(name){ 

      name = ee.String(name); 

      var band = morfometria.select(name); 

      return band.unitScale(ee.Number(minMax.get(name.cat('_min'))), 

ee.Number(minMax.get(name.cat('_max')))) 

                .multiply(100); 

  })).toBands().rename(morfometria.bandNames()); 

 

  // Aplicar SNIC para definir clusters 

  var segm = ee.Algorithms.Image.Segmentation.SNIC ({ 

    image: unitScale, 

    size: 9, 

    compactness: 5, 

    connectivity: 4, 

    neighborhoodSize: 24 

  }); 

  var clusters = segm.select('clusters'); 

 

// Cálculo de algumas estatísticas para os segmentos 

  // Desvio padrão 

  var stdDev = 

morfometria.addBands(clusters).reduceConnectedComponents(ee.Reducer.stdDev(), 

'clusters'); 

  // Área 

  var area = 

ee.Image.pixelArea().addBands(clusters).reduceConnectedComponents(ee.Reducer.sum(), 

'clusters'); 

  // Perímetro 

  var minMax = clusters.reduceNeighborhood(ee.Reducer.minMax(), 

ee.Kernel.square(1)); 
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  var perimeterPixels = minMax.select(0).neq(minMax.select(1)).rename('perimeter'); 

  var perimeter = perimeterPixels.addBands(clusters) 

    .reduceConnectedComponents(ee.Reducer.sum(), 'clusters'); 

  // Largura e altura 

  var sizes = 

ee.Image.pixelLonLat().addBands(clusters).reduceConnectedComponents(ee.Reducer.minM

ax(), 'clusters'); 

  var width = 

sizes.select('longitude_max').subtract(sizes.select('longitude_min')).rename('width

'); 

  var height = 

sizes.select('latitude_max').subtract(sizes.select('latitude_min')).rename('height'

); 

 

// Reamostrar covariáveis nos clusters segmentados pelo SNIC 

  // Geologia 

  var moda_geo = 

geologia.addBands(clusters).reduceConnectedComponents(ee.Reducer.mode(), 

'clusters'); 

  // Geomorfologia 

  var moda_geom = 

geomorfo.addBands(clusters).reduceConnectedComponents(ee.Reducer.mode(), 

'clusters'); 

  // Morfometria 

  var median = 

morfometria.addBands(clusters).reduceConnectedComponents(ee.Reducer.median(), 

'clusters'); 

  // Forma elementar de relevo (feições mínimas) 

  var fei_min = 

fei_min.addBands(clusters).reduceConnectedComponents(ee.Reducer.mode(), 

'clusters'); 

 

// Unir camadas 

  var geobia = 

clusters.addBands(median).addBands(moda_geo).addBands(moda_geom).addBands(fei_min).

clip(limites).toFloat(); 

 

// Adicionar resultados de predição à área de visualização 

  Map.centerObject(limites, 12); 

  //Map.addLayer(geologia.randomVisualizer(), {}, 'Geologia'); 

  Map.addLayer(hillshade, {min:130, max:225}, 'Relevo sombreado'); 

  Map.addLayer(perimeterPixels, {palette: ['white', 'black'], min: 0, max: 1, 

opacity: 0.3}, 'Segmentos'); 

  Map.addLayer(geobia.randomVisualizer(), {bands: ['fei_min'], palette: ['blue', 

'cyan', 'green', 'yellow', 'orange', 'red', 'magenta', 'purple'], min: 12, max: 32, 

opacity: 0.3}, 'GEOBIA'); 
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// Exportar unidades elementares de relevo 

Export.image.toDrive({ 

  image: geobia, 

  region: limites 

}); 

/*Fim do script*/ 
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ANEXO IV 

 

A documentação completa encontra-se disponível em: https://github.com/alanpeval/DSM 

/* 

INSTITUTO AGRONÔMICO (IAC) - Pós-graduação em Agricultura Tropical e Subtropical. 

INSTITUTO DE PESQUISAS TECNOLÓGICAS (IPT) - Programa Novos Talentos. 

Código desenvolvido e compartilhado como parte integrante da tese de doutorado de 

Valadares (2023). VALADARES, A.P. Dados legados de levantamentos pedológicos para 

mapeamento digital de classes de solos em larga escala para diferentes ambientes 

pedogenéticos. (Tese de Doutorado) Instituto Agronômico. Campinas, SP. 2023. 

ANEXO IV - Código Javascript para Mapeamento Digital de Classes de Solos com base 

em pixels, em larga escala, a partir de pontos de observação do solo em campo, no 

Google Earth Engine. 

*/ 

 

//Leitura e tratamento das fontes de informação 

  // Limites da área de estudo 

  var area = ee.FeatureCollection("projects/iac-mds/assets/limites_area"); 

  // Conjunto de covariáveis preditivas 

  var covar = ee.Image('projects/iac-mds/assets/covar_predit'); 

  // Conjunto de observações de solo em campo 

  var campo = ee.FeatureCollection('projects/iac-mds/assets/pts_campo'); 

   

  // Separar aleatoriamente parte dos dados de campo para treinamento/teste do 

classificador e quantificar observações em cada conjunto de dados 

  var campo = campo.randomColumn('random', 1); 

  var campo_teste = campo.filter(ee.Filter.gte('random', 0.9)); 

  print(campo_teste.size(),'Pontos selecionados para teste'); 

  var campo_treino = campo.filter(ee.Filter.lt('random', 0.9)); 

  print(campo_treino.size(), 'Pontos selecionados para treinamento'); 

 

  // Escolher covariáveis que serão utilizadas no treinamento do modelo de 

classificação supervisionada 

  var bands = 

covar.select(['b1','b2','b3','b4','b5','b6','b7','b8','b9','b10','b11','fei_min','d

ominio','pc1','pc2','pc3','b1_tx']).bandNames(); 

 

  // Criar variáveis para indicar o campo que contém cada nível de classificação de 

solos para o treinamento e predição. Convenção >> Ordem: classe1; Subordem: 

classe2; Grande Grupo: classe3; Subgrupo: classe4; Unidade de Solo: classe. 

  var classe_solo = 'classe2'; 

   

   // Exibir gráficos com histogramas dos conjuntos de observações de campo 

https://github.com/alanpeval/DSM
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separados para treino e teste 

  var hist_treino = ui.Chart.feature.histogram(campo_treino, 

classe_solo).setOptions({ 

    title: 'Histograma das observações de campo para treino' 

    }); 

  print(hist_treino); 

  var hist_teste = ui.Chart.feature.histogram(campo_teste, 

classe_solo).setOptions({ 

    title: 'Histograma das observações de campo para teste' 

    }); 

  print(hist_teste); 

 

// Amostragem, Treinamento do Classificador e Classificação Supervisionada 

  // Amostrar dados de treinamento 

  var training = covar.sampleRegions({ 

    collection: campo_treino, 

    properties: [classe_solo], 

    geometries: true, 

    tileScale: 4 

  }); 

  print (training.size(), 'Observações de treinamento'); 

 

  // Treinar classificador Random Forest 

  var trainedClassifier = ee.Classifier.smileRandomForest(100).train({ 

    features: training, 

    classProperty: classe_solo, 

    inputProperties: bands 

  }); 

 

  // Classificação supervisionada 

  var mds = covar.classify(trainedClassifier); 

  // Aplicar filtro de moda ao mapa predito (pós-classificação) 

  var mode = mds.focal_mode({ 

    radius: 1, 

    kernelType: 'circle' 

  }); 

 

// Avaliação por validação de campo 

  // Cruzar resultados preditos com observações de campo separadas para teste  

  var teste = mds.sampleRegions({ 

    collection: campo_teste, 

    properties: [classe_solo], 

    geometries: true 

  }); 

  print(teste.size(), 'Observações de teste'); 

 



76 

  // Gerar matriz de confusão e exibir resultados dos indicadores de avaliação 

  var confusionMatrix = teste.errorMatrix(classe_solo, 'classification'); 

  Export.table.toDrive(confusionMatrix); 

  print('Acurácia global: ', confusionMatrix.accuracy()); 

  print('Kappa: ', confusionMatrix.kappa()); 

  print('Exatidão do Usuário: ', confusionMatrix.consumersAccuracy()); 

  print('Exatidão do Produtor: ', confusionMatrix.producersAccuracy()); 

 

// Exibir resultados na área do mapa 

 

  // Centralizar e aproximar visualização sobre a área de estudo 

  Map.centerObject(covar, 10); 

  // Criar camada de relevo sombreado e adicionar à visualização no mapa 

  var hillshade = ee.Terrain.hillshade(covar.select('b1'), 270, 45); 

  Map.addLayer(hillshade, {min: 140, max:200}, 'Relevo'); 

  /* 

  // Opcional: adicionar camada com covariáveis preditivas ao mapa - ex.: valores 

de elevação. 

  Map.addLayer(covar, {bands: ['b1'], min: 498, max: 1014, 

palette:['ff0000','ff8d00','fbff00','9dff00','00ff89','00f3ff','06a3ff','2700ff','a

902ff','ff00f7']}, 'MDEHC'); 

  */ 

  // Adicionar resultados de predição à área de visualização 

  Map.addLayer(mds.randomVisualizer(), {opacity: 0.7}, 'MDS'); 

  /* 

  // Opcional: adicionar camada com MDS após filtro de pós-classificação (Moda) 

  Map.addLayer(mode.randomVisualizer(), {}, 'MDS (Moda)'); 

  */ 

  // Exibir pontos de campo separados para treinamento 

  Map.addLayer(training.draw({color: '006600', strokeWidth: 5}), {}, 'Obs. 

Treino'); 

  // Exibir pontos de campo separados para teste 

  Map.addLayer(teste.draw({color: 'red', strokeWidth: 5}), {}, 'Pts Teste'); 

 

// Exportar MDS predito 

Export.image.toAsset({ 

  image: mds, 

  region: area 

}); 

/*Fim do script*/
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ANEXO V 

 

A documentação completa encontra-se disponível em: https://github.com/alanpeval/DSM 

/* 

INSTITUTO AGRONÔMICO (IAC) - Pós-graduação em Agricultura Tropical e Subtropical. 

INSTITUTO DE PESQUISAS TECNOLÓGICAS (IPT) - Programa Novos Talentos. 

Código desenvolvido e compartilhado como parte integrante da tese de doutorado de 

Valadares (2023). VALADARES, A.P. Dados legados de levantamentos pedológicos para 

mapeamento digital de classes de solos em larga escala para diferentes ambientes 

pedogenéticos. (Tese de Doutorado) Instituto Agronômico. Campinas, SP. 2023. 

ANEXO V - Código Javascript para Mapeamento Digital de Classes de Solos com base em 

pixels, em larga escala, a partir de regiões de interesse circulares, dentro de um 

raio de 120 m pontos dos locais de observação do solo em campo, no Google Earth 

Engine. 

*/ 

 

//Leitura e tratamento das fontes de informação 

  // Limites da área de estudo 

  var area = ee.FeatureCollection("projects/iac-mds/assets/limites_area"); 

  // Conjunto de covariáveis preditivas 

  var covar = ee.Image('projects/iac-mds/assets/covar_predit'); 

  // Conjunto de observações de solo em campo 

  var campo = ee.FeatureCollection('projects/iac-mds/assets/pts_campo'); 

   

  // Separar aleatoriamente parte dos dados de campo para treinamento/teste do 

classificador e quantificar observações em cada conjunto de dados 

  var campo = campo.randomColumn('random', 1); 

  var campo_teste = campo.filter(ee.Filter.gte('random', 0.9)); 

  print(campo_teste.size(),'Pontos selecionados para teste'); 

  var campo_treino = campo.filter(ee.Filter.lt('random', 0.9)); 

  print(campo_treino.size(), 'Pontos selecionados para treinamento'); 

   

  // Criar e aplicar função que gera a área de interesse circular com 120 m de 

raio, a partir das observações de campo separadas para treinamento 

    function roi(feature){ 

    var buffer = feature.buffer(120); 

    return buffer; 

  } 

  var campo_treino = campo_treino.map(roi); 

 

  // Escolher covariáveis que serão utilizadas no treinamento do modelo de 

classificação supervisionada 

  var bands = 

covar.select(['b1','b2','b3','b4','b5','b6','b7','b8','b9','b10','b11','fei_min','d

ominio','pc1','pc2','pc3','b1_tx']).bandNames(); 

 

  // Criar variáveis para indicar o campo que contém cada nível de classificação de 

solos para o treinamento e predição. Convenção >> Ordem: classe1; Subordem: 

classe2; Grande Grupo: classe3; Subgrupo: classe4; Unidade de Solo: classe. 

  var classe_solo = 'classe2'; 

   

   // Exibir gráficos com histogramas dos conjuntos de observações de campo 

separados para treino e teste 

  var hist_treino = ui.Chart.feature.histogram(campo_treino, 

classe_solo).setOptions({ 

    title: 'Histograma das observações de campo para treino' 

    }); 

  print(hist_treino); 

  var hist_teste = ui.Chart.feature.histogram(campo_teste, 

classe_solo).setOptions({ 

    title: 'Histograma das observações de campo para teste' 

    }); 

  print(hist_teste); 
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// Amostragem, Treinamento do Classificador e Classificação Supervisionada 

  // Amostrar dados de treinamento 

  var training = covar.sampleRegions({ 

    collection: campo_treino, 

    properties: [classe_solo], 

    geometries: true, 

    tileScale: 4 

  }); 

  print (training.size(), 'Observações de treinamento'); 

 

  // Treinar classificador Random Forest 

  var trainedClassifier = ee.Classifier.smileRandomForest(100).train({ 

    features: training, 

    classProperty: classe_solo, 

    inputProperties: bands 

  }); 

 

  // Classificação supervisionada 

  var mds = covar.classify(trainedClassifier); 

  // Aplicar filtro de moda ao mapa predito (pós-classificação) 

  var mode = mds.focal_mode({ 

    radius: 1, 

    kernelType: 'circle' 

  }); 

 

// Avaliação por validação de campo 

  // Cruzar resultados preditos com observações de campo separadas para teste  

  var teste = mds.sampleRegions({ 

    collection: campo_teste, 

    properties: [classe_solo], 

    geometries: true 

  }); 

  print(teste.size(), 'Observações de teste'); 

 

  // Gerar matriz de confusão e exibir resultados dos indicadores de avaliação 

  var confusionMatrix = teste.errorMatrix(classe_solo, 'classification'); 

  Export.table.toDrive(confusionMatrix); 

  print('Acurácia global: ', confusionMatrix.accuracy()); 

  print('Kappa: ', confusionMatrix.kappa()); 

  print('Exatidão do Usuário: ', confusionMatrix.consumersAccuracy()); 

  print('Exatidão do Produtor: ', confusionMatrix.producersAccuracy()); 

 

// Exibir resultados na área do mapa 

 

  // Centralizar e aproximar visualização sobre a área de estudo 

  Map.centerObject(covar, 10); 

  // Criar camada de relevo sombreado e adicionar à visualização no mapa 

  var hillshade = ee.Terrain.hillshade(covar.select('b1'), 270, 45); 

  Map.addLayer(hillshade, {min: 140, max:200}, 'Relevo'); 

  /* 

  // Opcional: adicionar camada com covariáveis preditivas ao mapa - ex.: valores 

de elevação. 

  Map.addLayer(covar, {bands: ['b1'], min: 498, max: 1014, 

palette:['ff0000','ff8d00','fbff00','9dff00','00ff89','00f3ff','06a3ff','2700ff','a

902ff','ff00f7']}, 'MDEHC'); 

  */ 

  // Adicionar resultados de predição à área de visualização 

  Map.addLayer(mds.randomVisualizer(), {opacity: 0.7}, 'MDS'); 

  /* 

  // Opcional: adicionar camada com MDS após filtro de pós-classificação (Moda) 

  Map.addLayer(mode.randomVisualizer(), {}, 'MDS (Moda)'); 

  */ 

  // Exibir pontos de campo separados para treinamento 

  Map.addLayer(training.draw({color: '006600', strokeWidth: 5}), {}, 'Obs. 

Treino'); 

  // Exibir pontos de campo separados para teste 

  Map.addLayer(teste.draw({color: 'red', strokeWidth: 5}), {}, 'Pts. Teste'); 
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// Exportar MDS predito 

Export.image.toAsset({ 

  image: mds, 

  region: area 

}); 

/* Fim do documento.*/ 
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ANEXO VI 

 

A documentação completa encontra-se disponível em: https://github.com/alanpeval/DSM 

/* 

INSTITUTO AGRONÔMICO (IAC) - Pós-graduação em Agricultura Tropical e Subtropical. 

INSTITUTO DE PESQUISAS TECNOLÓGICAS (IPT) - Programa Novos Talentos. 

Código desenvolvido e compartilhado como parte integrante da tese de doutorado de 

Valadares (2023). VALADARES, A.P. Dados legados de levantamentos pedológicos para 

mapeamento digital de classes de solos em larga escala para diferentes ambientes 

pedogenéticos. (Tese de Doutorado) Instituto Agronômico. Campinas, SP. 2023. 

ANEXO VI - Código Javascript para Mapeamento Digital de Classes de Solos com base 

em pixels, em larga escala, a partir de unidades elementares de relevo, no Google 

Earth Engine. 

*/ 

 

//Leitura e tratamento das fontes de informação 

  // Limites da área de estudo 

  var area = ee.FeatureCollection("projects/iac-mds/assets/limites_area"); 

  // Conjunto de covariáveis preditivas 

  var covar = ee.Image('projects/iac-mds/assets/covar_predit'); 

  // Conjunto de observações de solo em campo 

  var campo = ee.FeatureCollection('projects/iac-mds/assets/pts_campo'); 

  // Regiões delimitadas pelas unidades elementares de relevo onde existiam pontos 

de observação em campo 

  var fei_min = ee.FeatureCollection('projects/iac-mds/assets/fei_min'); 

   

  // Separar aleatoriamente parte dos dados de campo para treinamento/teste do 

classificador e quantificar observações em cada conjunto de dados 

  var campo = campo.randomColumn('random', 1); 

  var campo_teste = campo.filter(ee.Filter.gte('random', 0.9)); 

  print(campo_teste.size(),'Pontos selecionados para teste'); 

  var campo_treino = campo.filter(ee.Filter.lt('random', 0.9)); 

  print(campo_treino.size(), 'Pontos selecionados para treinamento'); 

   

  // Selecionar apenas unidades de relevo referentes aos pontos separadas para 

treinamento 

  var campo_treino = fei_min.filter(ee.Filter.bounds(campo_treino)); 

 

  // Escolher covariáveis que serão utilizadas no treinamento do modelo de 

classificação supervisionada 

  var bands = 

covar.select(['b1','b2','b3','b4','b5','b6','b7','b8','b9','b10','b11','fei_min','d

ominio','pc1','pc2','pc3','b1_tx']).bandNames(); 

 

  // Criar variáveis para indicar o campo que contém cada nível de classificação de 

solos para o treinamento e predição. Convenção >> Ordem: classe1; Subordem: 

classe2; Grande Grupo: classe3; Subgrupo: classe4; Unidade de Solo: classe. 

  var classe_solo = 'classe2'; 

   

   // Exibir gráficos com histogramas dos conjuntos de observações de campo 

separados para treino e teste 

  var hist_treino = ui.Chart.feature.histogram(campo_treino, 

classe_solo).setOptions({ 

    title: 'Histograma das observações de campo para treino' 

    }); 

  print(hist_treino); 

  var hist_teste = ui.Chart.feature.histogram(campo_teste, 

classe_solo).setOptions({ 

    title: 'Histograma das observações de campo para teste' 

    }); 

  print(hist_teste); 

 

// Amostragem, Treinamento do Classificador e Classificação Supervisionada 

  // Amostrar dados de treinamento 
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  var training = covar.sampleRegions({ 

    collection: campo_treino, 

    properties: [classe_solo], 

    geometries: true, 

    tileScale: 4 

  }); 

  print (training.size(), 'Observações de treinamento'); 

 

  // Treinar classificador Random Forest 

  var trainedClassifier = ee.Classifier.smileRandomForest(100).train({ 

    features: training, 

    classProperty: classe_solo, 

    inputProperties: bands 

  }); 

 

  // Classificação supervisionada 

  var mds = covar.classify(trainedClassifier); 

  // Aplicar filtro de moda ao mapa predito (pós-classificação) 

  var mode = mds.focal_mode({ 

    radius: 1, 

    kernelType: 'circle' 

  }); 

 

// Avaliação por validação de campo 

  // Cruzar resultados preditos com observações de campo separadas para teste  

  var teste = mds.sampleRegions({ 

    collection: campo_teste, 

    properties: [classe_solo], 

    geometries: true 

  }); 

  print(teste.size(), 'Observações de teste'); 

 

  // Gerar matriz de confusão e exibir resultados dos indicadores de avaliação 

  var confusionMatrix = teste.errorMatrix(classe_solo, 'classification'); 

  Export.table.toDrive(confusionMatrix); 

  print('Acurácia global: ', confusionMatrix.accuracy()); 

  print('Kappa: ', confusionMatrix.kappa()); 

  print('Exatidão do Usuário: ', confusionMatrix.consumersAccuracy()); 

  print('Exatidão do Produtor: ', confusionMatrix.producersAccuracy()); 

 

// Exibir resultados na área do mapa 

 

  // Centralizar e aproximar visualização sobre a área de estudo 

  Map.centerObject(covar, 10); 

  // Criar camada de relevo sombreado e adicionar à visualização no mapa 

  var hillshade = ee.Terrain.hillshade(covar.select('b1'), 270, 45); 

  Map.addLayer(hillshade, {min: 140, max:200}, 'Relevo'); 

  /* 

  // Opcional: adicionar camada com covariáveis preditivas ao mapa - ex.: valores 

de elevação. 

  Map.addLayer(covar, {bands: ['b1'], min: 498, max: 1014, 

palette:['ff0000','ff8d00','fbff00','9dff00','00ff89','00f3ff','06a3ff','2700ff','a

902ff','ff00f7']}, 'MDEHC'); 

  */ 

  // Adicionar resultados de predição à área de visualização 

  Map.addLayer(mds.randomVisualizer(), {opacity: 0.7}, 'MDS'); 

  /* 

  // Opcional: adicionar camada com MDS após filtro de pós-classificação (Moda) 

  Map.addLayer(mode.randomVisualizer(), {}, 'MDS (Moda)'); 

  */ 

  // Exibir pontos de campo separados para treinamento 

  Map.addLayer(training.draw({color: '006600', strokeWidth: 5}), {}, 'Obs. 

Treino'); 

  // Exibir pontos de campo separados para teste 

  Map.addLayer(teste.draw({color: 'red', strokeWidth: 5}), {}, 'Pts. Teste'); 

 

// Exportar MDS predito 

Export.image.toAsset({ 
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  image: mds, 

  region: area});/* Fim do documento.*/
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ANEXO VII 

 

A documentação completa encontra-se disponível em: https://github.com/alanpeval/DSM 

/* 

INSTITUTO AGRONÔMICO (IAC) - Pós-graduação em Agricultura Tropical e Subtropical. 

INSTITUTO DE PESQUISAS TECNOLÓGICAS (IPT) - Programa Novos Talentos. 

Código desenvolvido e compartilhado como parte integrante da tese de doutorado de 

Valadares (2023). VALADARES, A.P. Dados legados de levantamentos pedológicos para 

mapeamento digital de classes de solos em larga escala para diferentes ambientes 

pedogenéticos. (Tese de Doutorado) Instituto Agronômico. Campinas, SP. 2023. 

ANEXO VII - Código Javascript para Mapeamento Digital de Classes de Solos com base 

em pixels, em larga escala, a partir de unidades de mapeamento simples de mapas 

pedológicos convencionais, no Google Earth Engine. 

*/ 

 

//Leitura e tratamento das fontes de informação 

  // Limites da área de estudo 

  var area = ee.FeatureCollection("projects/iac-mds/assets/limites_area"); 

  // Conjunto de covariáveis preditivas 

  var covar = ee.Image('projects/iac-mds/assets/covar_predit'); 

  // Conjunto de observações de solo em campo 

  var campo = ee.FeatureCollection('projects/iac-mds/assets/pts_campo'); 

  // Unidades de mapeamento simples dos mapas pedológicos convencionais 

  var um_simples = ee.FeatureCollection('projects/iac-mds/assets/um_simples'); 

   

  // Selecionar dados de campo que não interceptam as unidades de mapeamento 

simples dos mapas pedológicos convencionais 

  var campo_teste = campo.filter(ee.Filter.bounds(um_simples).not()); 

  print(campo_teste.size(),'Pontos selecionados para teste'); 

 

  // Escolher covariáveis que serão utilizadas no treinamento do modelo de 

classificação supervisionada 

  var bands = 

covar.select(['b1','b2','b3','b4','b5','b6','b7','b8','b9','b10','b11','fei_min','d

ominio','pc1','pc2','pc3','b1_tx']).bandNames(); 

 

  // Criar variáveis para indicar o campo que contém cada nível de classificação de 

solos para o treinamento e predição. Convenção >> Ordem: classe1; Subordem: 

classe2; Grande Grupo: classe3; Subgrupo: classe4; Unidade de Solo: classe. 

  var classe_solo = 'classe2'; 

   

   // Exibir gráficos com histogramas dos conjuntos de observações de campo 

separados para treino e teste 

  var hist_treino = ui.Chart.feature.histogram(um_simples, 

classe_solo).setOptions({ 

    title: 'Histograma das observações de campo para treino' 

    }); 

  print(hist_treino); 

  var hist_teste = ui.Chart.feature.histogram(campo_teste, 

classe_solo).setOptions({ 

    title: 'Histograma das observações de campo para teste' 

    }); 

  print(hist_teste); 

 

// Amostragem, Treinamento do Classificador e Classificação Supervisionada 

  // Amostrar dados de treinamento 

  var training = covar.sampleRegions({ 

    collection: um_simples, 

    properties: [classe_solo], 

    geometries: true, 

    scale: 150 

  }); 

  print (training.size(), 'Observações de treinamento'); 
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  // Treinar classificador Random Forest 

  var trainedClassifier = ee.Classifier.smileRandomForest(15).train({ 

    features: training, 

    classProperty: classe_solo, 

    inputProperties: bands 

  }); 

 

  // Classificação supervisionada 

  var mds = covar.classify(trainedClassifier); 

  // Aplicar filtro de moda ao mapa predito (pós-classificação) 

  var mode = mds.focal_mode({ 

    radius: 1, 

    kernelType: 'circle' 

  }); 

 

// Avaliação por validação de campo 

  // Cruzar resultados preditos com observações de campo separadas para teste  

  var teste = mds.sampleRegions({ 

    collection: campo_teste, 

    properties: [classe_solo], 

    geometries: true 

  }); 

  print(teste.size(), 'Observações de teste'); 

 

  // Gerar matriz de confusão e exibir resultados dos indicadores de avaliação 

  var confusionMatrix = teste.errorMatrix(classe_solo, 'classification'); 

  Export.table.toDrive(confusionMatrix); 

  print('Acurácia global: ', confusionMatrix.accuracy()); 

  print('Kappa: ', confusionMatrix.kappa()); 

  print('Exatidão do Usuário: ', confusionMatrix.consumersAccuracy()); 

  print('Exatidão do Produtor: ', confusionMatrix.producersAccuracy()); 

 

// Exibir resultados na área do mapa 

 

  // Centralizar e aproximar visualização sobre a área de estudo 

  Map.centerObject(covar, 10); 

  // Criar camada de relevo sombreado e adicionar à visualização no mapa 

  var hillshade = ee.Terrain.hillshade(covar.select('b1'), 270, 45); 

  Map.addLayer(hillshade, {min: 140, max:200}, 'Relevo'); 

  /* 

  // Opcional: adicionar camada com covariáveis preditivas ao mapa - ex.: valores 

de elevação. 

  Map.addLayer(covar, {bands: ['b1'], min: 498, max: 1014, 

palette:['ff0000','ff8d00','fbff00','9dff00','00ff89','00f3ff','06a3ff','2700ff','a

902ff','ff00f7']}, 'MDEHC'); 

  */ 

  // Adicionar resultados de predição à área de visualização 

  Map.addLayer(mds.randomVisualizer(), {opacity: 0.7}, 'MDS'); 

  /* 

  // Opcional: adicionar camada com MDS após filtro de pós-classificação (Moda) 

  Map.addLayer(mode.randomVisualizer(), {}, 'MDS (Moda)'); 

  */ 

  // Exibir pontos de campo separados para treinamento 

  Map.addLayer(um_simples.draw({color: '006600', strokeWidth: 3}), {}, 'Obs. 

Treino'); 

  // Exibir pontos de campo separados para teste 

  Map.addLayer(teste.draw({color: 'red', strokeWidth: 5}), {}, 'Pts. Teste'); 

 

// Exportar MDS predito 

Export.image.toAsset({ 

  image: mds, 

  region: area 

}); 

/* Fim do documento.*/
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ANEXO VIII 

 

A documentação completa encontra-se disponível em: https://github.com/alanpeval/DSM 

/* 

INSTITUTO AGRONÔMICO (IAC) - Pós-graduação em Agricultura Tropical e Subtropical. 

INSTITUTO DE PESQUISAS TECNOLÓGICAS (IPT) - Programa Novos Talentos. 

Código desenvolvido e compartilhado como parte integrante da tese de doutorado de 

Valadares (2023). VALADARES, A.P. Dados legados de levantamentos pedológicos para 

mapeamento digital de classes de solos em larga escala para diferentes ambientes 

pedogenéticos. (Tese de Doutorado) Instituto Agronômico. Campinas, SP. 2023. 

ANEXO VIII - Código Javascript para Mapeamento Digital de Classes de Solos com base 

em objetos, em larga escala, a partir de unidades elementares de relevo, no Google 

Earth Engine. 

*/ 

 

//Leitura e tratamento das fontes de informação 

  // Limites da área de estudo 

  var limites = ee.FeatureCollection("projects/iac-mds/assets/limites_area"); 

  // Conjunto de covariáveis preditivas 

  var covar = ee.Image('projects/iac-mds/assets/geobia'); 

  // Conjunto de observações de solo em campo 

  var campo = ee.FeatureCollection('projects/iac-mds/assets/pts_campo'); 

  // Variáveis morfométricas: b1 = elevação, b2 = decllividade, b3 = curvatura em 

perfil e b4 = curvatura em planta 

  var morfometria = ee.Image('projects/iac-mds/assets/fontes_covar').select('b1', 

'b2', 'b3', 'b4'); 

  // Regiões delimitadas pelas unidades elementares de relevo onde existiam pontos 

de observação em campo 

  var uni_relevo = ee.FeatureCollection('projects/iac-mds/assets/fei_min'); 

   

// Separar aleatoriamente parte dos dados de campo para treinamento/teste do 

classificador e quantificar observações em cada conjunto de dados 

  var campo = campo.randomColumn('random', 1); 

  var campo_teste = campo.filter(ee.Filter.gte('random', 0.9)); 

  print(campo_teste.size(),'Pontos selecionados para teste'); 

  var campo_treino = campo.filter(ee.Filter.lt('random', 0.9)); 

  print(campo_treino.size(), 'Pontos selecionados para treinamento'); 

   

// Selecionar apenas unidades de relevo referentes aos pontos separadas para 

treinamento 

  var campo_treino = uni_relevo.filter(ee.Filter.bounds(campo_treino)); 

 

  // Escolher covariáveis que serão utilizadas no treinamento do modelo de 

classificação supervisionada 

  //var bands = ['b1', 'b2', 'b3', 'b4', 'b5', 'b6', 'geologia', 'geomorfo', 

'fei_min']; 

  var bands = covar.bandNames(); 

 

// Criar variáveis para indicar o campo que contém cada nível de classificação de 

solos para o treinamento e predição. Convenção >> Ordem: classe1; Subordem: 

classe2; Grande Grupo: classe3; Subgrupo: classe4; Unidade de Solo: classe. 

  var classe_solo = 'classe2'; 

   

   // Exibir gráficos com histogramas dos conjuntos de observações de campo 

separados para treino e teste 

  var hist_treino = ui.Chart.feature.histogram(campo_treino, 

classe_solo).setOptions({ 

    title: 'Histograma das observações de campo para treino' 

    }); 

  print(hist_treino); 

  var hist_teste = ui.Chart.feature.histogram(campo_teste, 

classe_solo).setOptions({ 

    title: 'Histograma das observações de campo para teste' 

    }); 
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  print(hist_teste); 

 

// Amostragem, Treinamento do Classificador e Classificação Supervisionada 

  // Amostrar dados de treinamento 

  var training = covar.sampleRegions({ 

    collection: campo_treino, 

    properties: [classe_solo], 

    geometries: true, 

    tileScale: 4 

  }); 

  print (training.size(), 'Observações de treinamento'); 

 

  // Treinar classificador Random Forest 

  var trainedClassifier = ee.Classifier.smileRandomForest(100).train({ 

    features: training, 

    classProperty: classe_solo, 

    inputProperties: bands 

  }); 

 

  // Classificação supervisionada 

  var mds = covar.classify(trainedClassifier); 

  // Aplicar filtro de moda ao mapa predito (pós-classificação) 

  var mode = mds.focal_mode({ 

    radius: 1, 

    kernelType: 'circle' 

  }); 

 

// Avaliação por validação de campo 

  // Cruzar resultados preditos com observações de campo separadas para teste  

  var teste = mds.sampleRegions({ 

    collection: campo_teste, 

    properties: [classe_solo], 

    geometries: true 

  }); 

  print(teste.size(), 'Observações de teste'); 

 

  // Gerar matriz de confusão e exibir resultados dos indicadores de avaliação 

  var confusionMatrix = teste.errorMatrix(classe_solo, 'classification'); 

  Export.table.toDrive(confusionMatrix); 

  print('Acurácia global: ', confusionMatrix.accuracy()); 

  print('Kappa: ', confusionMatrix.kappa()); 

  print('Exatidão do Usuário: ', confusionMatrix.consumersAccuracy()); 

  print('Exatidão do Produtor: ', confusionMatrix.producersAccuracy()); 

 

// Exibir resultados na área do mapa 

 

  // Centralizar e aproximar visualização sobre a área de estudo 

  Map.centerObject(covar, 11); 

  // Criar camada de relevo sombreado e adicionar à visualização no mapa 

  var hillshade = ee.Terrain.hillshade(morfometria.select('b1'), 270, 45); 

  Map.addLayer(hillshade, {min: 140, max:200}, 'Relevo'); 

  /* 

  // Opcional: adicionar camada com covariáveis preditivas ao mapa - ex.: valores 

de elevação. 

  Map.addLayer(covar, {bands: ['b1'], min: 498, max: 1014, 

palette:['ff0000','ff8d00','fbff00','9dff00','00ff89','00f3ff','06a3ff','2700ff','a

902ff','ff00f7']}, 'MDEHC'); 

  */ 

  // Adicionar resultados de predição à área de visualização 

  Map.addLayer(mds.randomVisualizer(), {opacity: 0.6}, 'MDS'); 

  /* 

  // Opcional: adicionar camada com MDS após filtro de pós-classificação (Moda) 

  Map.addLayer(mode.randomVisualizer(), {}, 'MDS (Moda)'); 

  */ 

  // Exibir pontos de campo separados para treinamento 

  Map.addLayer(campo_treino.draw({color: '006600', strokeWidth: 1}), {}, 'Obs. 

Treino'); 

  // Exibir pontos de campo separados para teste 
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  Map.addLayer(teste.draw({color: 'red', strokeWidth: 5}), {}, 'Pts Teste'); 

 

// Exportar MDS predito 

Export.image.toAsset({ 

  image: mds, 

  region: limites 

}); 

/*Fim do script*/ 


